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ABSTRAKT

Tato diplomovéa prace se zabyva problematikou umélé inteligence, a to se zaméfenim na
umélé neuronové sité. Cilem prace je predstavit vypracovany programovy bali¢ek (toolbox)
v prostfedi Mathematica od spole¢nosti Wolfram Research. Toolbox ma slouzit jako
ucebni pomticka pro pfedmét Metody umélé inteligence vyucovany na Fakulté aplikované

informatiky Univerzity Tomase Bati ve Zling.

V teoretické Casti prace je ¢tenaf uveden do problematiky neuronovych siti, jejich historie,
struktury, funkcionality a vyuZziti v béZzném Zivoté. Praktickd ¢ast zahrnuje konkrétni
vypracované sité, jejich popis a ukdzky pouZiti. Jmenovité se jedna o neuronovou sit

Perceptron, Hopfieldovu sit’ a vicevrstvou sit’ s dopfednym Sifenim signalu.

Klic¢ova slova:

uméla neuronova sit’, trénovaci mnoZina, Perceptron, neuronova sit’ s doptendym Sifenim

signalu, Hopfieldova sit’, Back-Propagation, Mathematica

ABSTRACT

This diploma thesis deals with issues of artificial intelligence, especially artificial neural
networks are highlighted. Main objective of the thesis is to introduce program package
(toolbox) evolved in the environment Mathematica from the Wolfram Research Company.
The toolbox is instrumental towards the teaching in Methods of artificial intelligence which

1s taught at the Faculty of Applied Informatics in the Thomas Bata University in Zlin.

The theoretical part of this document refers about the main issues of artificial neural
networks, their history, structure, functionality and applications in common life. The
practical part includes particular evolved networks, their description and the examples of

use. Concretely the Perceptron, Hopfield network and feed-forward network is explained.

Keywords:

artificial neural network, the training set, the Perceptron, feed-forward neural network,

Hopfield network, Back-Propagation, Mathematica
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UvVoD

Pojem uméla inteligence (UI) miizeme zejména v dnesni, technologicky pokrocilé dobé
slySet ze vSech stran. Tento pojem ovSem neni pfesné¢ vymezen. Muzeme si pod nim
obecné predstavit obor informatiky, ktery se zabyva tvorbou mechanizmii vykazujicich
znamky inteligentniho chovani. Jina, pfistupnéj$i definice zni, Ze uméla inteligence se
zabyva tim, jak pocitacové fesit tlohy, které dnes zatim 1épe zvladaji lidé. Témata, kterymi
se dnes obor uméla inteligence obvykle zabyva, jsou vysledkem snahy o napodobeni
ruznych aspektl (nejen) lidského mysleni. Proto se v posledni dobé pod terminem uméla
inteligence skryvaji véci jako neuronové sité, konecné automaty, algoritmy pro planovani a
predikci, ale 1 multimedialni operace, jako je zpracovani pfirozeného jazyka, obrazu nebo
videa, fizeni v pocitaCovych hrach a podobné. Zajimavym odvétvim zoboru umélé
inteligence jsou zejména umélé neuronové sité (NS). Predstavuji jedny z vypocetnich
modeld, jejichz vzorem je chovani biologickych struktur za ucelem efektivnéjSich postupti

ve vypocetnich ulohach.

Diivod vzniku této prace spociva v potiebé vypocetni pomicky pro vyuku predmétu
magisterského studia Metody umélé inteligence vyuovaném na Fakulté¢ aplikované
informatiky Univerzity TomdasSe Bati ve Zlin€é. Naplni pfedmétu je naucit posluchace
aplikovat metody neuronovych siti na rizné typy realnych problémui — konkrétné se jedné o
pouziti NS v oblasti klasifikace, asociace, aproximace dat a dalSich. Podobna pomtcka
vyhovujici témto pozadavkiim se jiz v pfedmétu pouziva, avSak existence nového a
vlastniho fteSeni pifind$i vyhody =z hlediska konkrétni ptizplsobitelnosti a piipadné
roz§ifitelnosti tohoto nastroje do budoucna. Pomicka je vypracovana jako takzvany
toolbox (balicek) v prostiedi Mathematica od spole¢nosti Wolfram Research. Tento
vykonny a robustni nastroj je vhodny nejen pro matematické operace, ale efektivné zvlada
také praci s neuronovymi sitémi. Vice bude o samotném prostfedi Mathematica pojednano

dale v textu v samostatné kapitole.
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I. TEORETICKA CAST
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1 NEURONOVE SITE

Kolem umélych neuronovych siti je soustfedén velky zdjem nejen odborné vetejnosti.
Simulace téchto siti dosahuji pfekvapiveé velmi slusné vysledky. Jak uz bylo fe¢eno, umélé
neuronové sité (dale jen neuronové sité) jsou zjednodusené matematické modely nervovych

systému zivych organismti. Dokazuji tedy schopnost lidského mysleni, a to ucit se. [1]

1.1 Nastin historie

Historie vzniku a stale pokracujiciho vyvoje neuronovych siti spada do prvni poloviny 20.
stoleti, kdy byla publikovana prvni prace o neuronech a jejich modelech Americanem W.
S. McCullochem. Ve 40. letech tohoto stoleti pak se svym studentem W. Pittsem
vypracoval model neuronu, ktery je prakticky pouzivan dodnes. Na zaklad€ téchto
vysledkli v roce 1958 F.Rosenblatt vytvofil prvni funk¢ni perceptronovou sit. Tato sit’
méla ale ur¢itou nevyhodu, a to Ze neuméla klasifikovat linedrn€ neseparabilni problémy.

Diky tomuto faktu z4jem o neuronové sit¢ na dlouhou dobu opadl.

Az vpoloviné 80. let doslo diky skalnim pfizniveim problematiky neuronovych siti
k jejich pomyslné renesanci, a to kdyZ se objevil prvni model vicevrstvé neuronové sité,
ktery problém linedrni neseparability odstranil. Vznikaly také dalSi typy siti, jako je
Hopfieldova, Kohonenova, ART a dalsi. [2]

1.2 Zakladni pojmy

Zékladnim stavebnim funk¢nim prvkem nervové soustavy je nervova buiika, tzv. neuron.
Jen mozkova kiira ¢lovéka je tvofena asi 13 az 15 miliardami neurontl, z nichZ kazdy miize
byt spojen s 5000 jinymi neurony. Neurony jsou samostatné specializované buiiky urené
k pfenosu, zpracovani a uchovéani informaci nutnych pro realizaci Zivotnich funkci

organismu. Struktura neuronu je schematicky znazornéna na obrazku Obr. 1.
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Obr. 1: Schematické zndzorneni biologického neuronu [3]

Neuron je ptizplisoben pro ptenos signald tak, ze kromé& vlastniho téla, tzv. somatu, ma i
vstupni a vystupni prenosové kanaly: dendrity a axon. Z axonu obvykle odbocuje fada
vétvi, tzv. termindll, zakoncenych blanou, kterd se pfevazné styka s vybézky dendrith
jinych neurond. K pfenosu informace pak slouZi unikatni mezineuronové rozhrani, tzv.

(chemickd) synapse. Mira synaptické propustnosti je nositelem vSech vyznacnych

informaci béhem celého zZivota organismu.

Sifeni informace je umoZnéno tim, e soma i axon jsou obaleny membranou, ktera ma
schopnost za jistych okolnosti generovat elektrické impulsy. Tyto impulsy jsou z axonu
pfenasSeny na dendrity jinych neuront synaptickymi branami, které svoji propustnosti urcuji
intenzitu podrdzdéni dalSich neurond. Takto podrazdéné neurony pii dosazeni urcité
hrani¢ni meze, tzv. prahu, samy generuji impuls a zajiStuji tak Sifeni ptislusné informace.
Po kazdém prichodu signalu se synaptickd propustnost méni, coz je predpokladem
pamét'ové schopnosti neurontl. Také propojeni neuronti prodélava béhem zivota organismu
svllj vyvoj. V pribéhu uceni se vytvari nové pamétové stopy nebo pii zapominani

synaptické spoje prerusuji. [4]

1.2.1 Umély neuron

Zakladem matematického modelu neuronové sit€¢ je umély (formalni) neuron, ktery
ziskame preformulovanim zjednodusené funkce neurofyzického neuronu do matematické

feci. Jeho struktura je schematicky znazornéna na obrazku Obr. 2.
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Um¢ély neuron (dale jen neuron) ma N obecné redlnych vstupil x; . xy, které modeluji
dendrity. Vstupy jsou ohodnoceny obecné realnymi synaptickymi vahami wy, ... , wy, které
urcuji jejich propustnost. Ve shod¢ s neurofyzickou motivaci mohou byt synaptické vahy
zaporné, ¢imz se vyjadiuje jejich inhibi¢ni charakter.

Zvazena suma vstupnich hodnot ptedstavuje vnitini potencial neuronu:

u :iwixi (1)
i=1

Hodnota vnitiniho potencidlu u# po dosazeni tzv. prahové hodnoty ® indukuje vystup
(stav) neuronu y, ktery modeluje elektricky impuls axonu. Nelinedrni ndrdst vystupni

hodnoty y = S8(u) pifi dosazeni prahové hodnoty potencidlu ® je dan tzv. aktivacni

(pfenosovou) funkcei S.
X

X

S(u)

XN
Obr. 2: Schematické znazornéni umélého neuronu

Formalni upravou lze docilit toho, ze funkce S bude mit nulovy prah a vlastni préh neuronu
budeme chépat jako vahu, tzv. bias dal§iho formalniho vstupu s konstantni jednotkovou

hodnotou. [4]

1.2.2 Prenosova funkce neuronu

Vystup z neuronu mizeme tedy vysledné prepsat do tvaru

y= S[Zn: WX, + @] @)

i=1
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Ptenosova funkce neuronu je funkce, ktera transformuje vstupni signal na signal vystupni v
intervalech 0 az 1 a -1 az +1. Tato funkce muze byt skokova ¢i spojitd a musi byt
monotonni - tzn. Ze ptifazeni odezev vystupu na vstup je jednoznacné. Pfenosova funkce je
tedy velmi dulezitym prvkem pfi praci neuronu. Pro spravny chod neuronu a neuronovych
siti je dualezité, jakou pfenosovou funkci zvolime. Pfenosova funkce udava, jaka bude
odezva na vystupu na vstupni podnét. Jsou riizné druhy funkci u kterych obecné plati, ze
jejich hodnota ma byt v intervalu -1 az +1 a ze maji byt spojité nebo s nespojitosti prvniho
druhu (binarni funkce 0-1). Volba funkce zavisi na problému, ktery chceme fesSit. Napf.
pokud chceme klasifikovat, zda je vyrobek dobry ¢i Spatny, pak nam staci binarni funkce.
Pokud bychom pouzili funkci spojitou, pak musime rozhodnout, jaka jeji hodnota (0.7,

0.8,...) znamena dobry a jaka Spatny. [2]

Nejpouzivangjsi typy pienosovych funkci jsou:
e skokova
e linearni
e logisticka

Skokové pienosova funkce nabyvéa pouze 2 diskrétnich hodnot, a to podle toho, zda je
unipolarni ¢i bipoldrni. Unipolarni binarni skokova funkce nabyvéa hodnot 0 a 1, zatimco
bipolarni -1 a +1. Podobné je to 1 s logistickymi pienosovymi funkcemi. Vystupy téchto
typt funkei ovSem nabyvaji spojitych hodnot. Obor hodnot z intervalu (0, 1) ma logisticka
sigmoida, hyperbolicky tangens pak interval (-1, +1). Linearni pfenosova funkce vykazuje
taktéZ spojity vystup. Jeji transformace je ziejma, tedy Ze tutéZ hodnotu na vstupu dava i na

vystupu. Grafické znazornéni vyjmenovanych ptenosovych siti zachycuje obrazek Obr. 3.

Na vystup pienosové funkce neuronu ma velky vliv jeho prah ®. Ten do jisté miry
ovlivituje citlivost neuronu na vstupni podnéty. Pokud je prdh nulovy, vystup pienosové
funkce nabyva standardnich hodnot. Jestlize se ale prah nastavi na konkrétni hodnotu,
projevi se to na vystupu neuronu jako posunuti. Tento jev je patrny na nasledujicim
obrazku Obr. 4. Definovanim prahu na jinou nez nulovou hodnotu tak muze vyrazné

ovlivnit chovani neuronu a potazmo i celé sité.
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1.3 Struktura a funkcionalita siti

Pro vétsi vypocetni silu se neurony uspotradavaji do siti neuronti. Neurony se sdruzuji do
struktur a tim vlastné vytvoii specificky provdzanou sit. Tato sit’ se vétSinou sklada
z oblasti s podobnou funkcionalitou, tzv. vrstev. Neuronova sit je sloZena z jednotlivych
neurond, které jsou vzajemné propojeny a to tak, ze vystup jednoho neuronu je vstupem
obecné libovolnému poctu neuront v dalsi vrstvé. Pocet neuronil v jednotlivych vrstvach a
princip jejich propojeni urcuje topologii sité. [5] Pro topologii siti plati obvykle pravidlo,
ze kazdy neuron byva spojen s kazdym neuronem ve vySs$i vrstvé. Existuji ovSem i
vyjimky, jakou je naptiklad Hopfieldova sit’ (Obr), ve které je spojen kazdy neuron se
vSemi ostatnimi. Kazdy spoj je navic ohodnocen vahami, které mohou nabyvat rtiznych
hodnot a vyjadiuji, jaky vyznam tento spoj ma pro dany neuron. To ov§em neznamena, Ze
spoj s malou vahou miizeme zanedbat, protoze nevime, jaky vliv ma tento vstup na

celkovou ¢innost sité. [2]

U vicevrstvych siti plati, Ze prvni vrstva je vzdy vétvici, coZ znamend, Ze neurony ve
vstupni vrstvé pouze distribuuji vstupni hodnoty do dalsi vrstvy. [2] Vrstvy bezprostiedné
po vrstvé vstupni jsou nazyvany skryté vrstvy, jichz byva ve vicevrstvé siti hned nékolik.
Za vystupni vrstvu byva oznacovéana posledni vrstva sité, kterd na svém vystupu de facto

predklada vystup celé sité.

} Vystupni vrstva

Skryte vrstwy

} Y¥stupni vrstva

Obr. 5: Obecna struktura vicevrstvé neuronoveé sité
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Problém vhodného poctu vrstev u vicevrstvych siti byl ,,vyfeSen* az ve druhé poloviné
dvacétého stoleti. Vlastni funkce neuronové sité je v podstaté transformacni funkce, ktera
pfifazuje jistému vstupnimu obrazu obraz vystupni. Dikaz matematického charakteru o
takovéto funkci nebyl dlouho k dispozici. Kolmogoroviiv teorém o feSeni tfindctého
Hilbertova problému aplikovaného na neuronové sit¢ vedl k poznatku, Ze k aproximaci
libovolné funkce neuronovou siti staci, aby méla minimalné tii vrstvy s odpovidajicim
poctem neuront v kazdé vrstvé. Bohuzel dikaz, ze kterého plyne vySe zminény pocet
vrstev, ndm nic nefikd o poctu neurontl v téchto vrstvach, jejichz pocet by byl z hlediska

feSeni daného problému optimalni. [2]

1.4 Uceni sité

Ucici schopnost neuronovych siti spo¢ivad pravé v moznosti ménit vSechny véhy v siti
podle vhodnych algoritm na rozdil od siti biologickych, kde schopnost se ucit zaloZzena na
moznosti tvorby novych spoji mezi neurony. Fyzicky jsou tedy ob& schopnosti se ucit

zalozeny na rozdilnych principech, nicméné z hlediska logiky ne.

Algoritmus se obvykle déli na dvé faze a to na fazi aktivacni (vybavovaci) a adaptacni
(ucici), které ke své ¢innosti potiebuji trénovaci mnozinu. Trénovaci mnoZina je skupina
vektorti obsahujici informace o daném problému pro uceni. Pokud uc¢ime sit’ s ucitelem,

: . . , o o o . .
pak jsou to dvojice vektori vstup-vystup. Jestlize ucime sit’ bez ucitele, pak trénovaci
mnozina obsahuje jen vstupni vektory. Pokud pouzivame jen fazi aktivacni, pak mluvime o
vybavovani. Tato faze se pouziva samostatné jen tehdy, kdyz je sit’ naucena. Cyklické

sttidani obou fazi je vlastn¢ uceni.

Aktivacni faze je proces, pii kterém se piedloZeny vektor informaci na vstup sité prepocita
pres vSechny spoje véetné jejich ohodnoceni vahami az na vystup, kde se objevi odezva
sit¢ na tento vektor ve formé vystupniho vektoru. Pfi uceni se tento vektor porovna
s vektorem origindlnim (pozadovanym, vystupnim) a rozdil mezi obéma vektory (lokalni

odchylka — chyba) se ulozi do pamétové promeénné.

Adaptaéni faze je proces, pii kterém je minimalizovana lokalni chyba sité tak, Ze se
pfepocitavaji vahy jednotlivych spojii smérem z vystupu na vstup za ucelem co nejvetsi
podobnosti vystupni odezvy s originalnim vektorem. Po té se opét opakuje aktivaéni faze.

Dalsi ziskany rozdil (lokalni odchylka) se pfite k pfedchozimu atd. Pokud se timto
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postupem projde celd trénovaci mnoZzina, je hotova jedna epocha. Cel¢ sumé odchylek za
jednu epochu se fika globalni odchylka — chyba. Pokud je globalni odchylka mensi nez
nami pozadovana chyba, pak proces uceni skonc¢i. Z vyse popsaného je vidét, ze proces

uceni neni nic jin¢ho, nez pielévani informaci ze vstupu na vystup a naopak.

To zda se sit nauci spravnym odezvam na dané podnéty, zavisi na vice okolnostech, a to na
mnozstvi vektorti a jejich velikosti, topologii sité, odliSnosti charakteristickych vlastnosti

jednotlivych tfid, ptipraveé trénovaci mnoziny, a jinych. [2]

1.4.1 Algoritmus Back-Propagation

Specifickym a v posledni dobé hojn¢ pouzivanym algoritmem co se tykd uceni
neuronovych siti je tzv. Back-Propagation, coz znamena zpétné Sifeni (propagace) chyby.

Iterativni gradientni algoritmus uceni, ktery minimalizuje ¢tverce chybové funkce.

Princip Back-Propagation:

Adaptacni algoritmus zpétného Sifeni chyby je pouzivan v ptiblizné¢ 80% vSech aplikaci
neuronovych siti. Samotny algoritmus obsahuje tfi etapy: doptedné (feed-forward) Sifeni
vstupniho signdlu tréninkového vzoru, zpétné Sifeni chyby a aktualizace vahovych hodnot

na spojenich.

Béhem doptedného Sifeni signdlu obdrzi kazdy neuron ve vstupni vrstvé vstupni signal a
zprostiedkuje jeho pienos ke vSem neuroniim vnitini vrstvy. Kazdy neuron ve vnitini
vrstvé vypocita svou aktivaci a poSle tento signdl vSem neuroniim ve vystupni vrstve.
Kazdy neuron ve vystupni vrstvé vypocita svou aktivaci, ktera odpovida jeho skute¢nému
vystupu po piedloZeni vstupniho vzoru. V podstaté timto zplisobem ziskame odezvu

neuronové sité na vstupni podnét dany excitaci neurond vstupni vrstvy.

Béhem adaptace neuronové sit€¢ metodou Back-Propagation jsou srovnavany vypocitané
aktivace s definovanymi vystupnimi hodnotami pro kazdy neuron ve vystupni vrstvé a pro
kazdy tréninkovy vzor. Na zakladé tohoto srovnani je definovdna chyba neuronové sité, pro
kterou je vypocitan faktor o, jez odpovidd Casti chyby, kterd se §ifi zpétné z daného
neuronu ke vSem neuroniim piedchazejici vrstvy majicim s timto neuronem definované

spojeni.
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Uprava vahovych hodnot na spojenich mezi neurony konkrétni a vyssi vrstvy pak zavisi na

odpovidajicim faktoru & a aktivacich neuront ve dané vrstvé.[6]

Odvozeni algoritmu Back-Propagation:

K Gispésnému nauceni neuronové sité¢ (v pripad€ uceni s ucitelem) je potieba tzv. trénovaci
mnozina. Kazdy vzor trénovaci mnoziny popisuje jakym zplisobem jsou excitovany
neurony vstupni a vystupni vrstvy. Formalné¢ mizeme za trénovaci mnozinu 7 povazovat
mnozinu prvkl (vzorl), které jsou definovany usporddanymi dvojicemi nasledujicim
zpusobem [6]
N

T = {x{k1,d[k1},., 3)
kde N je pocet prvki (dvojic), x[k] je k-ty vstupni vzor a d[k] je k-ty vystupni vzor.
Odchylka mezi vystupni odezvou a pozadovanym originalem je dana vztahem

I RGELRG 4)

1

E(k)=

N | —

J

kde y;(k) je odezva na vstupni k-ty vektor a d (k) je pozadovany vystupni vzor. Chyba

E(k) je chyba za jeden jediny vektor (k-ty) ptes vSechny jeho prvky (/=1 az m) a na jeji
vypocet 1ze nahlizet jako na prvni krok zpétného chodu. Globalni chyba (chyba za celou

trénovaci mnozinu, tedy za jednu epochu) je potom déna vztahem
N
E; = E(k) )
k=1

kde N je pocet dvojic vektori v trénovaci mnozin€¢ a byva také oznacCovana jako
energetickd funkce. Jediny parametr (opomineme-li préh neuronu a strmost jeho pfenosové

funkce), ktery 1ze ménit, je vaha kazdého spoje.

K tomu, abychom dobie rozuméli nésledujicim odvozenim, si musime urcit obecn&jsi
. . ., v , . . v L - , ;. ’, v

popis jednotlivych proménnych. Pamatujme si, ze w; je vaha, kterd je v L-té vrstve,

pocitano od vystupni vrstvy dolit smérem ke vstupni. Tato vdha spojuje i-ty neuron v této

vIstvé s j-tym neuronem ve vrstvé L+1. Vystup z tohoto i-tého neuronu bude y a suma

vstupll v/ ="y 'w;, —©] kde ©; je prdh neuronu i ve vrstvé L. Pro vystupni vrstvu

tedy plati L=0, pro nejblizsi nizsi L=1 atd. VySe uvedené rovnice plati pro vrstvu L=0.
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Uvazujme pouze jeden neuron. Ten, jak vime se skladd z ohodnocenych vstupt, jejich
sumy a pienosové funkce. Hodnotu prahu polozime rovnu 0. Vlastni zavislost zmény

chyby na vaze je dana vztahem

OE (k)
ow’ (6)

i

coZ nam urcuje lokalni gradient energetické funkce. Neuron se da rozlozit na tfi ¢asti a to
vstupy ohodnocené vahami, ptenosovou funkci a rozdilem mezi vystupem a pozadovanou

odezvou. Proménnd y zde zastupuje sumu vSech vstupl, w, je pfislusna vaha dané¢ho

spoje a y, je vystupni hodnota pfenosové funkce neuronu ve vystupni vrstvé

OE(K) OE v oy ;
ow, oy oy, aw;; )

y

SloZzenim téchto mezivysledki tak dostaneme rovnici (8) kde o je chyba vystupniho
neuronu. Tato chyba, ktera zavisi také na prenosové funkci neuronu, je pocitana pro kazdy

neuron vystupni vrstvy.

k k) 0.1
OE(k) _ OE( )y, =50y (8)

ow; oy,

Po té, co jsme spocitali gradient chybové funkce, miiZeme pfistoupit k vypoctu pfirtistku
vahy daného spoje podle rovnice (9). Parametr ¢ znamena obecné opravu vah v epose

t<0, max .epoch> .

Aw (1) = 16} ()Y} () + pAwy (£ = 1) ©

kde ¢ je momentum (setrvacnost) a 77 parametr uceni. Aktualizace vah se poté provede

podle nésledujiciho vztahu [2]
Aw, (1 +1) = wi () + Aw, (1) (10)

Vypocet novych vah pro dalsi niz8i vrstvy je podobny. Musime si ale uvédomit, Ze ve vyssi
vrstvé miiZze byt vice neuronil, a proto se bude vystup skrytého neuronu vétvit. Z tohoto
diivodu je hodnota & déna soudtem piispévki w; 'S,/ od viech neuronil vys3i vrstvy

sité. [7]
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1.5 Déleni siti

Neuronové sit€¢ je mozno c¢lenit podle mnoha riznych kategorii. Pro pochopeni
problematiky tykajici se vypracovaného toolboxu postaci piedstavit zékladni aspekty, jako

je pocet vrstev, styl uceni a algoritmus uceni.

Podle poctu vrstev

Podle poctu vrstev délime neuronové sité na sité
e sjednou vrstvou

e s vice vrstvami

Déleni podle poctu vrstev znamend, Ze rozliSujeme z kolika vrstev se dana sit’ sklada.
Existuji sit€¢ s jednou vrstvou, se dvéma, tfemi a vice vrstvami. Sité€ s jednou ¢i dvéma
vrstvami byvaji vétSinou specidlni sité jako naptiklad Hopfieldova, Kohonenova ¢i ART
sit’, které maji svlij specialni ucici algoritmus a topologii, zatimco pro sité se tfemi a vice

~roor

vrstvami se obvykle pouziva klasicka vicevrstva sit’ s algoritmem Back-Propagation. [2]

Podle stylu ucéeni

Podle stylu uceni rozeznavame sité s uc¢enim

e deterministickym

e stochastickym
Styl u€eni v podstaté znamena4, jak se pfistupuje k zjiSténi vah sité. V ptipadé, Ze se jedna o
zjisSténi vypoctem, pak mluvime o deterministickém uceni. Jestlize jsou vSak vahy

ziskavany pomoci generatoru ndhodnych ¢isel, pak mluvime o stochastickém stylu uceni.

Tento zplisob ziskani vah sité se obvykle pouziva jen pii startu sité. [2]

Podle algoritmu udeni

Konec¢né podle typu algoritmu rozliSujeme neuronove sité s ucenim
e sucitelem

e bez uclitele



UTB ve Zliné, Fakulta aplikované informatiky, 2009 22

Uceni neuronové sité s ucitelem znamend, ze se sit’ snazi ptizpusobit svou odezvu na
vstupni informace tak, aby se jeji momentalni vystup co nejvice podobal pozadovanému

originalu.

Uceni bez ucitele je proces, ve kterém sit’ vychazi z informaci, které jsou obsazeny ve

vstupnich vektorech. [2]

1.6 Vyuziti neuronovych siti

Vyuziti neuronovych siti je opravdu Siroké a nabyva ¢im dal tim vice na vyznamu. Ve

vSeobecnosti miizeme vyjmenovat nasledujici oblasti vyuziti neuronovych siti pro:
e problémy aproximace funkci
e klasifikace do tfid, klasifikace situaci
e feSeni predikcnich problémi a planovani
e problémy fizeni procest
e transformace a filtrace signali
e asocia¢ni problémy
e optimaliza¢ni problémy
e simulace pamé&ti
e kompresi dat
e pocitacové vidéni
e rozpoznavani znakl a feci
e expertni systétmy

e robotiku a jiné
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2 TYPY VYBRANYCH NEURONOVYCH SIiTi

Druhii neuronovych siti existuje velké mnozstvi. Nékteré z nich uz zaznély vySe v textu,
jiné budou probrany dale. Cilen¢ byly pro toolbox vypracované sité¢ Perceptron, vicevrstva
sit’ s dopfednym Sifenim signalu a Hopfieldova sit. Je to z diivodu pozadavkii osnovy
predmétu, ve kterém se tyto sit€¢ vyucuji. Proto budou tyto konkrétni typy siti podrobnéji

popsany v nasledujicich kapitolach, a to v takovém tvaru a v takovém rozsahu, v jakém

byly vypracovany.

2.1 Jednoduchy Perceptron

Perceptron sestava z jediného vykonného prvku modelovaného obvykle McCullochovym a
Pittsovym modelem neuronu, ktery ma nastavitelné vahové koeficienty a nastavitelny prah
Obr. 2. Neéktefi autofi oznacuji stejnym nazvem i celou sit’ takovych prvka. Algoritmus
vhodny k nastaveni parametrii perceptronu publikoval poprvé F. RosenBlatt v roce 1958 a

pozdéji v roce 1962. Rosenblatt dokazal nasledujici vétu:

Mame-li v n-rozmérném prostoru linearné separabilni tridy objektii, pak Ize v konecném
poctu krokii uceni (iteraci optimalizacniho algoritmu) nalézt vektor vah W perceptronu,

ktery oddeéli jednotlivé tridy bez ohledu na pocatecni hodnotu téchto vah.

Perceptron s jednim vykonnym prvkem umoziluje ovSem nanejvyse klasifikaci do dvou
tfid. ZvétSime-li vSak pocet vykonnych prvki pracujicich v perceptronu a zvétSime-li 1
pocet jeho vrstev, je mozno jim klasifikovat do vice tiid. Tyto tfidy jiZ nemusi byt linearné

separabilni, musi vSak byt separabilni. [1]

Neuron ma kromé klasickych vstupt zpravidla jesté jeden vstup navic, jehoz hodnota je
konstantné nastavena na 1. Tento vstup je zde pfidan z diivodi nastavovani prahu neuronu
stejnym zplisobem, jako se nastavuji vahy. Takto rozsiteny jednotkovy vstup do neuronu
znamena rozsiteni kazdého vstupniho vektoru o jeden vstup s hodnotou 1, pficemz byva
nazyvan rozsiteny vektor (Augmented Vector). Po té se ptislusné prahy polozi rovny 0.
Provedeme dalsi upravu, kterda se pouziva a bude pouzita pii demonstraci uceni
perceptronu. Vzhledem k tomu, Ze vystupni neuron perceptronu muize nabyvat pouze dvou

hodnot, 1ze vstupni vektory (vzory) piifadit pouze do dvou tfid a to napt. do 7y a T.
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Zminéna uprava byva oznacovana jako ,,nastaveny rozsifeny vektor (Adjusted Augmented
Vector) a spoéiva v tom, Ze vektory tfidy 7. byvaji nasobeny -1. Cleny 7. t¥idy maji pak

invertovana znaménka. [2]

Pro vypocet novych vah sit¢ mizeme pouzit gradientni metodu a metodu fixnich piirtstkda,
jejiz koeficient miiZze byt pevny ¢i modifikovan absolutni korekci, zlomkovou korekci. [2]
Pfi uceni perceptronu obsazené¢ho v toolboxu byla pouzita metoda fixnich pftirtstkd bez

korekce. Pti pouziti tohoto pravidla se nové vahy prepocitaji podle vztahu
w(k +1) = w(k)+ cy(k) pokud w(k)- y(k) <0 (11)

kde koeficient ¢ ovliviiuje miru uceni a nabyva celociselné kladné hodnoty.

2.2 Vicevrstva sit’ s dopfednym Sifenim signalu

Vicevrstva sit’ s dopfednym Sifenim signalu je sit, kde se $ifi signal v jednom sméru od

vstupu na vystup.

Spojenim vice samostatnych neuront tak, Ze vystup z neuronu i ptivedeme opét jako vstup
do neuronu i+1 ziskdvame strukturu, kterd scitd rozhodovaci schopnost samostatného
neuronu. VSechny neurony uspofddame do vrstev a propojime je tak, ze budou spojeny
systétmem kazdy s kazdym v rdmci sousednich vrstev, ale neurony v ramci stejné vrstvy
zustanou nespojeny Obr. 5. Prvni vrstva (vstupni), sama o sob¢ data nezpracovava, jenom
zajiStuje distribuci mezi ostatni neurony sousedni vrstvy. Klasifikace se odehrava zejména
ve skryté vrstvé, kterych muze byt obecné libovolny pocet, nicméné nejpouzivangjsi
topologie sit¢ s algoritmem uceni Back-Propagation ma pravé jednu. Vysledek je
vyhodnocen vystupni vrstvou. Vysledky klasifikace pro aktudlni data tedy ziskdvame z

posledni, vystupni vrstvy. [8]

Jako algoritmus uceni byl v toolboxu pouzit Back-Propagation. Back-Propagation je
algoritmus, ktery byl vytvofen pro uceni vicevrstvych neuronovych siti s ucitelem. Tento
algoritmus opravuje (nastavuje) vahy jednotlivych spoji zpétnym chodem tak, aby jejich
velikosti byly z hlediska feSeného problému pokud mozno optimalni — hled4 se globalni
minimum chybové funkce. Nastaveni vah tedy probihd v opa¢ném sméru, nez jakym se §ifi

vstupni informace.
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Pti kazdém porovnavani vystupni odezvy s pozadovanym origindlem se dany rozdil uchova
v pamé&tové proménné a sumarizuje se s dal§imi postupné ziskanymi rozdily. Takto ziskané
¢islo za celou trénovaci mnozinu (epochu) se nazyva globalni chyba. Tato globalni chyba je
po kazdé eposSe kontrolovédna s chybou, kterou zadal uzivatel a pokud je nizsi, nez chyba
zadana, pak je sit’ naucena a ucleni konci. Algoritmus tedy hleda globalni minimum

chybové funkce.

Algoritmus Back-Propagation, nastavuje vahy tak, aby se globalni chyba co nejvice
ptiblizila k globalnimu minimu chybové funkce. Vlastni globalni chyba je tedy pozice na
tzv. chybové plose, ktera je ddna vSemi vahami a jejich moznymi hodnotami. Vlastni
chybova plocha je mnohdy komplikovanad plocha s mnoha lokalnimi minimy, pfi¢emz
,pozice neuronove sit€¢ na této plose” je dana aktudlnim stavem vah. Z toho je jasné, ze
pokud startujeme sit’ na nové uceni s nové ndhodné nastavenymi vahami, jsme pii kazdém

startu pokazdé v jiném bod¢ chybové plochy. [2]

Bohuzel existuji 1 pifiklady, kdy se ndm nepodaii sit’ naucit s dostatecn€ malou chybou.
V takovém piipad¢ dosdhne energie urcité hodnoty a nadale piestane klesat. Tomuto jevu
se fiké ,,uviznuti v lokdlnim minimu®. Problém uvéaznuti v lokdlnim minimu je v§ak mozné
resit:

e vhodnou volbou parametri 77 a x4 (viz kapitola 1.4.1)

e vhodnou strategii vybéru vzori z trénovaci mnoziny (napt. nahodn¢)

e vhodnym pocéatecnim nastavenim vah

Vyuziti vicevrstvé neuronoveé sité je rozmanité, nicméné pro ucely vyuky byl specifikovan
pozadavek na aproximaci realnych funkci a dat. Toto vyuZiti 1ze opodstatnit vétou, kterou

uvedl A. N. Kolmogorov:

Kazdou redlnou spojitou funkci majici n promennych lze vyjadrit pomoci spojitych funkct

jedné promeénné.

Z toho lze aplikovat na neuronové sit€¢ Kolmogoriv teorém, ktery ftika, Ze aby
transformacéni funkci umélé neuronové sité bylo mozno aproximovat libovolnou funkci f,
staCi, aby pfislusna sit’ méla alesponn 3 vrstvy s odpovidajicim poctem neuronil. Volba

neurond pevné urcena neni, stejné tak jako parametry sité ovliviiujici pritbéh jejiho uceni.
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Neuronova sit” aproximuje pozadované zobrazeni funkci
y=f(x,w,0) (12)

kde y je vystupni vektor, x je vstupni vektor, w je vektor vSech vah a ® vektor vSech
prahii. Funkce f je urCena topologii sit¢ a typem neuront. Béhem uceni se tato funkce

neméni, méni se pouze jeji parametry w a® . [7]

2.3 Hopfieldova sit’

Na zacatku osmdesatych let John Hopfield studoval autoasociativni sit¢ na novy model
neuronové sité, zda nemiize dojit k tomu, aby vSechny neurony mezi sebou nemohly byt
propojeny. Hopfield zjistil, Ze spravné pouziti energetické funkce mé velmi diilezitou roli
na spravné chovani a vybavovani neuronové sité. V mnoha piipadech se da fici, Ze
Hopfieldova neuronova sit’ mlize slouZit jako optimalizacni prostiedek ¢i jako klasifikator

nebo autoasociativni pamét’. [1]

Neuronem Hopfieldovy sit¢ je opét klasicky McCulloch-Pittsiv perceptron. Sklada se
z tolika neuronti, kolik ma vstupti. Kazdy neuron je napojen na vstup sit¢ pouze jedinym
svym vstupem. Vystup kazdého neuronu se vede zpét na vstupy ostatnich neuronti pres
synaptické vahy, a tak se vytvari zpétnovazebni smycky. Vystup neuronu se vSak na vstup
téhoz neuronu nevede. Timto uspofadanim vznikad symetricka sit’ a diagonalné symetricka
matice vah. [7] Symetri€nost matice je dana tim, Ze vahy, které jsou na spojich z jednoho
neuronu do druhého, jsou v obou smérech stejné. Navic jsou na diagonale matice hodnoty
vah nulové, protoZe, jak uZz bylo zminéno, nejsou na vstupy neuronil piivadény jejich

vlastni vystupy.

N '4

/ N

Obr. 6: Schema Hopfieldovy sité
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Préh je u vSech neuront nulovy a pfenosova funkce se tedy neposouva. Signaly (at’ uz
vstupni nebo vystupni) jsou bindrni nebo i spojité podle toho, k jakému ucelu je sit
pouzita. Nicmén¢ jsou pienosové funkce vSech neuront totozné. Protoze jsou vystupy z
neuronil (pfenosovych funkci) pfivadény znovu na vstupy dal§ich neuronti, odpovida typ

aktivacni funkce typu vstupnimu signalu.

Uceni Hopfieldovy sité je v podstaté prace se ¢tvercovymi maticemi, jejichz dimenze je
rovna poctu vstupl. Vyslednd matice vah se ziska tak, Ze se seCtou jednotlivé Etvercove
matice, kde kazdd matice predstavuje soucin kazdého prvku s kazdym, jak zndzornuje

nasledujici rovnice

Wy, = xisxf pro i # j, jinak w, =0 (13)
S=1

Vlastni proces uceni je obsazen ve dvou krocich:
1. nastaveni vah podle rovnice (13)
2. opakuj bod 1 dokud nebudou pouzity vSechny vstupni vzory, pak konec
Z vyse popsaného algoritmu je vidét, ze proces uceni je jednorazovy, coz neni ptipad napf.

siti s dopfednym Sifenim. Jinymi slovy, Hopfieldova sit’ je naucena, jakmile jednou projde

celou trénovaci mnozinou.

Vybavovani je proces, kdy Hopfieldova sit’ hled4 originalni vzor ke vzoru predlozenému.
Tento proces je na rozdil od procesu uceni iteracni. To znamend, Ze proces vybavovani se
zastavi tehdy, kdy nedochazi ke zméné na vystupu jakéhokoliv neuronu. Vlastni algoritmus

by se dal shrnout opét do dvou bodu :

1. PredloZzime vstupni obraz (bod z oblasti pfitazlivosti) a ziskdme odezvu na

vystupech neuront.

2. Opakujeme bod 1 s tim rozdilem, Ze hodnoty na vystupech pouZzijeme jako nové
vstupni hodnoty misto origindlu. To opakujeme tak dlouho, az nedochazi ke

zméndm na vystupech neuront (bylo dosazeno stabilniho stavu).

Matematicky teCeno, je vybavovani v této siti hledanim vzoru, ktery ma nejmensi

Hammingovu vzdalenost od vstupniho vzoru.
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Hopfieldova sit’ ma tii zdvazné nevyhody, a to maly pocet uschovanych vzort (pokud bude
naucena na velky pocet vzorl, pak jeji odezva miize konvergovat k neznamému obrazci),
velké naroky na pamét’ (matice vah odpovida ¢tverci poctu vstupil) a nutnost volit vzory s
co nejvetsi Hammingovou vzdalenosti. Existuje pravidlo, podle kterého lze urcit, na jaky
maximalni pocet vzorii se neuronova sit’ mize naucit. Toto pravidlo fika, ze pocCet vzori by

m¢él byt mensi nez 15% neuront (vstuptl) Hopfieldovy sité. [2]

Vyhodou je naopak to, ze nauc¢end Hopfieldova sit’ umi asociovat i inverzni data. Tzn. Ze
po predlozeni inverzniho vzoru Hopfieldové siti naucené na normalni data dostaneme tento

inverzni vzor i na vystupu.
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3 PROSTREDI MATHEMATICA

K vypracovani toolboxu bylo v zadani prace poZzadovano prostfedi Mathematica od
spolecnosti Wolfram Research. Software Mathematica pafi do rodiny aplikaci urcenych
nejen pro matematické vypocty, jako je i napfiklad Maple nebo Matlab. Ve vyuce na
Fakult¢ aplikované informatiky se vyuziva jiz fadu let a tento nastroj je mezi studenty
pomérné oblibeny. Je to zejména z divodu uzivatelsky piivétivého prostiedi, které
Mathematica k praci nabizi, a také zdidvodu symbolického, logicky snadno
zapamatovatelného jazyka. Diky stdle rostouci podpoife produktu a mnoha rozsifenim je

Mathematica také vhodna 1 pro praci s neuronovymi sitémi.

Toolbox byl konkrétné vypracovan v prostfedi Mathematica 7.0 for Students, ktery nové

Skola od letoSniho roku nabizi studentim k domacimu a nekomerénimu pouziti.

3.1 Predstaveni

Software Mathematica vyviji prakticky od pocatku své existence americkd spole¢nost
Wolfram Research (http://www.wolfram.com/). Spole¢nost, nyni se sidlem v Champaign
(Illinois, USA), zalozil v roce 1987 anglicky matematik Stephen Wolfram. Mathematica
byla zpocatku jedinym produktem této firmy, avSak v prib&hu casu a se zvySujicim se
zjmem o tento produkt se spoleCnost rozristala a zacala vyvijet 1 rozSifujici,
sofistikovanéj$i néstroje. Nyni uz spolecnost nabizi kromé Mathematicy ve verzi 7.0 i
programy pro webova rozhrani (webMathematica), rychlejsi verze pro paralelni nasazeni
(gridMathematica) nebo nastroj pro spousténi aplikaci vytvofenych v Mathematice bez

nutnosti jejiho potfizeni (Mathematica Player).

Mathematica nabizi také obsahlou a kvalitni podporu pro jeji uZivatele. K tomuto Gcelu
slouzi aplikace Documentation Center, kterd je dostupnd i na webovém serveru spolecnosti
Wolfram. K dispozici je i mnozstvi navodl a ukazkovych projektt, diky kterym se miize
zaCateCnik naucit s Mathematicou pracovat velmi rychle. Navic md Mathematica tu
vyhodu, Ze pracuje kromé& vlastnich systémovych knihoven i na modularnim principu, kdy
je mozné zakomponovat do programu rozSifujici balicky (tzv. Add-Ons nebo toolboxy)
podporujici rizné specifické problematiky. Tyto balicky vydavd v prubéhu casu jako
doplitky sama spolec¢nost, ale také bézni uZivatelé pracujici s Mathematicou. Diky tomu je

Mathematica mezi uzivateli hojné rozsifend a oblibena.
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Samoziejmosti nejnovejsi verze Mathematicy je podpora vSech nejrozsifenéjSich
operacnich systémi jako Microsoft Windows, Linux, Apple’s Mac OS X i Sun’s Solaris a

to 1 s podporou 64-bitovych systémd.

Nasazeni Mathematicy je opravdu Siroké, od matematickych a védeckych problematik az
po technické vyuziti ¢i dokonce aplikaci v chemickém modelovani. Také umoziuje
vystupovat jako programovaci jazyk vyS$i arovné, jazyk pro popis grafickych objektl ¢i

jako systém pro psani technickych dokumentii a mnoho dalsich.

3.2 Prace s prostiedim

Prace s Mathematicou je intuitivni a jednoducha. Prostfedi pouZziva dvou rozhrani — tzv.
front-end pro styk suzivatelem a jadro (kernel) zajiStujici na pozadi veskeré vypocty.
Nejbéznéjsi zplsob prace v prostfedi je prace v interaktivnich dokumentech, tzv.
noteboocich (ty tvofi soubory s pfiponou *.nb). Notebooky umoziuji kombinovat vstupy a

vystupy Mathematicy s textem, grafickymi objekty a jinymi formaty dat.

Pro zalatek prace s Mathematicou sta¢i do notebooku napsat pozadovany vypocet (t].
vstup) a pro jeho vyhodnoceni stlacit kombinaci klaves Shift+Enter (nebo numericky
Enter). Kernel Mathematicy pozadavek vyhodnoti a vrati ve front-endu uzivateli vysledek
(vystup). Vystupy kernelu nemusi byt ve standardni Ciselné podobé&, protoze Mathematica
podporuje fadu formati dat — napf. texty, 2D grafy, 3D modely s mozZnosti rotace, obrazky,
animace a podobné. Kazdd polozka notebooku je povazovana za samostatnou a je
zobrazovana jako tzv. bunka (cell). Tyto buiniky velmi zptehlednuji praci v programu,
nebot’ mohou nabyvat hierarchické struktury a shromazd’ovat ¢i zabalovat (skryvat)
pozadovany obsah notebooku napiiklad pro lepsi pfehlednost obsahu. K tomu pfispiva i
moznost stylovani a formatovani obsahu notebooku bud'to samotnym uzivatelem nebo

prostfednictvim pfeddefinovanych Sablon.

Jazyk Mathematicy je symbolicky, ovSem vSechny piikazy a symboly se daji nahradit 1
jejich textovou formou. K tomu slouzi vestavéné funkce a piikazy, kterych obsahuje
Mathematica ptes 2500. Jako dileZitou poznamku je dobré zminit, Ze program je citlivy na
velikost pismen vtextu a ndzvoslovi (tzv. Case-Sensitive). Matematické operace a
vypocetni maticové zvladd Mathematica bez sebemenSich problémil a to s volitelnou

ptesnosti vysledki.
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Pokud se vratime k pouzivani funkci Mathematicy, jejich pouZzivani je velmi intuitivni.
Nézvy funkci jsou totiz vétSinou voleny podle jejich Gcelu. Argumenty funkce se zadavaji
do hranatych zavorek a pomoci parametra funkci lze chovéani pozadované funkce upravit
podle vlastnich potieb. Mozné je také vnotovani funkci. Pro lepsi demonstraci funk¢nosti a
pouziti funkci slouzi rozsahlé interaktivni napovéda s definici, popisem a ukdzkami pouZziti
dané¢ funkce. Diky tomu mulze uzivatel piesné¢ zvolit funkci, kterd vyhovuje jeho
pozadavkim. Napovéda se vyvolava stisknutim tlacitka F1 a obsahuje mimo jiné také fadu

podrobnych tutoridli a ndvodd, jak zacit s programem Mathematica pracovat.

Mathematica umoziiuje také praci s proménnymi (ve vysSich verzich 1 dynamickymi) a
podporuje ptikazy standardniho sekven¢niho programovéni. Diky tomu muze uzivatel
definovat a vytvaret vlastni funkce nebo programovat vlastni algoritmy rychle a efektivné.
Také proto je Mathematica vynikajicim ndstrojem nejen pro zacatecniky, ale i pro

pokrocilé a naro¢né uzivatele.

-

4 Example.nb E]@
1@0”[’3“1 Mﬂ!hﬂmﬁnm' J{ﬂr ﬂMﬁfﬁ’} [rernonstrations | athiWodd |Student Forom [Help
1. ]
In[1]:= J‘ x
P |
Arn:Tan[ “J“”_“]
) 2 1 1 :
ot [1]= = + —Log[l+x] - —Log[l-x+x"]
V3 3 &
In[2]:= X = 90;
Sin[x]
out[3= Fin[20]
Inf41:= H[%]
Out[4]= 0.893997
InfE:= H[PL, 30]
ot 3.141592653589793235840264335325
— ]
100%: &

Obr. 7: Prdce v prostredi Mathematica

V nejnovéjSich verzich nabizi Mathematica i dynamickou interaktivitu, diky ¢emuz lze

vytvaret naptiklad modifikovatelné panely okamzité reagujici na zmeénu parametrii. Takovy
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vysledek lze poté otevfit ostatnimi uzivateli pomoci Mathematica Playeru i bez nutnosti

instalace prostfedi Mathematica.

Zaveérem je také nutné pripomnét rozsahlou podporu importu a exportu nejznaméjsich

formath dat. Zarucena je interaktivita nejen mezi Mathematicou a uzivatelem, ale

prostfednictvim protokolu MathLink komunikuje kernel pfimo 1 s jinymi rozhranimi (Java,

C++, MySQL, webové servery, ...).

=

% Plot3D - Wolfram Mathematica

WEX

SEARCH

w F.I| =D

4. b Plok30 »

4 SearchFor all pages containing Plot3D:,

G

¥ EXAMPLES

¥ Basic Examples (4)

Plat a function:

In[1]:= Plot3D[Sin[x + ¥"2], {x, -3, 3}, {v. -2, 2}]

£ 1 1}

100%: =

Obr. 8: Interaktivni ndpovéda Mathematicy s ukazkami pouZiti

3.3 RozSitujici balicky (Toolboxy)

Mathematica se tési velké oblib€ i diky rozsifujicim balickim (toolboxtim), které 1ze do

programu importovat a obohacovat jej tak o dalsi zajimavé funkce. Tyto balicky, vytvorené

samoziejm¢ v Mathematice, se se svym obsahem jednoduse nakopiruji do adresatové

struktury programu a pted jejich pouzitim se pfipoji pomoci jediného piikazu. Poté je
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Mathematica schopna vyuzivat funkce a objekty ztohoto balicku. Jak je tedy vidét,

roz$iteni Mathematicy o dalsi funkce je snadné, rychlé a efektivni.

Definice balicki jsou obsazeny v souborech s pfiponou *.m. Tim je zaruCeno odliSeni od
klasickych notebook souborti. Navic miize mit balicek definovanou i vlastni napovédu ¢i
dokumentaci. Tato se po importu automaticky zobrazuje v napovéd¢ Mathematicy a je
uzivateliim tak rychle k dispozici. K tvorbé balickl je mozné pfistupovat bud’to manualnim
zpusobem, kdy tvlirce balicku sepise jeho obsah a také ptipadnou napoveédu rucné a sam si
poté otestuje a zajisti jeho funkcénost. Mnohem jednodusS$im zplisobem je vSak pouzit
vyvojové prostiedi Wolfram Workbench, které spolecnost Wolfram také nabizi a které je

k tomuto tcelu ptimo urceno.

-~

-
4% Import.nb g@
‘."‘Jﬂ]fl‘ﬂl‘l‘l Mﬂthﬂmﬂnm' for Studen Dernonstrations |MathWord |Student Form |Help
"
In[i]= ?*Heuronovesite —
Infarmation: :notfound @ Symbal MeoronoyveSite nok Found, =
In[2]:=
<< HeuronoveSite "
In[3= ?HeuronowveSite
Predstavuje balicek toolbo:)
zapouzdrujici operace s wybranymi neuronowymi sitemi,
]
100%, -

Obr. 9: Import balicku do prostiedi Mathematica
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II. PRAKTICKA CAST
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4 ROZBOR UKOLU

Cilem diplomové prace bylo vytvotit toolbox neuronovych siti pro prostiedi Mathematica a
vyuku v predmétu Metody umélé inteligence. Pozadavky na vypracovani v piesném znéni
jsou uvedeny v kapitole 4.1 Stanovené pozZadavky. V kapitole 4.2 Praktické reseni je
vysvétleno technologické feSeni problému, metodika postupu prace a doplhujict

vysvétlivky ¢i omezeni, které z vypracovani ukolu vyplyvaji.

4.1 Stanovené pozadavky

Pozadavky ze zadani diplomové prace byly nésledujici:
e Seznamte se s neuronovymi sitémi, typy a jejich algoritmy uceni.
e Naprogramujte s prostfedi Mathematica vybrané typy.

e U naprogramovanych typt pfipravte ukadzkové tlohy pro laboratoie v predmétu

Metody umélé inteligence.
e Pfipravte 1 moZnost pouZiti ptes knihovny v prosttedi Mathematica.

e Zavér.

Po konzultaci s vedoucim diplomové prace byly s ohledem na probiranou latku v pfedmétu
Metody ume¢lé inteligence vybrany k zahrnuti do toolboxu tfi typy neuronovych siti.
Jmenovité se jedna o klasicky jednoduchy perceptron, vicevrstvou sit’ s dopfednym Sitenim
signalu s algoritmem uceni Back-Propagation a Hopfieldovu sit. VSechny tyto sité¢ uz byly

podrobnéji popsany vyse v textu v teoretické Casti prace.

Jednoduchy perceptron byl vypracovan za Gi¢elem demonstrovani linedrni klasifikace prvki
do dvou tfid s ndzornym piedstavenim problému linedrni separability prvkil. Vicevrstva
neuronova sit’ uz dokaze klasifikovat prvky i ve vice tfidach, nicméné tato sit’ se ve vyuce
predstavuje studentim zejména jako aproximator funkci (dat), a proto byla sit’ pro toolbox
zpracovana vyhradné za Gc¢elem tohoto vyuziti. Hopfieldova sit’ se zase pro své pamétové
vlastnosti pouziva k autoasociaci prvki (znaki). Proto byla sit’ vypracovavana podle tohoto

pozadavku a jeji vyuziti slouzi k tomuto zdméru.
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4.2 Praktické reSeni

Z hlediska zdrojového koédu bylo podle zadani pouzito prostfedi Mathematica. Podobna
pomiicka vyhovujici pozadavkiim se jiz pii vyuce v pfedmétu pouziva, avSak existence
nového a vlastniho feSeni pfinasi vyhody z hlediska konkrétni pfizpiisobitelnosti a pfipadné
rozSifitelnosti tohoto nastroje do budoucna. Je vSak nutné dodat, Ze funk¢nost nového
toolboxu byla inspirovana funk¢nosti toolboxu jiz pouzivaného, a to z toho divodu, aby si
studenti a potazmo i vyucujici nemuseli zvykat na novy nastroj a na odliSnosti v jeho
pouzivani.

Po jazykové strance byla pfi tvorbé toolboxu zvolena CeStina. Mathematica podle udaji na
strankach vyrobce uvadi cestinu jako jeden z podporovanych jazykil, nicméné z divodu
bezproblémové ptenositelnosti toolboxu mezi jednotlivymi platformami a vyhnuti se
problémim s kdédovanim byl veskery textovy obsah psan bez diakritiky. Na cCitelnosti a

srozumitelnosti vSak text nijak vyrazné neztratil.

Kromé samotnych funkci zprostfedkovavajicich praci s neuronovymi sitémi byla
v Mathematice zpracovana také dokumentace a strucnd napovéda s praktickymi ukdzkami
jejich pouziti. Pouziti ndpovédy je velmi snadné, protoze se pii importu balicku do
Mathematicy jeji témata automaticky objevi v kontextu mezi ostatni dokumentaci

k roz$ifujicim toolboxiim.

Vystupy funkci jsou feSeny nejen klasicky névratovymi hodnotami, ale vétSinou také
grafickym zpisobem, aby si mohl uzivatel Iépe pfedstavit danou problematiku.
Vykreslovani grafli pfi vystupu funkce, stejné tak jako 1 jiné moznosti, lze v ptipadé

nutnosti nastavenim parametrti funkce jednoduSe pozmeénit ¢i dokonce potlacit.

Protoze jsou zdrojové kody funkei v souctu pomérné rozsahlé, a protoze se useky koda
v nékterych piipadech opakuji, bylo by nepraktické a obsahové naro¢né popisovat vyznam
VSechny zdrojové kody s komentafi jsou vSak k dispozici k nahlédnuti v ptiloze této
diplomové prace. Z diavodu rozsahu byly kédy umistény na piilozené CD. Jednd se
pfedevSim o zdrojové kody jednotlivych balickii neuronovych siti NSPerceptron.m,
NSDopredneSireni.m a NSHopfield. m. Obsah téchto souborti neni nijak specificky

formétovany, proto jej lze otevfit a prohlizet v libovolném textovém editoru.
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5 VYPRACOVANI TOOLBOXU

V nasledujici kapitole budou podrobné popsany jednotlivé typy vytvoienych neuronovych
siti. V uvodu bude popsano, jakym zplisobem byla sit’ navrhovana a jaké funkce byly pro
zajiSténi jeji prace nadefinovany. Zdrojové kody danych funkci budou poté podrobné
rozebrany, aby byly vysvétleny vSechny pouzité pojmy a metodiky. U kazdé¢ sité budou také
v souladu s pozadavky prace uvedeny ukédzky jejich praktického pouziti a graficky

znazornény vystupy jednotlivych funkei pro lepsi pfedstavu o jejich ¢innosti.

5.1 Jednoduchy Perceptron

Sit’ Perceptron, vypracovana v toolboxu, se sklada z jediného neuronu — perceptronu, ktery
ma jediny vystup y. Vstupt x, které jsou ohodnoceny vahami w, muze byt libovolné
mnozstvi. Navic vstupuje do neuronu i prah neuronu ® ovliviiujici jeho citlivost Obr. 2.
Neuron vraci na vystupu binarni hodnotu, coz je hodnota 0 nebo 1. Aby bylo tohoto
dosazeno, pouziva neuron pienosovou funkci ve tvaru unipolarni skokové binarni funkce,
pomoci které pievadi vstupni signdl na vystup. Viz obrazek Obr. 3. Vstupni udaje

zpracovava perceptron podle znamého vztahu uvedeného v rovnici (2).

Jednoduchy perceptron se pouziva k linearni klasifikaci prvkl. V procesu trénovani se
perceptron nau¢i vhodnym nastavenim vah na vstupech klasifikovat prvky, které
odpovidaji svym umisténim odliSnym tfiddm. Po piedlozeni jin¢ho vstupniho vektoru je
poté schopen perceptron na vystupu vratit pfiznak, patfi-li prvek do prvni tfidy ¢i do druhé.
Z toho je vidét, ze jednoduchy perceptron se skokovou binarni pfenosovou funkci dokaze
klasifikovat pouze prvky patiici do dvou tfid. Navic je nezbytné, aby rozmisténi prvki ve
ttidach bylo linedrn€ separabilni (tj. rozdé€litelné pomyslnou piimkou). Pokud toto neni

zaruceno, perceptron nelze korektné naucit.

5.1.1 Funkce VykresliPrvky

Funkce VykresliPrvky zobrazuje v grafické podob& data reprezentovand vektorem
vstupnich dat a jemu odpovidajicim vektorem tfid. Pomaha tak vizualizovat rozmisténi
prvki ve tfidach, které jsou priméarn€ urceny k trénovani perceptronu. Proto musi byt pocet
tfid roven 2, protoze jednoduchy perceptron se skokovou bindrni pfenosovou funkci

dokaze klasifikovat prvky zatazené pouze ve 2 t¥idach.
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Funkce nevraci zddna data, ale pouze objekt typu Graphics (graf). Prvky prvni tfidy
zobrazuje jako Cervené body, prvky tfidy druhé pak jako modré body. V grafu pak lze
piehledné rozeznat, jestli je rozmisténi prvka do tfid linedrné separabilni ¢i nikoliv. Viz

obrazek Obr. 10.

Funkce VykresliPrvky nepouziva zadné parametry.

Implementace

Dulezité useky zdrojového kodu:

1 VykresliPrvkyl[x ,y ]:=
2 Module [ {pom, pom2, pom3=0, tridy={},pomVektor, rozdeleni},
3

Funkce zac¢ina jeji definici a také definici lokédlnich proménnych v ptipad€ potieby spolu
s jejich inicializacnimi hodnotami. Proménnd x zastupuje vstupni vektor, proménna y

zastupuje vystupni vektor (vektor tfid).

Hned v Gvodu kazdé funkce je testovana korektnost uZzivatelskych dat z hlediska jejich
spravného typu, rozméru, délky, dimenze, omezeni a podobné€. Pokud nejsou data ve
spravném formatu, béh funkce se ukonci a vypiSe se chybova hlaska s upozornénim a

s popisem ocekavanych dat.

Data jsou nasledné rozdélena a upravena tak, aby odpovidala svym formatem funkci

Mathematicy ListPlot pro vykresleni grafu.

4

5 ListPlot[rozdeleni,PlotMarkers->{"\[FilledCircle]"},AxesOrigin->{0,
0},PlotRangePadding->1,PlotStyle->{Red,Blue},PlotLabel->"Graf
zadaneho rozmisteni prvku do trid"];

Pomoci této funkce se poté vykresli data ve form¢ grafu s uvedenym rozmisténym prvki ve
ttidach, coz je vlastn¢ navratova hodnota funkce VykresliPrvky. Graf mé nadefinované 1
vlastnosti, jako je jeho nazev, tvar a barva prvki, pocatek souradného systému a dalsi

parametry.
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Ukazka vystupu
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Obr. 10: Ukazka vystupu funkce VykresliPrvky

5.1.2 Funkce Perceptron

Perceptron nabyva dvou vyznami — jednak reprezentuje model perceptronu s uréitym
poctem vstupt a jedinym vystupem. Tzn., Ze se jedna o datovy typ, ktery v sobé uchovava
data, coz jsou véhy vsech vstupii a také hodnotu prahu. Proménnou tohoto typu vraci
funkce PerceptronTrenuj pouzivana k uceni sité perceptron. Pokud se vSak jedna o funkci
Perceptron, tak ta se vyuziva ke kontrole spravné naucenosti konkrétniho perceptronu.
Funkce vyhodnoti data predlozend naucenému perceptronu typu Perceptron a poté vrati
pfislusné hodnoty na svém vystupu (0 nebo 1). Tim vlastné urci, do které ze dvou tfid dany

prvek patii.

Funkce Perceptron pouziva nasledujici parametry s vychozimi hodnotami:

Tab. 1: Parametry funkce Perceptron

Nazev Vychozi hodnota  Popis

UkazHranici False Urcuje, zda se klasifikované prvky vykresli v grafu
spolu s hrani¢ni pfimkou, podle které perceptron
klasifikuje prvky.

Implementace

Dilezité useky zdrojového kodu:
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1 Options[Perceptron]={UkazHranici->False};
Pted definici funkce je tieba nastavit vychozi stav parametrti funkce uvedenych v tabulce

Tab. 1.V tomto ptipad¢ je vykreslovani hranice standardné deaktivovano.

2 Perceptron[{vahy ,prah }][data ,priznaky:0OptionsPattern[]]:=
Zde uz je samotna definice funkce Perceptron nésledovana opét definici lokalnich
proménnych. Data v prvnich hranatych zavorkach jsou interni data proménné typu
Perceptron vracena od funkce pro uceni sité. UZivatelsky zadana data jsou polozka data
v druhych hranatych zavorkach spolu s eventualnimi parametry funkce zastoupenymi

polozkou priznaky.

3
4 ven=UnitStep[data.vahy+prah];

Po nezbytné kontrole korektnosti dat pokracuje kod funkce svou hlavni ¢asti. Do proménné
ven se ulozi findlni vystup perceptronu. Ten je vypocitan klasicky podle rovnice (2), kdy je

pouzita skokova unipolarni pfenosova funkce (ptikaz UnitStep).

Poté se ve zdrojovém kodu zjistuje, zda byl uzivatelem zadan konkrétni parametr funkce
UkazHranici. Pokud ano, tak jeho hodnotu ulozi do zvla$tni promé&nné. Navic pokud neni
parametr zadan ve spravném tvaru, je vypsana chybova hlaska a béh programu pokracuje

dal se standardni hodnotou daného parametru.

5
6 graf=Show|[

7 ListPlot[data,AxesOrigin->{0,0},PlotRangePadding->0.2,
PlotMarkers->{"\[FilledCircle]"},PlotStyle->{Black},PlotLabel->
"Graf klasifikace prvku perceptronem"],

8 Plot[-vahy[[1]]/vahy[[2]]*h-prah/vahy[[2]],{h,Min[data]l-1,
Max[data]+1l},PlotStyle->{Dashed,Black}];

9 1:
Do proménné graf jsou ulozeny 2 grafy, a to zobrazeni rozmisténi prvki obsaZenych
v proménné data a také graf hrani¢ni piimky. Pfikazem pro vykresleni Show se obsah

proménné graf vykresli v Mathematice na obrazovku.

Na zaver funkce Perceptron se uvede proménna ven, kterou bude funkce vracet na vystupu

(ndvratova hodnota funkce).

Ukéazka vystupu
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Obr. 11: Graficky vystup funkce Perceptron

5.1.3 Funkce PerceptronTrenuj

Pouziva se k uceni sité perceptron. Zprostiedkovava samotné hledani vah vstupti a prahu
neuronu. Vahy jsou piepocitdvany metodou fixnich pfirGstka. Funkce pracuje s daty
trénovaci mnoziny vstupll a vystupl. Vektor vystupt zastupuje tiidy, do kterych spadaji
jednotlivé prvky definované ve vstupnim vektoru. Pocet tfid musi byt roven 2 a navic je

pro spravné nauceni sit€¢ nezbytné, aby bylo rozmisténi prvka do tfid linedrné separabilni.

vvvvv

Funkce vraci proménnou typu Perceptron[ {w,® }], kde w je vektor nalezenych vah vstupii

perceptronu a ® je nalezena hodnota prahu perceptronu.

Funkce PerceptronTrenuj pouziva nésledujici parametry s vychozimi hodnotami:

Tab. 2: Parametry funkce PerceptronTrenuj

Nazev Vychozi hodnota Popis
PocetEpoch 100 Urcuje maximalni pocet epoch uceni perceptronu.
UkazKlasifikaci ~ False Urcuje, zda se vykresli sloupcové grafy se

znazornénim zatazovani prvkl do tiid béhem uceni.

UkazHranici False Urcuje, zda se v grafu vykresli hrance, podle které
perceptron klasifikuje prvky do ptislusnych tiid.

PrirustekVah 1 Nastavuje hodnotu koeficientu, jez nasobi véhy pii
jejich vypoctu metodou fixnich ptirastki.
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Implementace

Dulezité tseky zdrojového kodu:
1 Options|[PerceptronTrenuj]={PocetEpoch->100,UkazKlasifikaci->False,
UkazHranici->False, PrirustekVah->1};
Nejprve opét definice parametrii funkce s jejich vychozimi hodnotami. Parametry jsou

uvedeny v tabulce Tab. 2.

2 PerceptronTrenuj[x ,y ,daneVahy List:{},priznaky:0OptionsPattern[]]:=
Definice funkce PerceptronTrenuj, kde proménnd x predstavuje vstupy a proménnd y
vystupy z trénovaci mnoziny. Proménna daneVahy je nepovinna a obsahuje konkrétné
definované inicializa¢ni vahy vstupt uzivatelem. Pokud nejsou vahy uvedeny, nastavi se
pfi inicializaci na ndhodné hodnoty. Proménnd priznaky zahrnuje vycet vSech parametra,

které jsou pii volani funkce definovany.

Po béZném testu korektnosti dat predkladanych funkci PerceptronTrenuj pokracuje kod
inicializa¢ni ¢asti funkce.

3

4 vahy=Table[Random[], {poml}, {1}]1;
Proces inicializace vah pfed spusténim uceni perceptronu — po ziskani spravného rozméru

vstupnich dat x se vahy nastavi na ndhodné hodnoty pomoci ptikazu Random.

If[Depth[daneVahy] !=Depth[x] | |Length[daneVahy] !=poml,

5
6
7 Message [PerceptronTrenuj: :Vahy] ;Abort([],
8 vahy=daneVahy;

9

1:
V pfiipadé konkrétnich vah zadanych uZivatelem v proménné daneVahy se vSak provede
alternativni usek kodu, ktery inicializani hodnoty vah piebira (pokud je format a rozmér

dat v poradku).

Poté, co se kontroluje zadani vSech parametrii funkce, coz se provadi obdobné jako
v piipad¢ funkce Perceptron, se kontroluje pocet tfid (musi byt roven dvéma). Pokud je
kontrola uspésna, tridy se identifikuji a data se podle téchto t¥id rozkladaji. Pro
zjednoduSeni algoritmu uceni je také nezbytné rozsifeni vektoru tiid a vah a také Gprava

vektoru druhé tfidy inverzi.
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Nyni uz mize zacit samotny proces uceni.

10

11 If[pracovni[[i,j]].vahy<=0,

12 vahy=vahy+prirustek*pracovnil[[i,]]1];
13 chyby++;

14 1;

Prochéazi se celkem 3 cykly, a to cyklus pro pocet prvki ve tiidé, cyklus pro celkovy pocet
tfid a cyklus pro pocet epoch uceni. Proces uceni spociva diky tipravam pracovnich vektort
(rozsifenim a inverzi) pouze v testovani souinu jednotlivych vstupll a jejich vah podle
rovnice (11). Nova vaha se v ptipad¢ potieby vypocita prictenim dané vahy vynasobené
koeficientem uceni ¢ obsazeném v proménné prirustek. Také se registruji chybna zatazeni

prvki a dalsi data pro pozdé;si vyuziti zejména v grafech.
Tim vlastni ucici proces kon¢i.

15

16 If[zmena===True,

17 Message [PerceptronTrenuj: :Nenalezeno];
18 If[Length[Flatten[vahy]]==2,Print[VykresliPrvky[x,y]]1];
19 1;

Vycerpani poctu epoch uceni pii stale jeSt€é nenauCeném perceptronu zpiisobi preruSeni
béhu programu za soucasného vypsani varovné hlasky (ptipadné i s grafem zatazeni prvki

do ttid ve 2D prostoru pro vizualni kontrolu jejich rozmisténi).

Nasleduje uz jen vypis vysledki a kone¢na faze funkce.

20

21 grafl=ListPlot[Table[{i,vektorChyb[[i]]},{i,1,pom}],Joined->True,
Filling->Axis,FillingStyle->Lighter[Yellow,0.8],AxesOrigin->{1,0},
AxesLabel->{"Epochy", "Chyby"}, Ticks->{Range [0, pom, krok],

Range [Min[vektorChyb],Max [vektorChyb]]},PlotLabel->"Zavislost chybne
zarazenych prvku na epochach uceni"];

22
23 graf2=Show]|

24 ListPlot[rozdelene, AxesOrigin->{0,0},PlotRangePadding->0.2,
PlotMarkers->{"\[FilledCircle]"},PlotStyle->{Red,Blue}, PlotLabel->
"Graf nalezene hranice mezi tridami"],

25 Plot[-vahy[[1]]/vahy[[2]]*h-prah/vahy[[2]],{h,Min[rozdelene]-1,
Max[rozdelene]+1},PlotStyle->{Dashed,Black}]

26 1;
27
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28

graf3=BarChart [pom3, AxesLabel->{"Epochy", "Prvky"},ChartLegends->
{"Spravne zarazeno","Nespravne zarazeno"},ChartLabels->
{Range[l,pom],None},ChartlLayout->"Stacked",ChartStyle->
{Lighter[Green,0.5],Lighter[Red,0.6]},PlotLabel->naz];

Pokud je uvedeno v parametrech funkce, vykresli se také zvolené grafy — grafl obsahuje

graf zéavislosti chybné zatazenych prvkd na epochdch uceni, graf2 pak graf rozmisténi

prvkil ve tiidach spolu s hrani¢ni ptimkou a graf3 obsahuje vyvoj zatazovani prvkl do tfid.

29
30
31
32
33
34

If[poml>1,
Print ["Perceptron s ",poml," vstupy byl uspesne naucen."],
Print ["Perceptron s 1 vstupem byl uspesne naucen."]
1:
Print["\nVahy na vstupech pred procesem uceni: ",pom2,"\nFinalne
nalezene vahy: ",vahy,"\nFinalne nalezeny prah: ",prah,"\nPocet
epoch uceni: ",pom,"\n"];

Textovy vystup funkce, ktery se vyobrazi po isp€$ném nauceni perceptronu.

35
36

vystupPerceptron=Perceptron|[{vahy,prah}];

Return[vystupPerceptron];

Navratova hodnota funkce PerceptronTrenuj je urCena ptikazem Return.

Ukazka vystupu

Zavislost chybne zarazenych prvlkn na epochach ucend
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Perceptron 3 3 wstupy byl uspesne nauceh.

Wahy na wstupech pred procesem uceni:z [{0.715617}, {0.3515822), f0.6838551}
Finalne nalezene wvahy: {{-6.684358}, [4.62182), {-2.07615}1
Finalne nalezeny prah: -3

Pocet epoch uceni: 17

Obr. 12: Vystup funkce PerceptronTrenuj
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Obr. 13: Rozsitujici graficky vystup funkce PerceptronTrenuj

5.2 Vicevrstva sit’ s dopfednym Sifenim signalu

Sit s dopfednym Sifenim signdlu je vicevrstvda neuronova sit' slozend z neuronil
perceptronovského typu. V tomto konkrétnim ptipade se jedna o dvouvrstvou nerekurentni
sit’, tedy sit’ s jednou skrytou vrstvou a s vystupni vrstvou s jednim neuronem. Sit’ je
tvofena libovolnym poctem vstupl, jednim vystupem a jednou skrytou vrstvou
s volitelnym poc¢tem neuront. Propojeni mezi vrstvami je Uplné, tzn. Ze kazdy neuron dané
vrstvy je spojen s kazdym neuronem vrstvy vysSi. Vstupni vrstva sité¢ pouze rozvétvuje
signal na neurony v nejblizsi vyssi vrstveé (skryté vrstve). Tyto neurony, které jsou pro praci
sit€¢ nezbytné, transformuji pfichazejici signal pomoci pfenosové (aktivacni) funkce jako

klasicky perceptron. Pfenosové funkce neuronu v této vrstvé jsou logistické (sigmoidy) se
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spojitym vystupem z intervalu (0, 1), zatimco pfenosova funkce neuronu ve vystupni vrstveé
je linearni. Je to z dGvodu urceni sité¢ zejména pro aproximaci dat z defini¢niho oboru i

mimo interval (0, 1). Zbyva také dodat, Ze v potaz jsou brany i prahy vSech neuroni v siti.

Worstupni wrstea (LO)

Shkytd wrstva (L1)

Wetupni wistva (wébeic)

Obr. 14: Obecnd struktura vypracované neuronové sité

s doprednym Sirenim signalu

Struktura vicevrstvé sit¢ vyzaduje 1 specificky ucici algoritmus. Zde byl zvolen
nejpouzivanéjsi algoritmus v sitich s doptednym Sifenim signalu, pii kterém probihd uceni
metodou zpétného Sifeni chyby (Back-Propagation). Jedné se o zékladni, nemodifikovanou
verzi, nazyvanou také jako delta pravidlo a patii mezi metody uceni s ucitelem. Z divodu
dosazeni lepSich vysledki pfi aplikaci sit€ v aproximacnich problémech byly do programu
také zabudovany zakladni optimaliza¢ni techniky, jako je naptiklad zavedeni setrvacnosti
(momentum) a také adaptace prahli neuronti. Jako ukazka funkcnosti algoritmu Back-
Propagation tato volba postacuje, pro piesnéjsi vysledky by vSak bylo potieba aplikovat
dal$i, vykonné&j8i optimaliza¢ni algoritmy, jako naptiklad metodu Levenberg-Marquardt

nebo Gauss-Newton.
Vyuziti vicevrstvych siti je velmi rozmanité. ProtoZe je tento toolbox tvofen vyhradné jako
pomucka pro vyuku, byla funk¢nost sité koncipovana specialné pro pozadovany ucel, coz

je aproximace funkci a dat.
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5.2.1 Funkce VykresliBody

Funkce VykresliBody vraci vizualizaci prubehu dat v 2D prostoru ve form¢ grafu. Tento

graf nabyva 2 podob, a to podle poc¢tu parametrt piedkladanych funkci VykresliBody:

1. Funkce zobrazuje v grafické podobé data reprezentovand vektorem vstupnich
dat a jemu odpovidajicim vystupnim vektorem. Pomahéd tak vizualizovat
rozmisténi (pribeh) dat, kterd jsou urcena k trénovani sité s doptednym $ifenim

signalu na aproximaci.

2. Funkce zobrazuje v grafick¢é podobé kromé vstupnich a vystupnich dat
trénovaci mnoziny také vektor dat reprezentujici primarné odezvy sité na
vstupni vektor. Pomaha tak vizualizovat pfesnost aproximace dat, na kterd se

dana sit’ s dopfednym Sifenim naucila.

Funkce VykresliBody vraci objekt typu Graphics (graf). Body zobrazené modrou barvou
pfedstavuji zadana data trénovaci mnoziny. Pokud je zadan 1 vektor odezev neuronové sité,
jsou aproximovana data vyobrazena Cervenou barvou. Barevnost mezi jednotlivymi body
na spolecnych vertikaldch navic urcuje, zda jsou hodnoty jednotlivych dat po aproximaci

mensi (modra) nebo vétsi (Cervend) nez plivodni data.

Funkce VykresliBody nepouziva zadné parametry.

Implementace

Dulezité useky zdrojového kodu:

1 VykresliBodyl[x ,y ]:=
2
3 ven=Table[Flatten[{x[[i]],y[[1]]1}],{i,1,Length[x]}];

4 ListPlot[ven,AxesOrigin->{0,0},AxesLabel->{"x","y"},PlotStyle->
Directive[Blue, PointSize[0.01]1]1]

VySe uvedeny kod piedstavuje zékladni definici funkce VykresliBody, kde vektor x
zastupuje x-ové soufadnice a vektor y y-ové soufadnice jednotlivych bodl ve 2D prostoru.

Ptikazem Mathematicy ListPlot se tyto body zobrazi v grafu jako plné modré krouzky.

1 VykresliBodyl[x ,y ,z ]:=
2
3 ven=Table[Flatten[{x[[i]],y[[1]1]1}],{i,1,Lengthly]}];
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4 venz2=Table[Flatten[{x[[1]1]1,2z[[1]11}],{1i,1,Length[z]}];

5 ListPlot[{ven,ven2},AxesOrigin->{0,0},AxesLabel->{"x","y, z"},
Filling->{1->{{2}, {Red,Blue}}},PlotStyle->{Directive[Blue,
PointSize[0.01]],Directive[Red,PointSize[0.01]]},PlotLabel->Style["
Puvodni data ",Blue] Style[" Aproximovana data",Red]]

Zde je na druhou stranu rozSitena definice funkce VykresliBody, kde vektor z zastupuje
vystupy naucené sit¢ (odezvy sité na vektor x). JednodusSe lze fici, ze se namisto jedné
mnoziny bodu pro vykresleni v grafu vytvoii mnoziny dvé. Proménné ven predstavuje body
se soufadnicemi [x, y] a proménnd ven2 se soufadnicemi [x, z]. Tyto proménné pak

reprezentuji originalni a aproximovana data (barevné rozliSena).

Funkce VykresliBody nemé v obou variantaich Zadnou ndvratovou hodnotu, pouze
vykresluje zadand data (obdobné jako funkce VykresliPrvky u sit¢ Perceptron). Proto neni

v tomto piipadé pozit piikaz Return.

Ukazka vystupu
Lprozdrmrvana data Paovodnd data
.z
" I
-tt wd II. ot
3 ALY
I 1, [
: 'II.
I :;
i H

Obr. 15: Ukazka jednoho z vystupu funkce VykresliBody

5.2.2 Funkce DopredneSireni

DopredneSireni nabyva obdobné jako v pfipad¢ sit€¢ perceptron dvou vyznami — Jednak
reprezentuje model vicevrstvé neuronové sité s dopfednym Sifenim signalu. Sit’" obsahuje
libovolny pocet vstupti, jeden vystup a jednu skrytou vrstvu s volitelnym poctem neurontl.
Tzn., Ze se jedna o datovy typ, ktery v sobé uchovéava data, coz jsou vahy spojii mezi
vstupni a skrytou vrstvou, vahy spojli mezi skrytou a vystupni vrstvou a hodnoty praht

vSech neurond. V ptipadé€ pouziti piikazu DopredneSireni jako funkce se jednd o kontrolu
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spravné naucenosti sit¢. Funkce DopredneSireni[x] vrati ptislusné hodnoty z vystupu sit¢,

kde x jsou zadand data testovaci mnoziny pfivadéna na vstup sité.

Funkce DopredneSireni nepouziva zadné parametry.

Implementace

Dutlezité useky zdrojového kodu:

1 DopredneSireni[vahy ][data ]:=
Obdobna definice funkce (jako u perceptronu), kterd obsahuje dvoji data. Data vahy
v prvnich hranatych zavorkach jsou interni data proménné typu DopredneSireni vracend od
funkce pro uceni sit€. Uzivatelsky zadand data jsou polozka data v druhych hranatych
zavorkach. Proménna pro zastupovani parametrii funkce chybi, nebot’ funkce zadné

parametry nepouZziva.

Po nezbytné kontrole korektnosti dat zdrojovy kod pokracuje hlavnim tsekem.

2
3 pom=Inner[Times,datal[i]],vahy[[1]],Plus];

4 skryta=1/(1+E" (- (#1+#2))) & [pom,vahy[[3,11]11;
5 pom2=skryta.vahy[[2]]+vahy[[3,2,1]];

6

7

AppendTo [vystupni, pom2];
Hlavni usek fesi vyhodnocovani zvolenych dat data neuronovou siti. V cyklu pfes vSechny
prvky téchto dat se postupné pocitaji vstupy pro prenosové funkce neurond skryté vrstvy
(pom), vystupy neuroni ve skryté vrstvé (skryta) a vystup neuronu ve vystupni vrstveé
(pom2), coz je zéaroven odezva celé sité. Jednotlivé odezvy jsou ukladény do vektoru
vystupni, ktery je opét prikazem Return vracen jako ndvratova hodnota funkce. I ze
samotného koédu je patrné, ze prenosové funkce neuronti ve skryté vrstvé jsou sigmoidy,
zatimco vystupni neuron pienosovou funkci nepouziva (tj. vraci na vystupu to, co dostava
na vstupu). V pfeneseném vyznamu tak lze fici, Ze tedy ptenosovou funkci pouziva, a to

konkrétné linearni.

5.2.3 Funkce DopredneSireniTrenuj

v

Funkce slouzi k uceni sité¢ s dopfednym Sifenim signalu. Algoritmus uceni je zaloZzen na

metodé zpétného Siteni chyby (viz kapitola 1.4.1 Algoritmus Back-Propagation), pti
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kterém se minimalizuje chyba sit€¢ na vystupu. Tim se adaptuji vSechny vahy a prahy v siti.
Protoze se jedna o uceni s ulitelem, pracuje funkce s daty trénovaci mnoziny (vstupt a
vystupti). Touto mnoZzinou se definuji data, kterd se pak sit’ pokusi aproximovat spojitou

realnou funkci jedné proménné.

Funkce vraci proménnou typu DopredneSireni|w], kde w je vektor nalezenych vah vSech

spojti v siti a také prahti vSech neuront ve skryté a vystupni vrstve.

Funkce DopredneSireniTrenuj pouzivé nasledujici parametry s vychozimi hodnotami:

Tab. 3: Parametry funkce DopredneSireniTrenuj

Nazev Vychozi hodnota Popis

PocetEpoch 100 Urcuje maximalni pocet epoch uceni.

MezChyby 0.1 Definuje globalni chybu sité, pfi jejiz dosazeni se
ukonc¢i proces uceni neuronove site.

DelkaKroku 0.1 Urcuje koeficient uceni 7 (viz rovnice (9)).

Setrvacnost 0 Definuje koeficient setrvacnosti x (viz rovnice

(9)). Hodnota 0 predstavuje zadnou setrvacnost.

Implementace

Dulezité useky zdrojového kodu:

1 Options[DopredneSireniTrenuj]={PocetEpoch->100,MezChyby->0.1,
DelkaKroku->0.1, Setrvacnost->0};

Uvodem jsou definovany parametry funkce s jejich vychozimi hodnotami. Popis viech

parametrQ je uveden v tabulce 7ab. 3.

2 DopredneSireniTrenuj[x ,y ,neuronu ,priznaky:OptionsPattern[]]:=
Definice funkce DopredneSireniTrenuj sestdva z dat a volitelnych parametrti funkce
v proménné priznaky. Vstupy a vystupy trénovaci mnoZziny zastupuji vektory x a y.
Proménnou neuronu se specifikuje pocet neuronti ve skryté vrstvé ve formée celociselné

kladné hodnoty.

Po otestovani uzivatelem vkladanych dat na jejich spravny forméat a rozmér nésleduje také
testovani korektnosti zadanych parametrti funkce. To je provadéno stejnym zplisobem, jako

u predeslych funkei. Proto pokracuje kod az inicializaci vah sité.
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3 vahy=RandomReal [UniformDistribution[{-0.2,0.2}], {poml, neuronu}];

4 vahy=Append|[{vahy},RandomReal [UniformDistribution[{-0.2,0.2}1],
{neuronu}]];

5 vahy=Append[vahy, {RandomReal [UniformDistribution[{-1,1}],
{neuronu}], {RandomReal [{-1,1}]1}}];

Véhy jsou zde nastaveny na své pocatecni hodnoty. Tento krok je pro uceni sité¢ dulezity a
pro spravnou inicializaci vah se pouziva fada specializovanych postupt. V tomto ptipadé
jsou vahy nastavovany na nahodné hodnoty z dostatecné malého intervalu. Nejdiive jsou
vygenerovany vahy spoji mezi vstupni a skrytou vrstvou a poté spoji mezi vrstvou skrytou
a vystupni. Na zavér je k vektortim vah pfipojen vektor prahti neuronti generovany rovnéz

nahodné¢, ovsem z SirSiho intervalu (-1, 1).

6

7 dynChyba=Dynamic[globCh];

8 dynEpocha=Dynamic[pom];

9 Print["Epocha: ",dynEpocha," Chyba site: ",dynChyba,"\n"];

V kédu je pouzita 1 ukdzka prace s dynamickymi proménnymi. Zminény usek kodu
napiiklad zobrazuje v pribchu uceni sité textovy fetézec, jehoz Casti, predstavované
proménnymi dynEpocha a dynChyba, se méni v zéavislosti na zméné dynamickych
proménnych, jez zastupuji. Tim se uzivateli béhem uceni zobrazuje v redlném case aktualni

epocha a globalni chyba sit¢.

Nyni zacind vlastni proces uceni sit¢ algoritmem Back-Propagation. Prochdzi pfes dva
cykly, a to cyklus poctu epoch uceni a poctu prvkl v trénovaci mnozin€. Priichod ptes

vSechny prvky trénovaci mnoziny mé dvé faze — aktivacni a adaptacni.

10 pom3=Inner[Times,do[[i]],vahy[[1]],Plus];

11 skryta=1/(14+E" (- (#1+#2))) & [pom3,vahy[[3,1]1]1];
12 vystupni=skryta.vahy[[2]]+vahy[I[3,2,1]];

13

14 AppendTo[lokCh,0.5* (vystupni-od[[i]])"2];

Aktivaéni faze zahrnuje prichod vstupu trénovaci mnoziny pies sit’ az a jeji vystup. To
prakticky odpovida ¢innosti vybavovani sité jako u funkce DopredneSireni. Algoritmus je
velmi podobny, jen s tim rozdilem, Ze se do vektoru /okCh neuklada dany vystup sité, ale
chyba vystupni odezvy ve srovnani s pozadovanym vystupem trénovaci mnoZiny (viz
rovnice (4)). Proménna vystupni predstavuje pravé aktudlni vystup sit€¢ a proménné od i-ty

pozadovany vystup.
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Po aktivacni fazi nasleduje adaptacni faze, coz zahrnuje zpétné Sifeni chyby a modifikaci

vah a prahi sité.

15 grad=od[[i]]-vystupni;

16 gradVekt=skryta* (l-skryta) *grad*vahy[[2]];

17

18 dVstup=Outer[Times,do[[1]], (prirustek*gradvekt) ]+alfa*dlstare;
19 dSkryta=prirustek*grad*skrytat+alfa*d2stare;

20 dPrahySkryta=prirustek*gradvVekt+alfa*d3stare;

21 dPrahVen=prirustek*gradt+alfa*d4stare;

Podle vztahu (8) se vypocitaji chyby vSech neuront sité, kdy se pfi vypoctech postupuje
smérem od vystupu sit€¢ na vstup sité. Tyto chyby pfedstavuji proménné grad (chyba
vystupniho neuronu) a gradVektor (chyby skrytych neuront). Pomoci takto ziskanych chyb
se poté v souladu s rovnici (9) vypocitaji zmény jednotlivych vah a praht sité¢ vedoucich

k minimalizaci celkové chyby sité. Ty jsou zastoupeny promeénnymi s predponou d-.

22 vahy[[1]]=vahy[[1]]+dVstup;

23 vahy[[2]]=vahy[[2]]+dSkryta;

24 vahy[[3,1]1]1=vahy[[3,1]]+dPrahySkryta;

25 vahy[[3,2]]=vahy[[3,2]]+dPrahVen;
Na zavér adaptacni faze je definovéana findlni zména vah a prahi, kterd nastava po kazdém
predlozeni prvku z trénovaci mnoziny. Celkovy pocet modifikaci vah a prahli je dan
soucinem poctu epoch uceni s poc¢tem prvkill trénovaci mnoziny. Vahy a prahy se upravuji

podle vztahu (10) a postupuje se opét od nejnizsi vrstvy do vrstev vyssich, tedy smérem od

vstupu na vystup.

26
27 globCh=Total[lokCh];
28 If[globCh<=mez,Break[]];

Po kazdém prabéhu vSech prvka trénovaci mnoziny (tedy v kazdé epose) se po procesu
uprav vah pocita globalni chyba sité (viz vtah (5)) a porovnava se s toleranci chyby zadané
uzivatelem. Pokud je globéalni chyba mensi nez tato mez, proces uceni konéi a sit’ je

prohlasena z tohoto hlediska za naucenou.

Po ukonceni procesu uceni sit¢ se uz jen klasickym zplsobem zobrazi graf zavislosti

velikosti globalni chyby sit€¢ na epochach uceni, zkterého je dobfe patrnd piipadnd
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konvergence sit€¢ k optimu. Nechybi samoziejm¢ ani textovy vystup se souhrnnymi

informacemi o prubéhu uceni. Oba jmenované vystupy lze vidét na obrazku Obr. 16.

29 vystupDopredna=DopredneSireni [vahy];
30 Return[vystupDoprednal;

Ptikazem pro vystup se jiZ zndmym zpUsobem definuje navratova hodnota funkce.

Ukézka vystupu
Zarrizlost welikosti globalnd chyby na epochach neent
lobahi corba
0. -
0.4 — lll"k\\
0.z — \\\‘ )

1 1 1 1 1 O ) E;":'d"_'l"

1 2 3 4 5 fi 7 2 a 10 11

Neuronowa sit 3 doprednym sirenim byla naucena.

Pocet epoch uceni: 11

Pocet watupu site: 1

Pocet neurornu vwe skryte wratwve: &
Celkowvy pocet wah site: 10

Tolerowana mez chyby site: 0.01

Finalni chyba site: 0.00728611

Obr. 16: Ukadzka vystupu funkce DopredneSireniTrenuj

5.3 Hopfieldova sit’

Neuronova sit’ Hopfield nese své pojmenovani po Johnu Hopfieldovi, ktery se zabyval

studiem autoasociativnich neuronovych siti.

Struktura sité je jednovrstva a zpétnovazebni a vSechny neurony perceptronovského typu
jsou vzdjemné propojeny kazdy s kazdym Obr. 6. Pocet neuronl sit€¢ odpovidd poctu
vstupl. Vstupni udaje zpracovava kazdy neuron jako klasicky perceptron sumaci sou¢inu

vah s odpovidajicimi vstupy podle rovnice (1) a poté piepocitdva prostfednictvim
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pfenosové funkce na vystupni udaje. Préh je totiz u vSech neuronii pro jednoduchost
nastaven pevné na hodnotu 0. Vystup sité je dosazen az po poslednim kroku vybavovani,
kdy se dosdhne stabilniho stavu sité - vystup sité¢ se pak skldda z aktudlnich stavii vSech

neuronu.

Vyuziti Hopfieldovy sité¢ spociva v autoasociaci. Odpoveédi sité na predlozeny vzor je
pfimo nalezeny vzor. Navic mize byt predloZeny vzor poskozeny a sit’ piesto vrati ptivodni

nepoSkozeny vzor.

5.3.1 Funkce VykresliZnaky

Zobrazuje v grafické podob¢ data (znaky) urena pro piedlozeni neuronové siti Hopfield k
uceni. Pomaha tak vizualizovat znaky pro snadnéjsi piehled uzivatele. Znaky se zadéavaji
jednotlivé, a to po tadcich, kde hodnota -1 odpovida bilému bodu a +1 Cernému bodu.

Zadavat je mozno spojité i1 diskrétni hodnoty, funkce dokaZe zobrazovat oba typy dat.

Funkce VykresliZnaky nemé zadnou navratovou hodnotu, pouze zobrazuje znaky zadané v
ptedlozeném vektoru. Funkce zobrazuje jak diskrétni, tak spojité hodnoty reprezentujici

znaky.

Funkce VykresliZnaky nepouziva Zadné parametry.

Implementace

Dilezité useky zdrojového kodu:

1 VykresliZnaky[vektor List]:=
Definice funkce VykresliZnaky obsahuje jedinou vstupni proménnou vektor. Jedna se o

vektor dat, kterd predstavuji znaky urcené primarné pro uceni Hopfieldovy sité.

2
3 pom=Count [#, Integer,Infinity]s&/@vektor;
4 poml=Count[#, Real,Infinity]s&/@vektor;

5 pom=pom+poml;
Jesté pred testem korektnosti dat jsou spocitany vSechny cleny prvkl vektoru vektor
(celociselné i realné hodnoty). Podle téchto vysledkt je kontrolovana platnost vstupnich dat

a stejnomernost jejich slozeni.
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6 If[poml[[1]]>0,

7 ven=Row [ArrayPlot [#,Mesh->Al1l, Frame->True, AspectRatio->1,
ColorFunction->"GrayTones",ColorRules->{1.->White}]&/@-vektor],

8 ven=Row [ArrayPlot [#,Mesh->Al1l, Frame->True, AspectRatio->1,
ColorRules->{1->Black,-1->White}] &/Q@vektor];

9 1;
Nasleduje naplnéni proménné ven grafickou fadou znaka ve formé miizek s jednotlivymi
body prvkl vstupniho vektoru (viz obrazek Obr. 17). Proménnd ven se vykresluje ve dvou
alternativach urCenych typem dat. Pokud obsahuje vektor poml alespon jeden prvek,
znamenda to, ze se zadand data byla identifikovana jako spojitd, jinak se jedna o data

diskrétni (jedna se hlavné o upfesnéni barevnosti vykreslovanych bodit).

Textovy vystup funkce vypisuje pocet vykreslovanych znakl a také dilezitou minimalni
Hammingovu vzdalenost v§ech znakti. K tomu tucelu byla sestavena funkce MinHamming,

ktera ma vyuziti i v jinych funkcich tykajici se prace s Hopfieldovou siti.

MinHamming[vektor ]:=
pom=Map|[Flatten,vektor, {1}];

1

2

3

4 pomZ2=Permutations[pom, {2}];

5 pom3=HammingDistance[#[[1]],#[[2]1]1]1&/@pom2;
6
7

Return[Min[pom3]];
Funkce MinHamming pracuje s konkrétnim vektorem vektor, ktery obsahuje v Ciselné
formé znaky, jejichZ minimalni Hammingovu vzdalenost funkce vraci. Pomocna proménna
pom pouze upravuje format vstupnich dat. Teprve potom se pocitd vektor Hammingovych
vzdalenosti (pom3) vSech kombinaci zadanych znakd (pom2). Funkce findln€ vraci

minimalni hodnotu tohoto vektoru.

Ukazka vystupu

Zobrazeny 3 prvky 2 minimalni Hammingowou wedalenosti 14,

Obr. 17: Ukazka vystupu funkce VyzkesliZnaky



UTB ve Zliné, Fakulta aplikované informatiky, 2009 56

5.3.2 Funkce PoskodZnaky

Funkce zptsobuje poskozeni (zaSuméni) ptedlozenych znakli urenych k asociaci
Hopfieldovou siti. PoSkozeni spo¢ivd v nahodné zméné nékolika hodnot vybranych boda
ve znacich. Funkce mize byt nepovinné doplnéna konkrétnim intervalem pro rozsah
rovnomérného rozdéleni pouzivaného k ovlivnéni miry zaSuméni znakl. Zadava se ve
form¢ jednoduchého vektoru 2 prvki. Pokud neni interval uveden, je pouzit vychozi

interval {-0.1, 1}.

Funkce PoskodZnaky vraci data (znaky) ve form¢ vektoru hodnot, ktera jsou uréena piimo
pro Hopfieldovu sit. Hodnota -1 odpovida zcela bilému bodu a +1 zcela ¢ernému bodu.
Funkce zpracovava jak diskrétni, tak spojité hodnoty reprezentujici znaky. To se voli pfi

volani funkce parametrem TypFunkce (viz tabulka Tab. 4).

Funkce PoskodZnaky pouziva nasledujici parametry s vychozimi hodnotami:

Tab. 4: Parametry funkce PoskodZnaky

Nazev Vychozi hodnota  Popis

TypFunkce Diskretni Urc¢uje typ poskozeni zobrazovanych znakda.
Mozné volby jsou Spojita nebo Diskretni.

Implementace

Dilezité useky zdrojového kodu:

1 Options[PoskodZnaky]l={TypFunkce->Diskretni};
Inicializace parametru TypFunkce jeho vychozi hodnotou. Viz tabulka Tab. 4.
2 PoskodZnaky[vektor List,interval List:{},priznaky:OptionsPattern|]
l:=
Definice funkce PoskodZnaky, ktera pracuje se dvéma proménnymi a eventualnim vyctem
parametri. Proménnd vektor piedstavuje vstupni data a proménna inferval rozmezi

intervalu rovnomérného rozdéleni pouZivaného k ovlivnéni miry zaSuméni znakd.

Funkce mé podobnou strukturu jako funkce VykresliZnaky. V potaz je vSak brana mira

zaSumeéni dat pted jejich vykreslenim.
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3 Switch[Length[intervall,
4 0,pomInterval={-0.1,1},

5 2,pomInterval=interval,
6 __,Message[PoskodZnaky: :0Options];Abort[];
7 1

Pti kontrole délky intervalu interval se uptesnuje jeho konkrétni hodnota. V piipadé jeho
pfimého definovani uZivatelem je tato hodnota pfevzata, pokud ovSem neni interval zadan,
je nastavena vychozi hodnota {-0.1, 1}. Pfinastani jakékoliv jiné moZnosti je vypsana

chybové hlaska.

9 pom3=Map|[Flatten,vektor,{1}];

10 cisla=RandomReal [UniformDistribution[pomInterval],
{Length[vektor],pom[[1]]}];

11 pom4=pom3*cisla;

12 TIf[typ===Diskretni,pom4=Sign[pom4d]];
Princip samotného zasuméni spoc¢iva ve vygenerovani vektoru nahodnych hodnot o stejné
struktufe, jako je struktura origindlnich nepoSkozenych dat (proménnd cisla). Vystupni
vektor zaSuménych dat je pak ziskan jednoduSe sou¢inem originalnich dat (pom3) s daty
nahodné¢ vygenerovanymi (cisla). Rozsitfujicim prvkem kodu je uprava vystupniho vektoru
tak, aby odpovidal diskrétnim hodnotam v piipadé takto zvoleného typu pomoci parametru

funkce. To zajisti funkce signum aplikovana na zminény vektor.

Graficky a textovy vystup funkce PoskodZnaky je pak definovan obdobné jako u funkce
VykresliZnaky. Jedna se o grafické fady znakt ve formé& miizek, kde kazdy bod miizky
zastupuje kazdou ¢iselnou hodnotu z definice znaku. Textovy vystup informuje o poctu

vykreslenych znaki a o typu zaSuméni znakt (viz obrazek Obr. 18).
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Ukéazka vystupu
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Obr. 18: Ukazka obou moznych grafickych
vystupii funkce PoskodZnaky

5.3.3 Funkce Hopfield

Hopfield stejné jako u pfedchozich dvou siti nabyva dvou vyznamu. Jednak reprezentuje
model Hopfieldovy sit¢ s danym poctem vstupl (neuronil). Jedna se o datovy typ, ktery v
sobé uchovava data, coz je matice vah vSech spoji mezi neurony v siti. Také nese
informaci o tom, zda pracuje sit’ s pfenosovymi funkcemi se spojitymi nebo diskrétnimi
vystupy a tim urcuje, pro jaky vstupni signal je sit’ pfipravena. Jako funkce se Hopfield
opét pouziva ke kontrole spravné naucenosti Hopfieldovy sité. Funkce vyhodnoti
predlozend vstupni data (urcité vzory) a poté vrati po dosazeni stabilniho stavu ptislusné
hodnoty na svych vystupech — diskrétni nebo spojité (podle typu sit€). Ty je pak mozno

vizualizovat funkci VykresliZnaky (viz kap. 5.3.1) nebo ptimo volbou parametrii funkce.

Funkce Hopfield pouZzivé nésledujici parametry s vychozimi hodnotami:

Tab. 5: Parametry funkce Hopfield

Nazev Vychozi hodnota  Popis

UkazAsociace False Urcuje, zda se vykresli postupné asociace pii
vybavovani vzort.
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Implementace

Dulezité tseky zdrojového kodu:

1 Options[Hopfield]={UkazAsociace->False};
2 Hopfield[vahy ,sit ][data List,priznaky :{UkazAsociace->False}]:=

Na pocatku se klasicky definuji vychozi hodnoty parametrii funkce a také vlastni funkce.
Ta je navrhnuta stejnym zptisobem jako u pfedchozich dvou typa siti. Data vahy a sit
v prvnich hranatych zévorkéach jsou interni data proménné typu Hopfield, ktera nelze pii
pouziti funkce ménit. Tato data se nastavuji po skonceni uceni Hopfieldovy sité
prostiednictvim néavratové hodnoty funkce HopfieldTrenuj. Uzivatelsky zadana data jsou
polozka data v druhych hranatych zévorkach spolu s eventudlnimi parametry funkce
zastoupenymi poloZkou priznaky. Piehled ptiznakil funkce Hopfield je uveden v tabulce

Tab. 5.

Kontrola korektnosti dat, kterd v této fazi nastdva pravidelné, nespoc¢iva jenom v testovani
spravného poctu, typu a rozméru Ciselnych hodnot znakl. Musi souhlasit i rozmér dat
vzhledem ke struktuie sité, které je predkladame. Pokud toto neni splnéno, béh funkce se

pferusi a uzivatel je upozornén pfislusnou chybovou hlaskou.

Dalsi casti pokracuje kod procesem vybavovani.

3 .

4 If[typ===Diskretni,

5 pom3=Sign [pom2.vahy+prah];

6 pom4=ReplaceAll [pom3,0->-117,
7

8 pom4=Tanh [pom2.vahytprah];

9 1:

Protoze je proces vybavovani narozdil od jednorazového uceni iterativni, probihd v
cyklech. Hlavni cyklus zkouma stav vystupi neuronti a pokud zlistavaji stabilni (tzn.
nedochazi uz k jejich zmé&nam), vybavovani je u konce. Vystupy neuronil jsou pocitany
standardné podle vztahu (2), kde tvar pfenosové funkce je dan typem sité definovanym
parametrem funkce. Diskrétni typ piedstavuje funkce signum, pficemz hodnoty 0 jsou
nahrazeny hodnotami -1 (tim je ziskana bipolarni skokova funkce namisto unipolarniho
vystupu funkce signum). Pti volbé spojité pienosové funkce je pouzit hyperbolicky tangens

se spojitym vystupem (-1, 1).
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10

11 If[typ===Diskretni,

12 AppendTo[grafy,ArrayPlot[#,Mesh->All, Frame->True, AspectRatio->1,

ColorRules->{1->Black,-1->White}]&/Qven];

13 1;

14 If[typ===Spojita,

15 AppendTo[grafy,ArrayPlot[#,Mesh->All, Frame->True, AspectRatio->1,
ColorFunction->"GrayTones",ColorRules->{1.->White}]&/@-ven];

16 1;

V tomtéz cyklu probihd pfipojeni aktudlniho stavu vystupu sité pro vSechny znaky do

mnoziny, kterd slouzi po ukonceni funkce ke grafické vizualizaci pribéhu vybavovani sité.

Typ sité opét ovliviluje pouze barevné vyobrazeni jednotlivych bodl znak.

17

18 OpenerView|[{Show[grafy[[delka,i]]],Row[Table[Flatten[grafy([[7,1]1]11,
{J,prvkul[111}11}]s

Timto pfikazem se definuje graficky rozbalovaci seznam pribéhu vybavovani pro kazdy

jednotlivy znak.

Nakonec uz jen nésleduje piikaz Return pro ur€eni navratové hodnoty funkce. Jedna se o

asociované znaky ve formé stejnych Ciselnych matic, jaké jsou naptiklad pfivadény 1 na

vstup funkce Hopfield ¢i VykresliZnaky.

Ukazka vystupu

Obr. 19: Volitelny graficky vystup funkce Hopfield
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5.3.4 Funkce HopfieldTrenuj

Funkce HopfieldTrenuj se pouziva k uceni Hopfieldovy sité. Pracuje s daty trénovaci
mnoziny, ktera reprezentuji vzory urcené k zapamatovani. Znaky se zadavaji jednotlive, a

to po fadcich, kde hodnota -1 odpovida zcela bilému bodu a +1 zcela ¢ernému bodu.
Funkce vraci proménnou typu Hopfield|w,druh], kde w je matice nalezenych vah spoji
mezi neurony a druh je typ sité (diskrétni nebo spojita).

Je nutné také poznamenat, ze vstupni data by méla obsahovat méné znakd, nez je 15 %
neuronil (vstupll) dané Hopfieldovy sité. Toto je znamé omezeni Hopfieldovy sité a jeho
nesplnéni miize vést ke Spatnému nauceni sité a tim padem ke Spatné asociaci nau¢enych
vzori. Také minimalni Hammingova vzdalenost piedloZzenych znakli by méla byt co

nejvetsi, aby nedochazelo k nespravnym asociacim.

Funkce HopfieldTrenuj pouziva nasledujici parametry s vychozimi hodnotami:

Tab. 6: Parametry funkce HopfieldTrenuj

Nazev Vychozi hodnota  Popis

TypSite Diskretni Urcuje  typ trénované  Hopfieldovy  sité
(ptenosovych funkci). Mozné volby jsou Spojita
nebo Diskretni.

Implementace

Dilezité useky zdrojového kodu:

1 Options[HopfieldTrenuj]l={TypSite->Diskretni};
2 HopfieldTrenuj[x List,priznaky:OptionsPattern[]]:=

Definice parametrii funkce s jejich inicializa¢ni hodnotou a definice funkce samotné se
vyskytuji samoziejmé hned na pocatku zdrojového kédu. Funkce HopfieldTrenuj pracuje
mimo jeji parametry pouze s jednou proménnou x typu vektor. Vektor obsahuje dalsi
vektory (resp. matice) celoCiselnych diskrétnich hodnot, které ptedstavuji znaky urcené

pro uceni sité.

Po nezbytné kontrole formatu, typu a rozméru vstupnich dat se kontroluje také typ sit¢,

jenZz byl urcen parametrem 7ypSite. Zde se podle hodnoty tohoto parametru uloZi
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informace o tom, zda maji byt dale v kédu pouzity prenosové funkce neuronti diskrétniho

nebo spojitého charakteru.

Nasleduje stézejni tisek kodu reprezentujici uceni Hopfieldovy site.

pracovni=Map[Flatten,x, {1}];

3
4
5 pom3=Outer[Times, #, #]&/Q@pracovni;
6 pracovni=N[Plus@@pom3];

7

vahy=ReplacePart [pracovni, {i ,i }->0];
Specidlné u Hopfieldovy sité se v pfipadé procesu uceni nejednd o iterativni déj, jak bylo
zvykem doposud, ale jde o jednorazovy proces nastaveni vSech vah v siti. Vahy spoji mezi
neurony, které jsou propojeny kazdy s kazdym, tvoii diagonalné symetrickou ¢tvercovou
matici. Je to z toho diivodu, Ze vahy, které jsou na spojich z jednoho neuronu do druhého,
jsou v obou smérech stejné. Proces uceni (nastaveni vah) tedy predstavuje zdkladni
maticové operace, kdy jsou vynasobeny vSechny znaky mezi sebou a souctem téchto
dil¢ich matici se dostane vyslednd matice vah. Navic se na diagonale matice nastavi

hodnoty vah na hodnotu 0, protoze na vstupy neuronti nejsou piivadeény jejich vlastni

vystupy.

8
9 vzdalenost=MinHamming[x];
10 If[vzdalenost==0,Message[HopfieldTrenuj::Hamming]];

11 If[pom2>(0.15*poml),Message[HopfieldTrenuj: :MaxZnaku, pom2, Round [
(0.15*poml), .1111;

Pted vlastnim vystupem funkce jsou také kontrolovany podminky spravné naucenosti
Hopfieldovy sité. Vold se proto funkce MinHamming a zjistuje se tak minimdalni
Hammingova vzdalenost vSech znaki. Pokud je takto nalezena vzdéalenost nulova
(naptiklad z diivodu dvou zadanych totoznych znaktl), vypiSe se uzivateli varovna hlaska.
Jin4 hlaska se vypiSe v ptfipadé, Ze je pocet znakli urcenych k asociaci mensi nez 15%
neuronil v siti. To je znamé omezeni Hopfieldovy sit€ a v ptipad¢ nesplnéni této podminky

neni zaru¢eno korektni nauceni sité. Proto je uzivatel informovan i o této udalosti.

12 vystupHopfield=Hopfield[vahy, TypSite->typl;
13 Return[vystupHopfield];

Poslednim krokem je naplnéni proménné vystupHopfield, kterad se stdva pouzitim piikazu

Return navratovou hodnotou funkce HopfieldTrenuj.
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Ukazka vystupu

Hopfield = 30 neurony byl uspesne naucen.

Typ Hopfieldowy site: Diskretni
Celkowy pocet wah site: 900

Pocet naucenych wzoru: 3
Obr. 20: Textovy vystup funkce HopfieldTrenuj

5.4 Dokumentace Kk toolboxu

Spolu se samotnym vytvofenim toolboxu byla vypracovéana také napovéda, kterd muize
slouzit 1 jako dokumentace. Ucelem napovédy je vysvétlit predevSim zacinajicim

uzivatelim funk¢nost toolboxu a objasnit jim jeho pouzivani.

Na tvorbu dokumentacnich textl ve formé napovédy lze v Mathematice vyuZit vykonny
pomoci n¢j lze vytvofit k rozsifujicim toolboxtiim napovédny systém profesionalni Grovné.
Takova napovéda se pouzivd piedevSim v nejnovéjsi verzi Mathematicy a vyuziva i
podporujici prvky, jako jsou napiiklad vizualni efekty v jazyce Java a podobné. DalSim
moznym zpusobem je tvorba klasické napovédy star§iho typu, kterd je kompatibilni
s napovédou Mathematicy verze 5.2. Tento typ lze pomérné jednodusSe vypracovavat
manualné v Mathematice, a proto byla ndpovéda ktomuto toolboxu délana timto

zpusobem.

Zakladem napovédy je zdrojovy soubor BrowserCategories.m, ktery vlastné obsahuje jeji
stromovou strukturu. Obsahuje popisy jednotlivych sekci napovédy s definici klasickych
notebook souboril s konkrétnim obsahem. Obsah tohoto souboru je taktéZ uveden v ptiloze

prace a na ptilozeném disku CD.
Struktura napovédy toolboxu Neuronové sité je nasledujici:
e Zakladni informace

o Pfedstaveni
o Ptehled zpracovanych siti
o Podminky uZiti

e Perceptron
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e Hopfieldova sit’

e Sit's dopfednym Sifenim
V sekci Predstaveni je vysvétlen ucel vzniku toolboxu a zékladni idaje o jeho tvorbé¢, jako
je verze Mathematicy, ve které byl tvofen nebo zpétnd kompatibilita toolboxu. Také je
uvedeno zakladni vysvétleni problematiky neuronovych siti. Nazorny vycet vSech funkci je
vypsan v oddile Prehled zpracovanych siti. Sekce Podminky uziti slouzi k ptedstaveni

podminek, za kterych se muze toolbox vyuzivat a je zde uveden i1 e-mailovy kontakt na

autora toolboxu a na vedouci diplomové prace.

Kazd4 sit’ pak obsahuje pod&asti Uvod, Funkce a parametry a Pouziti. V sekci Uvod jsou
uvedené teoretické informace vztahujici se k dané siti, jako je struktura sité, jeji funkcnost,
zpusob uceni a vyuziti. Oddil Funkce a parametry obsahuje popisy jednotlivych funkei
pouzivané pro préci se siti a v sekci Pouziti jsou uvedeny kratké ukazky pouzivani vSech

téchto funkci a jejich parametrt.

K napovéde se pristupuje pres dokumentacni centrum Mathematicy vyvolané klavesou F1.
Obsah néapovédy je pak snadno pfistupny pod jednotlivymi népovédami k rozsifujicim

balickiim (Add-Ons) Mathematicy.

% Mathematica Help Browser: Funkce DopredneSireniTrenuj g
E] Funkce bopledne‘Sueanrenu\ w E]
AddOns | Master Index
Meural Hetworks B ngladm informace v .Uv_ud DiopredneSireni
Neuronove site [T oolbox) *| Perceptron + | Furkce a parametiy + | DopredneSireniT reru
Hopfieldova sit v | Pouziti VykresiBody
Sit = doprednym sitenim v
~
Funlice DopredneSiveniTremij
Pouziva se k uceni site s doprednym sirenim signalu. algoritrmus je zalozen na metode zpetneho sireni chyby, pri kterem se minimalizuje chyba
site na wystupu. Tim se adaptuji vsechny vahy a prahy v siti.
Pracuje s daty trenovac mnoziny vstupu a vystupu, Touto mnozinou se definuji data, ktera se pak sit pokusi aprokimovat spojitou realnou
funkci jedne promenne.
DopredreSireni Trenui (X, ¥, neuronu]
zprostredkovava uceni site s doprednym sirenim signalu, pricemz se uci natrenovac mnozine vstupu x a vystupuy;
parametr peuronu urcuje pocetneuranu ve skryte wrstve
Funkce vraci promennou typu DoprednesSirerifing, kde w je vektor nalezenych vah vsech spoju v siti 3 take prahu vsech neuronu (ve skryte a
vystupni vrstve), Ukazky praktickeho pouziti funkce DopredneSireniTrenui jsou uvedeny v sekci Pouziti.
Parametry funkce
Funkce DopredneSireniTrenu pouziva nasleduiici parametry s vychozimi hodnotami:
Nazev Tchori Popis
PocetEpoch loo urcuje maximalni pocet epoch uceni neuronove site
MezChvby 0.1 definuie olobalni chwbu site. bri ieiiz dosazeni se ukonci vroced uceni b
100%, -

Obr. 21: Ukadzka pouziti napovedy k toolboxu
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Hlavnim motivem dokumentace je predstaveni funkci pouzivanych k praci s neuronovymi
sitémi jak je vidét na obrazku Obr. 21. Uzitecné jsou i ukazky jejich pouziti, na kterych si

uzivatel osvétli zakladni postupy pii praci s danou siti.

5.5 Implementace toolboxu do Mathematicy

Toolbox byl tvofen syst¢émem balicki (Packages) piedstavujicich jednotlivé sité. Nazev
balicku (toolboxu) jako celku zni ,,NeuronoveSite“. Jedna se vlastné o adresai a ten se
sestava ze zdrojovych souborti a dalSich adresait. Struktura souborti toolboxu je
nasledujici:
e \NeuronoveSite
¢ \Documentation

e \English

e BrowserCategories.m
e NS DopredneSireni.nb
e NS Hopfield.nb
e NS Perceptron.nb
e Predstaveni.nb
e Prehled.nb
o Uzitinb
e \Kernel

®* nit.m
e pracovnidata.dat
e NeuronoveSite.m
o NSDopredneSireni.m
e NSHopfield.m
e NSPerceptron.m

K fadné implementaci toolboxu do Mathematicy je zapotitebi nahrat slozku NeuronoveSite
s toolboxem do adresarové struktury, kde je Mathematica nainstalovana, a to konkrétné do

adresare ,,\ AddOns\Applications* (plati pro syst¢ém Microsoft Windows).
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Pro pouziti toolboxu v Mathematice uz jej pak jen staci po spusténi kernelu Mathematicy

nalinkovat jednim z nésledujicich ptikazl (viz také Obr. 9):
e <<NeuronoveSite'
e Needs["NeuronoveSite™"]

Od této chvile uz by mél uZivatel bez problémii moci vyuZivat vSechny funkce

vypracovaného toolboxu NeuronoveSite.
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ZAVER

Hlavnim cilem pfi tvorbé této diplomové prace bylo vytvofit vhodnou pomicku pro praci
s neuronovymi sitémi v pfedmétu Metody umélé inteligence vyuCovaném na Fakulté
aplikované informatiky Univerzity Tomase Bati ve Zlin€. Po dohod¢ s vedouci prace byly
konkrétné stanoveny neuronové sité jednoduchy Perceptron, vicevrstva sit’ s dopfednym

Sifenim signalu s uc¢icim algoritmem Back-Propagation a Hopfieldova sit. Pomicka méla

byt vyhotovena v prostfedi Mathematica jako takzvany toolbox (balicek).

Celkové se podaftilo uspésné naprogramovat vSechny zadané sit€. Jednoduchy Perceptron
byl vypracovéan tak, aby m¢l vyuziti v problematice linearni klasifikace prvka ve dvou
ttidach. Sit’' s dopfednym S$ifenim signalu najde uplatnéni v obecné aproximaci dat (funkci).
Hopfieldova sit’ zase demonstruje jeji autoasociacni schopnosti pii identifikaci zaSuménych
znakd. Navrzena funkcionalita u vSech tii siti je zaloZena na stejném principu. Kazda sit’
obsahuje vlastni funkce, pomoci kterych se se siti pracuje. Jedna se v podstaté¢ o funkce
(resp. struktury) zastupujici jednotlivé sit€é, o funkce slouzici k trénovani (uceni) a

vybavovani sité a o funkce starajici se o vizualni zobrazeni rozli¢nych dat.

Prostfedi Mathematica, které bylo k tomuto ucelu pouzito, se ukdzalo jako vhodny nastroj
pro tvorbu neuronovych siti. Symbolicky jazyk a funkce, které Mathematica pouziva, jsou
srozumitelné a lehce zapamatovatelné. Proto byla prace v Mathematice pfijemnd a také
efektivni. Vysledny produkt je distribuovan ve formé tzv. toolboxu (balicku), s jehoZz
pomoci tak lze Mathematicu rozsifit o mozZnost prace s neuronovymi sitémi. Toto je
standardni zptlisob tvorby novych toolboxt, ktery Mathematica podporuje. Vytvoreny
toolbox 1ze do Mathematicy snadno naimportovat, takze studenti by s jeho pouZivanim
neméli mit Zadné problémy. Ke snaz§imu pochopeni slouzi také dokumentace k toolboxu,
kterda obsahuje strué¢ny Gvod do problematiky neuronovych siti, pfedstaveni jednotlivych

vypracovanych siti (funkci) a také praktické ukazky jejich pouziti.
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ZAVER V ANGLICTINE

The main goal of this paper work was to create the utility appropriate for work with
artificial neural networks in the issue of Methods of artificial intelligence which is taught at
the Faculty of Applied Informatics in the Thomas Bata University in Zlin. With agreement
of the supervisor there were specified these neural networks — the simple Perceptron, feed-
forward network with Back-Propagation teaching algorithm and Hopfield network. The
utility has been specified to be evolved in the environment Mathematica as so called

toolbox (package).

All of defined networks were programmed successfully. The simple Perceptron network
was created as a linear classifier of elements filed in two classes. Feed-forward network is
intended towards function (or data) approximation problems. Finally Hopfield network
demonstrates its auto-association ability in the identification of damaged characters. The
program functionality of all the networks was designed similarly. Every network contains
its own functions, which are appointed to work with the certain net. There are functions (or
more precisely structures), which represent networks themselves, other functions are
suitable to train or recollect data from neural networks and also graphic visualization

functions.

The environment Mathematica, which was used to development of the utility, transpired as
an appropriate tool for evolving artificial neural networks. Mathematica uses symbolic
program language that is understandable and easy-to-remember so the work in this
environment was enjoyable and also effective. The final product is distributed as so called
toolbox (or package) and through this toolbox Mathematica can be easily enhanced. This is
standard way to develop new toolboxes, which are supported by Mathematica. The
mentioned toolbox is easily importable to Mathematica so students should not have
problems during work with toolbox. There is also a documentation source that contains
short introducing of neural networks, description of functions and some examples of

practical use. This helps students to understand this topic.
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SEZNAM POUZITYCH SYMBOLU A ZKRATEK

Ul Umél4 inteligence

NS Neuronova sit’

® Prah neuronu

n Koeficient u€eni algoritmu Back-Propagation

H Koeficient setrva¢nosti (Momentum)
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SEZNAM PRILOH

PI

PII

Zdrojové kody toolboxu (umisténo na CD)

Diplomova prace v elektronické formé (umisténo na CD)



