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ABSTRAKT

Cilem této diplomové price je popsani a vytvoreni algoritmu genetického programovani,
ktery je fazen do skupiny evoluc¢nich algoritmt. V teoretické Casti jsou popsany principy a
funkCnost algoritmu genetického programovéini. Vysledkem praktické casti jsou funkce
vytvofené v prostfedi Mathematica, které vcelku tvoii algoritmus genetického
programovani. Spravnost algoritmu je testovdna na vSeobecné uznavanych testovacich

piikladech navrZenych specidlné pro algoritmus genetického programovani.

Klicova slova:

Optimalizace, evolu¢ni algoritmus, genetické programovéni, symbolickd regrese

ABSTRACT

The aim of this work is discribing and making the genetic programming algorithm which
belong to evolutionary algorithms. In theoretical part are discribing principles and
functionality of the genetic programming algorithm. The result of practical part are
function created in computation system Mathematica and they together create the genetic
programming algorithm. The correctness of algorithm is tested on classical examples,

designed especially for the genetic programming algorithm.

Keywords:

Optimization, evolutionary algorithm, genetic programming, symbolic regression
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UVOD

V dneSni moderni dobé se v kazdém odvétvi lidské Cinnosti dostdvame do situaci, ve
kterych narazime na technicky problém. Vzhledem k nasi rostouci technické vyspélosti
zaroven roste i sloZitost téchto problému. Stdle Castéji jsou to problémy tak sloZité, Ze je
nejsme schopni vyfeSit béZnymi analytickymi metodami nebo se setkdvdme s problémy,
kde nevime, jak je vyfeSit nebo jakd md byt struktura idedlniho feSeni. Také proto
v poslednich 30 letech vznikla a vyvijela se fada algoritmi, kterd by dokdazala fesit Sirokou
Skalu problémt, u nichZ jsou argumenty ucelové funkce definovany v riiznych oborech
nebo jsou na feSeni kladena riiznd ekonomicka ¢i fyzikdlni omezeni. Tyto algoritmy jsou
nazyvany jako tzv. evolu¢ni algoritmy a ¢im dél cCastéji se k nim, pifi feSeni riznych

technickych problému uchyluji odbornici z riznych technickych obort.

V této praci jsem si dal za cil vytvofit popis algoritmu genetického programovéni a jeho
jednotlivych ¢asti. Genetické programovéani se fadi mezi tzv. evolu¢ni algoritmy, které jsou
hojn¢ vyuZiviny k feSeni optimaliza¢nich problémid. Evolu¢ni algoritmy vychdzeji

z principtt Darwinovské evolucni teorie.

Mym dal$im cilem bylo soucasné vytvofit ve vypocetnim prostiedi Mathematica funkce,
které v celku budou tvofit algoritmus genetického programovani. Vzhledem ke skutec¢nosti,
Ze genetické programovani 1ze aplikovat na Sirokou $kalu problémi, snaZil jsem se vytvofit
funkce tak, aby také vysledny algoritmus byl aplikovatelny na rizné problémy jen

s minimalnim zasahem do kédu.



UTB ve Zliné, Fakulta aplikované informatiky, 2010

10

I. TEORETICKA CAST
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1 EVOLUCNI ALGORITMY

Evolucéni vypocetni technicky (EVT) jsou numerické algoritmy, které vychazeji ze
zékladnich principi Darwinovy teorie evoluce, jejiz hlavni ideou je predavani
rodicovského genomu novym potomkiim a ndsledné uvolnéni Zivotniho prostoru témto
potomkim. Technologie EVT stoji a padd na existenci tzv. evoluc¢nich algoritmt (EA),
které v podstaté tvoii vétSinu EVT. Mimo EA existuji jeSt€ dalsi rozSiteni, jako genetické

programovani, kterym se tato prace zabyva, evolu¢ni hardware apod.[2]

Evoluc¢ni algoritmy predstavuji netradicni piistup pii hledani optimélniho feSeni slozitych
optimalizacnich problémt, které nejsou feSitelné klasickymi technikami. Evolucni
algoritmy v souCasnosti patii mezi zdkladni nastroje moderni informatiky v pfipadech
hledani feSeni v extrémn¢ sloZitych situacich, kdy pouziti standardnich deterministickych
metod zaloZenych na technikach tuplného prohledavani neni mozné. Ukazuje se, Ze
evolu¢ni metafora je velmi efektivnim pfistupem k feSeni téchto slozitych problémt a to
zejména v piipadech, kdy nepotfebujeme optimdlni feSeni problému, ale vystacime si i

s kvalitnim suboptimalnim feSenim.[2], [3]

Podle klasické Darwinovy teorie evoluce je uznavidno evolu¢ni dogma, podle n¢hoz se
jednotlivé druhy vyvijeji tak, Ze jsou z rodict plozeni potomci, kteii podléhaji pti svém
vzniku mutacim. Rodi¢e a potomci nevhodni pro aktudlni Zivotni prostiedi vymiraji
cyklicky po tzv. generacich, ¢imZ uvoliiuji misto novym lepSim potomktm, ktefi se stavaji

novymi rodi¢i. Schéma principu evoluce je zndzornéno na obrdzku (Obr.1). [2]
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Definice parametr( Generovani
evoluéniho algoritmu (ridici - prvotni nahodné
a ukonéovaci parametry,...) populace

Ohodnoceni kvality
jedined - rodi&d
pomoci Gcelové

funkce

Naplnéni nové
populace vybranymi
nejlepsimi jedinci -
Fesenimi

Nahrada staré
populace populaci
novou

Vybér nejlepéich
jedincl z populace
rodi&id a potomkii

Vybér rodiéd podle
kvality &i jinych
kritérii

Ohodnoceni kvality Tvorba novych /.

potomki
/

novych potomki

Mutace novych y
potomkd

Obr. 1.:Evolucni cyklus [2]

Evoluc¢ni algoritmy nejsou populdrni jen proto, Ze jsou moderni a odliSné od klasickych
algoritmi, ale hlavné pro fakt, Ze v pfipadé¢ vhodného aplikovani jsou schopny nahradit

Cloveéka.[2]

1.1 Optimaliza¢ni algoritmy

Optimaliza¢ni algoritmy jsou mocnym ndstrojem pro feSeni mnoha problémil inZenyrské
praxe. Obvykle se pouZzivaji tam, kde je feSeni daného problému analytickou cestou
nevhodné ¢i neredlné. Pii vhodné implementaci mohou byt aplikovédny tak, Ze neni potteba
Castého uZzivatelského zdsahu do Cinnosti zafizeni, v nichzZ jsou pouzity. VétSina problému
inZenyrské praxe muzZe byt definovdna jako optimaliza¢ni dlohy, napf. nalezeni optimalni
trajektorie robota ¢i optimdlni tloustky stény tlakové nddoby, optimélni nastaveni
parametrd reguldtoru atd. Jinymi slovy, feSeny problém lze prevést na matematickou tlohu
danou vhodnym funk¢énim pfedpisem, jejiz optimalizace vede k nalezeni argument
ti¢elové funkce, coZ je jejim cilem. Piikladti lze nalézt nespocetnd. ReSeni takovych

problému obvykle vyZzaduje préci s argumenty optimalizovanych funkci, pfi¢emz defini¢ni
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obory téchto argumenti mohou byt riznorodého charakteru. Navic v rdmci optimalizace
mohou byt uplatiiovdny rizné penalizace a omezeni nejen na dané argumenty, ale také na
funkéni hodnotu optimalizované funkce. ReSeni takového optimalizacniho problému

analytickou cestou je mnohdy moZzné, nicmén¢ znacn¢ komplikované a zdlouhavé. [2]
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2  GENETICKE PROGRAMOVANI

Genetické programovani (GP) je jedna z evolucnich vypocetnich technik (EVT), kterd
slouzi k feSeni optimalizacnich problémii pomoci pocitacli, vychdzejici z principt
pfirozeného vybéru podle Darwinovy evolu¢ni teorie. V GP pocitace automaticky fesi
problémy, aniZ by byla uZivateli zndma nebo definovana forma nebo struktura optimalniho
feSeni.

Zjednodusen¢ lze fici, zZe stanovime zdkladni stavebni bloky, ze kterych muze byt fesSeni
sloZeno, a zédroven stanovime analytickou metodu, kterd bude popisovat, jak dobie dané
feSeni zadanému problému vyhovuje. Ostatni je zdleZitosti samotného GP. Zjednoduseny

postup je zndzornén na obrdzku (Obr.2).

Stavebni Hodnotici
bloky funkce

Genetické
programovani

VylepSeni
feSeni

Optimaln

2y v e
1 reseni

Obr. 2.:Schéma GP

Historie GP sahd az do roku 1957, kdy se Friedberg snaZil vytvofit samoucici algoritmus.
Program byl reprezentovan jako sekvence instrukci, jejichz kombinaci mél vzniknout

vysledny program. [9]

Rozkvét GP vSak zacind teprve v 80. letech 20. stoleti, kdy se objevuji teoretické prace
védci Smitha a Cramera. Smith a Cramer ve svych védeckych pracich o evolu¢nich
algoritmech definuji genetické operace kiiZeni a mutace a zabyvaji se representaci jedinct

pomoci stromové struktury. [9]

Za zakladatele GP je nicméné povazovan britsky védec John R. Koza, ktery ve svych
pracich polozil teoretické zaklady GP. Koza také definoval mnoho vSeobecné uzndvanych
testovacich ptikladi pro ovéteni funkCnosti GP. Jako ptiklad I1ze uvést uceni Boolean
funkci, problém umélého mravence nebo piiklady z oblasti symbolické regrese. Koza také

standardizoval pouzivani stromové datové struktury pro vyjadieni jedinct v GP. [8], [9]
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S rozvojem pocitacii na konci 20. stoleti a na zacatku 21. stoleti nachdzi GP uplatnéni
v mnoha oblastech, napt. v medicing, ekonomii a financnictvi, fyzice, astronomii, robotice,

v oblasti komunikacnich technologii, vojenskych technologii nebo biochemii.

2.1 Reprezentace

Programy, vyrazy nebo algoritmy, které v GP ptedstavuji hledané feSeni, jsou obvykle
reprezentovany ve formé tzv. syntaktickych stromt. Piiklad syntaktického stromu je

uveden na obrazku (Obr.3). [4]

OO0

Obr. 3.:Syntakticky strom

Syntakticky strom popisuje strukturu programu a sklada se z uzla a listt. Z kazdého uzlu

vychdzi nejmén¢ jedna hrana. Listy pfedstavuji koncové vrcholy stromu. [5]

Obr. 4.:Syntakticky strom s vyznacenim uzlu a listu

Vedle reprezentace pomoci syntaktickych stromil existuji ovSem také jiné implementace
GP, ve kterych jsou feSeni reprezentovdna napt. ve formé obecnych orientovanych graft
(systtm PADO - Paralel Algorithm Discovery and Orchestration) nebo jako sit' uzll

v kartézském soutadnicovém systému (CGP — Cartesian Genetic Programming). Dalsi
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reprezentace jedincll je moznd s vyuzitim kontextové nebo bezkontextové gramatiky

(GGGP — Grammar-based Genetic Programming). [4]

Nicméné pro ucely dalStho vykladu bude v této praci pouZita stromova struktura

reprezentace.

2.2 Terminologie

2.2.1 Jedinec, populace

Stejné jako u ostatnich EVT, tak i v pfipad¢ GP se setkdvame s pojmy jedinec a populace.
Jedinec pfedstavuje v GP jedno aktudlni konkrétni feSeni daného problému a populaci se

rozumi mnozina pfedem stanovené velikosti, obsahujici dany pocet jedincii. [4]

2.2.2 Funkce, terminaly

Kazdy jedinec ma svou specifickou strukturu a je konstruovdn ze dvou mnozin symbolii.

Z mnoZiny termindlQ T:{tl,tz,...,tm} a zmnoziny funkci F :{fl, Sosees fn}. Kazda
konkrétni funkce f, € F ma specificky pocet argumentii by,b,,...,b,. V zdvislosti na

konkrétnim feSeném problému mohou byt funkcemi standardni aritmetické operace
(sCitani, odcitani, nasobeni a dé€leni), standardni matematické funkce (sin, cos, tan, cotg,
abs, apod.), logické operace (and, or, not, xor, apod.), podminéné piikazy (if-then-else,
apod.), iterativni operdtory (do, while, apod.) a jiné. Termindly mohou byt proménné,
konstanty nebo funkce bez argumentli, které maji néjaky vedlejsi efekt (MoveLeft,

TurnRight, apod.). [6]

Pfi reprezentaci jedincii pomoci syntaktickych stromi ptedstavuji uzly funkce a listy
reprezentuji termindly. Pocet hran vychdzejicich zkazdého uzlu ptedstavuje pocet

argumentl funkce. Pocet argumentll dané funkce se také oznacuje jako arita této funkce.

[5]
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Obr. 5.:Reprezentace jedince

Na mnoziny F a T jsou kladeny dva zdkladni pozadavky. Prvnim je tzv. poZadavek
uzavienosti mnoziny funkci a mnoziny termindlt. Jinymi slovy, je nutné, aby vystup
libovolné funkce a termindlu mohl figurovat jako kterykoliv argument jakékoliv jiné
funkce. Druhym pozadavkem je tzv. uplnost a postacitelnost mnoziny funkci a mnoziny
termindld vzhledem k dané dloze. Rozumi se tim, Ze prvky mnoZiny funkci a mnoZiny

termindltl musi byt vhodné zvoleny v zdvislosti na feSené tloze. [5], [6]

2.3 Algoritmus genetického programovani

2.3.1 Schéma algoritmu genetického programovani

Algoritmus GP se skladd z nckolika casti, které na sebe logicky navazuji. Schéma

algoritmu GP je zndzornéno na obrazku (Obr.6).
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Obr. 6.:Algoritmus GP

Samotny algoritmus zac¢ind vygenerovdnim pocate¢ni populace. Populace ma predem
definovanou velikost a je volena v zavislosti na sloZitosti feSeného problému. Po vytvoreni
pocatecni populace dojde k ohodnoceni vSech jedincti v populaci pfedem stanovenou
analytickou metodou. Nasleduje kontrola splnéni ukoncovacich podminek. Pokud tyto

podminky nejsou splnény, dochdzi k vytvofeni nové generace jedincl. Nejprve se zcela
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ndhodné vybere tzv. geneticky operator — reprodukce, mutace nebo kiizeni. Nasledné se
tento geneticky operator aplikuje na jedince vybrané na zdklad€ jejich vhodnosti. Pocet
vybranych jedincii zavisi na zvoleném genetickém operatoru. Pfi reprodukci a mutaci je
vybran jen jeden jedinec, pro kiiZeni je tfeba mit jedince dva. Aplikaci genetickych
operatori vzniknou potomci, ktefi jsou vloZeni do nové populace. Potomci jsou timto
postupem vytvafeni tak dlouho, dokud neni velikost nové populace stejnd jako velikost
populace ptivodni. U nové vzniklé populace dochédzi opét k ohodnoceni vsSech jedinct a
cely proces se opakuje do té doby, dokud nejsou splnény stanovené ukoncovaci podminky.
Ukoncovaci podminky jsou dvojiho typu. Jednak muze dojit k ukonceni evoluce, pokud

doslo k vytvoteni pfredem stanového poctu generaci nebo v ptipadé, Ze se v dané generaci

vyskytuje optimdlni feSeni nebo dostate¢n¢ kvalitni suboptimalni fesSeni. [1], [3], [6]

2.4 Inicializace populace

V GP jsou jedinci v pocatecni populaci vytvateni ndhodnou kombinaci funkci a termindll z
danych mnoZin F a T. Zaroven je na zacitku evoluce nutné definovat maximalni hloubku
syntaktickych stromt v poc¢atecni populaci. Maximalni po¢ate¢ni hloubkou se rozumi pocet

hran vedoucich z kofene stromu k nejvzdalenéjSimu uzlu. Ve vétSiné piipadl se pouziva

pocatecni hloubka D . =6. Pro generovani pocatecnich stromii o dané hloubce existuje

n¢kolik metod, z nichZ nejpouzivanéjsi jsou tplnd metoda, rostouci metoda a metoda pil

na pul. [5]

2.4.1 Uplna metoda

U této metody jsou vytvafeny stromy, ve kterych se vSechny listy nachazeji ve stejné
hloubce. Neznamend to ovSem, Ze vSechny pocdtecni stromy budou mit stejny pocet uzli
nebo stejny tvar. Tvar syntaktického stromu je ovlivnén aritou ndhodné vybranych funkci
na pozicich uzld. Vytvareni stromu probiha tak, Ze se v maximdlni hloubce vybiraji pouze

termindly a v ostatnich hloubkéch se voli pouze funkce. [5]
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Obr. 7.:Tvorba populace viplnou metodou

2.4.2 Ristova metoda

Pfi pouziti ristové metody vznikaji mnohem rozmanitéjsi syntaktické stromy, protoze
v kazdé vrstvé s vyjimkou posledni vrstvy se rozhoduje zcela ndhodnég, zda bude pouZita
funkce nebo termindl. Jakmile je vybran termindl, je piislusnd vétev stromu hotova bez

ohledu, zda se dosdhlo poZadované maximalni povolené hloubky. [5]

g

Obr. 8.:Tvorba populace rustovou metodou

2.4.3 Linearni pil na pul metoda

V praxi se ovSem doporucuje pouzivat metodu pll na piil, coZ znamend, Ze polovina
jedincti v pocatecni populaci je vytvofena uplnou metodou a druhd polovina je vytvoiena
rostouci metodou. Zarovenn by meély byt rovnomérné zastoupeny syntaktické stromy
ruznych hloubek. Tedy, napt. pii velikosti populace N=/00 a maximélni hloubce D,,,,=6

bude 50 stromi generovano Uplnou metodou (z toho 10 stromil s hloubkou 2, 10
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s hloubkou 3, atd.) a 50 stromi rostouci metodou (z toho 10 stromu s hloubkou 2, atd.).

Tato metoda zajist'uje vznik populace s dostate¢n¢ bohatou Skdlou jedinct. [5]

Stejni jedinci v pocateni populaci mohou podle Kozy nepfiijatelné sniZit genetickou
rozmanitost populace. TudiZ je Zadouci, ale ne nezbytné, pfi vytvafeni poc¢itecni populace

zabranit tomu, aby se v této populaci vyskytovali dva stejni jedinci. [6]

2.5 Vhodnost

Pfi vytvafeni pocateCni populace a v pribéhu evoluce vznikaji na zdkladé¢
preddefinovanych funkci a termindll jedinci s velmi rozmanitym sloZenim. JelikoZ toto
vytvaieni probihd zcela ndhodné a nekontrolovatelné, existuje pravdépodobnost vzniku
jedinct, ktefi budou pro feSeni zadaného problému v porovndni s ostatnimi jedinci v
populaci mén¢ vhodni nebo zcela nevhodni. Odpoved’ na to, jak moc je jedinec vhodny pro
feSeni daného problému ndm dava urceni vhodnosti vSech jedincii. Ohodnoceni jedincii
v populaci je hlavnim a casto jedinym prostfedkem k rozpoznani optimélniho feSeni.

Ohodnoceni miZe byt provddéno mnoha riznymi zplsoby. [6]

2.5.1 Hruba vhodnost

Prvni zplisob ohodnoceni je tzce spjat s ucelovou funkci definovanou pro dany problém.
Pro tento zplsob se pouZzivd anglicky nazev raw fitness (volné pieloZzeno jako hruba
vhodnost). Na tuto vhodnost nejsou kladeny Zadné omezeni. Hruba vhodnost je dzce spjata
s konkrétnim feSenym problémem a je vyjadiena terminologii pouzitou u daného problému.

2 M2

V podstaté se d4 fici, Ze se jednd o icelovou funkci. [6]
Fp,=f(x)

Napiiklad u problému tzv. umélého mravence bude F, predstavovat pocet kouskl jidla
snézeného mravencem a napf. u symbolické regrese bude F, definovdna jako soucet

absolutnich hodnot odchylek spravného feseni a aktudlniho vypocteného feSeni. [6]

Protoze hrubd vhodnost je definovdna znacné volné a bez jakéhokoliv omezeni, neni
pouzitelnd v GP na vSechny problémy. Obvykle pouze poskytuje zpétnou vazbu uzivateli.
Spise je v GP zvykem pfevadét hrubou vhodnost na tzv. standardizovanou vhodnost

(standardized fitness). [6]
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2.5.2 Standardizovana vhodnost

Standardizovand vhodnost je jinou formulaci hrubé vhodnosti. Formulujeme ji tak, Ze
mensi hodnota znac¢i lepsi feSeni. Pokud u konkrétniho problému znaci mensi hodnota

hrubé vhodnosti lep$i feSeni, potom je standardizovand vhodnost rovna hrubé vhodnosti:
Fy =F

Je vhodné a 7Zidouci, aby hodnota standardizované vhodnosti pro jedince ptfedstavujiciho

optimalni feseni byla rovna 0. [6]

Pokud predstavuje vétsi hodnota hrubé vhodnosti lepsi feSeni, je standardizovand vhodnost
urcena rozdilem maximalni hodnoty hrubé vhodnosti a vypoc¢tené hrubé vhodnosti pro

aktudlniho jedince, tedy:

F,=F

R max

_FR

Jediné podminky kladeny na standardizovanou vhodnost jsou ty, Ze standardizovana
vhodnost nesmi byt zdpornd a mensi hodnotou vhodnosti je reprezentovan vhodnéjsi

jedinec. Je bézné, ale ne absolutné nezbytné definovat optimalniho jedince hodnotu 0. [6]

2.5.3 Upravena vhodnost

Standardizovand vhodnost neni omezend maximdlni hodnotou, kterd miiZe byt piifazena
ohodnocenému jedinci. Tato skute¢nost muze byt ponékud matouci a proto je jednodussi,
pokud lze fici, zda je konkrétni jedinec lep$i neZ jiny a predevSim jak moc je lepsi.
Z tohoto duvodu ptfevadime standardizovanou vhodnost na tzv. upravenou vhodnost

(adjusted fitness). Tato vhodnost je uréena podle vzorce:

1
1+ F

A

Hodnoty jsou v rozsahu od 0 do 1, pfi¢emz vétsi hodnota znaci lepsiho jedince, coz je
pfesné naopak neZ u standardizované vhodnosti. Upravena vhodnost tedy presné urcuje, jak

moc je jedinec lepsi v porovnani s jinym jedincem v populaci. [6]

2.5.4 Normalizovana vhodnost

Vedle vySe zminénych typt vhodnosti existuje jesté¢ jeden uZiteCny a vyuZivany typ

vhodnosti, tzv. normalizovana vhodnost (normalized fitness). Je ur¢ena nasledovné:
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Fy

N
2.5

i=1

F, =

Pro normalizovanou vhodnost plati, Ze mlize nabyvat hodnot v rozmezi 0-1, vétsi hodnota
znaci lepsiho jedince a soucet normalizovanych vhodnosti u vSech jedinct v populaci je

roven 1. [6]

2.6 Vybér rodici

U genetickych operdtord, jez budou popsany za chvili, je nutné na zacatku vybrat vhodné
jedince, na které budou tyto operatory aplikovany. Tento vybér se déje nékolika zptisoby,
z nichZ standardné pouzivané jsou tzv. turnajova selekce a vybér na zédklad€ vhodnosti

jedince. [6]

2.6.1 Turnajova selekce

Nejcastéji pouzivanou metodou pro vybér jedincu, kteii se budou ucastnit genetickych
operaci v GP, je turnajova selekce. Z populace je ndhodné vybrdn urcity pocet jedincii
(nejcasteji dva jedinci). Tito jedinci se navzdjem porovnaji a jako rodi€ je posléze vybran
jedinec s lepsi hodnotou normalizované vhodnosti. Turnajova selekce sleduje pouze to,
ktery jedinec je lepsi nez jiny. Netfikd ndm jak moc je lepsi. Vyhodou této vybérové metody
je, Zze nedochazi k upfednostiiovani nejlepsich jedincti. Kdyby tomu tak bylo, vedlo by to
k rapidnimu sniZeni rozmanitosti populace. Turnajova selekce zajiStuje, Ze i jedinec

s prumérnou vhodnosti ma Sanci stit se rodicem a tcastnit se genetickych operaci. [6], [7]

2.6.2 Vybér na zakladé vhodnosti

Pfi této metode vybéru jedinci se vyuzivd vlastnosti normalizované vhodnosti. Jak jiz bylo
zminéno vyse, soucet normalizovanych vhodnosti vSech jedinci v populaci je roven 1.
N
Plati tedy, Ze Z F, (i) =1. Nahodné se zvoli ¢islo k e <0;1> , ndsledné se prochazi populace
i=1
a scitaji se normalizované vhodnosti jedincti, dokud je soucet vhodnosti mensi nez zvolené
j
Cislo k. F( j);ZF v(@) <k. Pfi vybéru na zakladé¢ vhodnosti maji jedinci s lepsi
i=1

vhodnosti vétsi pravdépodobnost vybéru nez jedinci s mensi vhodnosti. [6], [7]
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2.7 Genetické operace

Genetické operace jsou procesy, pii kterych vznikaji (s vyjimkou genetické operace
reprodukce) novi jedinci. Volba genetického operatoru, ktery bude pouZzit pro tvorbu
nového jedince, je zdvisld na tzv. frakci. Frakce genetické operace urcuje podil jedinct,
ktefi budou vytvofeny danou genetickou operaci. Genetické operdtory jsou vzdjemné
vyluéné, coz znamend, Ze nemohou byt aplikovdny souCasné. Mezi genetické operace se
fadi operace reprodukce, kfizeni a mutace. Cilem kazdé z téchto operaci je vytvoreni
nového potomka. KiiZzeni je typicky aplikovdno s nejvyssi pravdépodobnosti, parametr

frakce kiiZeni (crossover fraction) urcuje, kolik jedinct vznikne operaci kiizeni. NejCast&;ji
je parametr frakce kifZeni voli p. =90% =0,9 nebo vice. Naproti tomu, parametr frakce
mutace (mutation fraction) je mnohem mensi, typicky p, =1%=0,1. Pokud je
Pc+py <1, je pouzit také operator reprodukce a parametr frakce reprodukce

(reproduction fraction) se urci jako p, =1-— ( Pe+Pu ). [6]

2.7.1 Reprodukce

Pti reprodukci je pomoci jedné ze selekcnich metod vybran jeden jedinec z populace a jeho
kopie je vloZena do nové populace. Reprodukce jako jedind z genetickych operaci vytvati
piimou kopii jedince, coz vede k tomu, Ze jedinec ma v dalsi generaci vétSi Sanci byt

vybrén jako rodi€. [7]
Rodi Potomek

Reprodukce

OO > & G

Obr. 9.:Genetickd operace - reprodukce

2.7.2 Kfrizeni

DalSi genetickou operaci je operace kiiZzeni. Béhem této operace vznikaji ze dvou ndhodné

vybranych jedinct (rodicli) novi potomci, ktefi maji strukturu slozenou z obou rodi¢a. Pii
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kiiZeni je bézné, ze do nové populace bereme jen jednoho jedince. Je mozné také definovat
verzi kiizeni, kdy vznikaji potomci dva, ale konecné rozhodnuti je zdlezitosti
programétora. Body kfizeni nejsou vybirdny srovnomérnym rozd€lenim, protoze pii
pouZziti tohoto rozdé€leni dochdzi k vyméné jen malého mnoZstvi genetického materidlu.
Koza proto doporucuje, aby z 90% dochéazelo ke kiiZeni v mistech funkci (bodem kiiZeni

bude vnitini uzel) a z 10% v mistech termindli (bodem kiiZeni bude vné&jsi uzel). Existuji 3

typy kiiZeni a to kiiZeni podstromil, jednobodové kiiZeni a arita-2 kiiZeni. [7]

Vv

2.7.2.1 KiiZeni podstromi

U tohoto druhu kiiZeni se nejprve pomoci zvolené selekéni metody vybere prvni rodi¢ a
dale se ndhodné¢ zvoli uzel, kde dojde ke kiizeni. Nasledné se vybere opét selekéni
metodou druhy rodi¢ a také jeden ndhodné€ zvoleny uzel. Vybrané podstromy se v danych
uzlech prohodi a vzniknou dva jedinci, ktefi jsou ndsledn¢ vlozeny do nové populace.
Nejcastéji se vSak do dalsi generace bere jen jeden potomek. Tato zdleZitost uz je v rukou

samotnych tvlirct programu. [7]
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Obr. 10.:KriZeni podstromi

2.7.2.2 Jednobodové kiizeni

Dal$im typem kiiZeni je tzv. jednobodové kiiZeni (one-point crossover). Pfi tomto druhu
kiiZeni se urci ¢asti stromdu, které jsou z topologického hlediska spolecné pro oba jedince.
V této C4sti se vybere uzel, ktery je tudiZ spoleny pro oba jedince a tento uzel se stane
bodem kiiZeni. Jednobodové kiiZeni zarucuje, Ze nebude dochdzet k pfiliSnému rlstu

stromll u potomkd. [7]
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Obr. 11.:Jednobodové kiizeni

006

2.7.2.3 Arita-2 kiiZeni

M

Poslednim typem kiiZeni je tzv. arita-2 kiiZeni. Princip spoc¢iva v ndhodném vybéru funkce

saritou 2 z mnoziny funkci. Jako prvni argument bude slouZzit prvni rodi¢, druhym

argumentem bude druhy rodi¢€. [7]



UTB ve Zliné, Fakulta aplikované informatiky, 2010 28

Rodi¢ 1 Rodi¢ 2
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Obr. 12.:Arita-2 kriZeni

2.7.3 Mutace

Genetickd operace mutace pracuje pouze s jednim jedincem. Neni pfili§ pouZivand, jelikoz
pii této operaci dochdzi k ndhodnym zméndm struktury jedince a to ma ve vétsiné piipada
za nésledek zhorSeni vhodnosti nové vzniklého jedince. DalSim diivodem je, Ze pfi
CastéjSim aplikovani mutace by algoritmus mél charakter ndhodného prohleddvani.
Existuje mnoho typii mutaci, nicméné nejcasteji pouzivané jsou mutace podstromu, mutace
podstromu se zachovanim velikosti, bodovd mutace, mutace konstanty, systematicka

mutace konstant, vyzveddvajici mutace, smrst'ujici mutace a permutace. [7]

2.7.3.1 Mutace podstromu

Nejvice pouzivany druh mutace je tzv.mutace podstromu (subtree mutation). Pii této
mutaci je ndhodn€ vybrany podstrom nahrazen jinym ndhodné vytvofenym podstromem.

[7]
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. Néhodné vygenerovany
Rodi¢ podstrom Potomek

Nahodn¢ vybrany
podstrom

Obr. 13.:Mutace podstromu

2.7.3.2 Mutace podstromu se zachovdnim velikosti

Mutace podstromu se zachovanim velikosti nové vzniklého jedince (size-fair subtree
mutation) je témct totoznd s pfedchozim typem mutace. Ndhodné vybrany podstrom je
nahrazen jinym ndhodné vytvofenym podstromem, pficemz se koriguje jeho velikost.

Velikost d, ndhodn€ vytvofeného podstromu je bud’ stejnd jako u nahrazovaného

) d, 3d ) .
podstromu nebo je volena v rozsahu d, € ( 2S ,TS), kde d, je velikost nahrazovaného

podstromu. [7]

Nahodné€ vygenerovany
Rodi¢ podstrom Potomek

Nahodné vybrany

podstrom 6 ° e °

Obr. 14.:Mutace podstromu se zachovdanim velikosti
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2.7.3.3 Bodova mutace

Dals$im typem mutace je tzv. bodova mutace (point mutation). Pti této mutaci je ndhodné
vybrany uzel obsahujici prvek z mnoZiny funkci nahrazen jinym prvkem z této mnoZiny.

Nahrazované funkce musi mit stejny pocet argumentli. Argumenty funkce zlstdvaji

nemenné. [7]

Rodié Potomek

Bod

mutace e

QOO ©]0]0]O0

Obr. 15.:Bodovd mutace

2.7.3.4 Mutace konstanty

Pfi této mutaci dochdzi ktomu, Ze se ndhodné¢ zméni hodnota konstanty jednoho
z termindll. Piipadné dochdzi k mutaci konstanty pfiddnim ndhodného Sumu podle

Gaussova rozdéleni. [7]

Rodié Potomek

mutace

Obr. 16.:Mutace konstanty
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2.7.3.5 Systematickd mutace konstant

Tato mutace se pouziva jen ke konci evoluce. Je zde snaha vyladit konstanty néjakou
optimalizacni metodou. Napfiiklad nelinedrni metodou nejmensich ¢tverci nebo pomoci

simulovaného zihani. [7]

2.7.3.6 Vyzveddvajici mutace

Jinym typem mutace, ktery je pouZivdn je tzv. vyzveddvajici mutace (shrink mutation). Pii
této mutaci je ndhodné vybrany podstrom nahrazen ndhodné vybranym termindlem.
Hlavnim cilem této mutace je sniZeni velikosti urcité vétve jedince. Ve vétSiné piipadil
dochazi ke sniZeni velikosti celého jedince. [7]

Nahodné vygenerovany
Rodi¢ termindl Potomek

O ®

00,

Nahodn¢ vybrany
podstrom

Obr. 17.:Vyzveddvajici mutace

2.7.3.7 Smrst’ujici mutace

Dal$im typem mutace je tzv. smrst'ujici mutace (hoist mutation). Pfi této mutaci vznika
novy jedinec, ktery je kopii ndhodné vybraného podstromu svého rodice. Potomek bude

tudiZ mensi a bude mit mensi pocet uzll. [7]
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Nahodné vybrany

podstrom Potomek

Obr. 18.:Smrstujici mutace

2.7.3.8 Permutace

Poslednim typem mutace, o kterém bude zminka, je tzv. permutace. Pfi permutaci je
ndhodné vybran uzel, ktery obsahuje funkci a u této funkce dojde k permutaci argumentt.
Je logické, Ze vybrana funkce nesmi byt komutativni, jinak by tato mutace nemé€la Zadny

efekt a potomek by byl ¢istou kopii rodice. [7]

Rodi¢ Potomek

Obr. 19.:Permutace

2.8 Bloat efekt

Z podstaty GP jakozto metody, kterd na rozdil od klasickych genetickych algoritmua (GA)

pracuje s jedinci proménné délky a struktury, vyplivda, Ze mlize dochazet k neimérnému
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naristu velikosti zpracovavanych stromovych struktur. Tento jev se nazyva bloat efekt
(bobtnani). Bloat efekt se projevuje vzristem komplexity vyvijenych programii.
Generovand feSeni mohou obsahovat casti kodi, které nic nekonaji. Kod s veétsi
komplexitou vétSinou dostateCné nezobeciiuje (projevuje se patologické chovani). Bloat
efekt jde proti snaze ziskat efektivni feSeni. Velikost nadbyte¢ného kdédu roste s poctem

generaci. [11], [12]

2.8.1 Odstranéni blat efektu

Existuje nékolik zpisobi, jak udrZet rozumnou velikost vyvijenych programl po celou
dobu vypoctu a casteCné tak zamezit vzniku bloat efektu. Mezi vyuzivané zpusoby patii
omezeni na pocet uzll nebo hloubku generovanych feSeni. Jinym zpisobem, jak se branit
nezadoucimu bobtnani kédu, je zavedeni vicekriteridlni fitness, kdy se pii ohodnoceni
feSeni bere v potaz nejen kvalita daného feseni, ale i jeho komplexita. DalSim zplsobem je
archivace vhodnych jedinci za kazdou generaci, kaskddovani (reinicializace-udrzuje

diverzitu) nebo pouZivani vyvazenych (inteligentnich) operatorut. [4], [5]

2.9 Parametry algoritmu genetického programovani

Stejné jako jiné evolu¢ni algoritmy, tak i algoritmus GP ma nékolik fidicich parametrt,
jejichz nastaveni vyznamné ovliviiuje béh algoritmu a dosazeny vysledek. Parametry

algoritmu GP mtiZeme rozd¢lit na hlavni a vedlejsi.

2.9.1 Hlavni parametry

Hlavni parametry maji vliv na rychlost béhu algoritmu a na kvalitu vysledného feSeni.

Hlavni parametry jsou:

e Generations (pocet generaci). Tento parametr urcuje, po kolik generaci algoritmus
b&zi. Cim vétsi je polet generaci, tim vét§i je i pravdépodobnost dosaZeni
vyhovujiciho vysledku.

e PopSize (velikost populace). PopSize znac¢i pocet jedinci v populaci. Velikost

populace se stanovuje na zdkladé sloZitosti feSeného problému. Cim vétsi je sloZitost

problému, tim vétsi populace se voli. Velky pocet jedincii v populaci ovSem sebou
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nese nevyhodu v podob¢ delsiho béhu algoritmu. Koza doporucuje volit velikost

populace v rozmezi PopSize € <300;10000> jedinct.

e Depth (hloubka). Tento parametr zna¢i maximélni hloubku syntaktického stromu,
kterym je reprezentovan kazdy jedinec v pocatecni populaci. Koza doporucuje hloubku

Depth=6.

¢ Functions (mnozina funkci). Tento parametr obsahuje funkce sjednim a vice

parametry, pficemz typy funkci se voli v zavislosti na feSeném problému

¢ Terminals (mnoZina termindlil). Je to parametr obsahujici proménné, konstanty nebo
funkce bez argumentl. Stejné jako u mnozZiny funkci, tak i zde se termindly voli

v zavislosti na feSeném problému

e FrMutace (frakce mutace). Parametr frakce mutace znaci, kolik procent jedinct

vnové generaci ma vzniknout pomoci genetického operdtoru mutace. Koza

doporucuje volit tento parametr FrMutace € <O;0,l> .

MV MV s

¢ FrKrizeni (frakce kiiZeni). Parametr frakce kiiZeni znaci, kolik procent jedincti v nové

generaci ma vzniknout pomoci genetického operatoru kiizeni. Koza doporucuje volit

tento parametr FrKrizenie <O,8;O,95> .

¢ FrReprodukce (frakce reprodukce). Parametr frakce reprodukce znaci, kolik procent

jedinci v nové generaci ma vzniknout pomoci genetického operdatoru reprodukce.

Koza doporucuje volit tento parametr FrRepodukcee <0;0,05> .

2.9.2 Vedlejsi parametry

Vedlejsi parametry slouzi pfedevsim k tomu, aby nedochézelo k tzv.bloat efektu a tudiz ke
zvySeni vypocetniho ¢asu a vytvareni jedinct extrémni velikosti. VedlejSimi parametry

jsou:

DepthAfterCrossover (hloubka jedince po kiiZeni). Timto parametrem se ovliviiuje

hloubka syntaktického stromu jedince vzniklého kiiZzenim.

LeafCountAfterCrossover (pocet listil jedince po kifiZeni). Nastavenim tohoto parametru

se ovliviiuje pocet listl jedince vzniklého kiiZenim.
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DepthAfterMutation (hloubka jedince po mutaci). Timto parametrem se ovliviiuje

hloubka syntaktického stromu jedince vzniklého mutaci.

LeafCountAfterMutation (pocet listli jedince po mutaci). Nastavenim tohoto parametru

se ovliviiyje pocet listl jedince vzniklého mutaci.

LeafPst (pravdépodobnost vybéru vnitiniho uzlu). Koza svymi pokusy zjistil, Ze pokud je
jako bod kiiZeni volen oproti vnéjSimu uzlu vnitini uzel s vyS$si pravdépodobnosti, ma to za
nasledek rychlejsi prubéh evoluce. Zaroven cCastéjsi vybér vnitintho uzlu sniZuje riziko
vzniku tzv.bloat efektu. Koza doporucuje volit wvnitini uzel jako bod kiiZeni

s pravdépodobnosti LeafPst =0,9 .

2.10 Vyuziti

Genetického programovani nachdzi uplatnéni v mnoha odvétvich lidské a technické

¢innosti. Jako ptiklad lze uvést:[7]

e gsymbolicka regrese,

¢ fitovini a modelovéni dat

¢ navrh elektrickych obvodi,

e zpracovani obrazu a signélu,

e predikce ¢asovych fad a ekonomickych modeli,

e fizeni primyslovych procest,

e |¢kafstvi, biologie a bioinformatika,

¢ umg¢ld inteligence v pocitacovych hrach,

e komprese obrazu, zvuku nebo dat,

e fraktdly a teorie chaosu
Za zminku stoji, Ze pomoci GP byly navrzeny napt. elektrické obvody pro Casové optimalni
fizeni robota, PID a PID-D2 reguldtory, tfidici sit pro 7 prvki béhem 16 krokd,
elektronicky teplomér, dolno-propustny filtr, anténa vyvijend pro NASA (Obr.20) nebo
kompresni algoritmy. Déle se GP Casto pouZiva pro navrh optimélni struktury neuronovych

siti. [7]
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Obr. 20.:Anténa navrZend pomoci GP
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II. PRAKTICKA CAST
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3 PROSTREDI MATHEMATICA

Mathematica je svétové nejproslulejsi a v souCasnosti s nejvétsi pravdépodobnosti také
nejlepsi vypocetni systém vytvoreny spolecnosti Wolfram Research. Poprvé byl uveden 23.
cervna 1988. Autorem softwaru Mathematica je britsky matematik Stephen Wolfram.
Hlavni myslenkou, kterd stdla za vznikem Mathematici, bylo vytvofit jeden samostatny
systém, ktery by dokdzal zvladnout vSechny aspekty technického programovéni. To se
podatilo diky vytvofeni nového typu symbolického pocitacového jazyku vyuZzivajiciho
prvky umg¢lé inteligence. V dnesni dobé miiZeme pojem Mathematica chdpat jako

programovaci jazyk, vyvojové prostiedi nebo jako obrovskou znalostni databazi. [10]

V dnesni dobé je Mathematica pouZzivdna v matematice, fyzice, biologii, chemii, geografii,
ekonomii nebo informatice. Je pouZivand pfi vyuce na stfednich $koldch a univerzitach po

celém svét€ nebo na vSech 15 ministerstvech americké vlady. [10]

V Matemathice lze provadét okamzité vypocty a vizualizace, pfistupovat piimo do hlavni
databdze nebo prosttednictvim Internetu ke vzddlenym databdzim, vytvéret zdznamy prace,
vytvaret interaktivni dokumenty a prezentace, psat programy v jazyce Mathematica nebo
vytvafet rozsdhlé aplikace. Mathematica pracuje sdaty jakéhokoliv typu, napf.
s chemickymi daty, geografickymi, socioekonomickymi, financnimi nebo astronomickymi.
Déle je moZzné automaticky importovat nebo exportovat data v jednom z vice nez 200
podporovanych forméti, ptfipojovat se k externim programiim, databdzim nebo webovym
strdnkdm, piipadné odesilat data pfimo z programu na e-mail. [10]
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Obr. 21.:Prostredi Mathematica [10]

Pfi praci v Matematice se pouZivd soubor, ktery se nazyva notebook. Tento soubor
automaticky organizuje vSechno do spustitelného, interaktivniho dokumentu. Zakladnim
objektem notebooku je buiika, do niZ se piSi piikazy. Notebook obsahuje buiiky, které

ukazuji strukturu dokumentu. Kazdy vypofet mad svou vstupni a vystupni bunku.
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PoZzadavek na vypocet buiiky se piedava jadru, tzv. Kernelu, které poZadavek vyhodnoti a

vykond. Notebook miiZe obsahovat text, grafiku, matematicky

animaci, zvuk nebo video. [10]

Ty . i »
e ['heory of the Sundial

section contents ™ . c o stial Mechanics S

v Mation of the Sun
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dapands on the lime

Text

Graphics ==

Typeset math =T*

Runnable code —p—+

v Analemmas

Ernbedded
interactivity

0% =

Motebooks can include animation, sound, and other multimedia content

Obr. 22.:Notebook [10]

vzorec, spustitelny kod,

Cell brackets show
dDCLI ment structure
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b is immediately editable,
interactive, and printable

Mathematica podporuje paralelni vypocty a obsahuje rozhrani pro komunikaci s jinymi

technickymi programy jako MATLAB, LabView a jinymi.

S vyuzitim specidlniho

protokolu MathLink umoznuje Mathematica volat své funkce i z jinych programovacich

jazyki, a to C, .NET, Java, Haskell nebo Visual Basic. Mathematica je dostupnd pro 32 a

64bitové architektury procesort a platformy Windows, Linux, MAC OS X a Solaris. [10]
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4 POPIS PROGRAMU

Pro velkou obsahlost celého programu zde uvadim vypis a popis jen nékterych funkci.

Kompletni zdrojovy kéd vcetné detailniho popisu vSech funkci je uveden v piiloZeném

souboru.
4.1 Generovani jedincu

1 PopInit[depth_,method_String, op0_,preop0_,var0_]:=

2 Block [ {d=depth, op=0op0, preop=preopl, var=var0, index,

3 Composite,Arity},

4 If[d>0,Composite=Join[op, preop,varl];

5 Arity=Join[ConstantArray[2,Length[op]],

6 ConstantArray[l,Length[preop]],ConstantArray [0, Length[var]]],
7 Composite=var;

8 Arity=Table [0, {Length[var]l}]l];

9 If [method=="Full",
10 If[d>0, index=RandomInteger {1, Length[op]+Length[preop]l}];
11 Switch[Arity[[index]],
12 2,Composite[[index]] [PopInit[d-1,method, op, preop,varl,
13 PopInit[d-1,method, op, preop,var]],
14 1,Composite[[index]] [PopInit[d-1,method, op, preop,var]ll,
15 index = RandomInteger[{1l, Length([var]}l];
16 If [index==2,RandomReal [{-6,6}],Composite[[index]]1]1],
17 If [method=="Grow", index=RandomInteger[{1,Length[Composite]}];
18 Switch[Arity[[index]],
19 0,If[index==Length[Composite], RandomReal[{-6, 6}],
20 Composite[[index]]1],
21 1,Composite[[index]] [PopInit[d-1,method, op, preop,varll,
22 2,Composite[[index]] [PopInit[d-1,method, op, preop,varl,
23 PopInit[d-1,method, op,preop,var]lllll;

2N s

Funkce Poplnit[] vytvafi na zdkladé zvolené mnoZiny funkci, mnoZiny termindlti, metody

generovani a hloubky ndhodného jedince. Vytvafeni syntaktického stromu probihd zleva

nahote smérem vpravo dolt (Obr.23, Tab.1).
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Obr. 23.:Vytvdreni jedince

Krok | Jedinec

1. +

2. Sin[]+

3. Sin[2]+

4. Sin[2]+ *

5. Sin[2]+x*

6. Sin[2]+x* (-3)

Tab.1.:Vytvéreni jedince

4.2 Vhodnost

Ucelova funkce, kterd poéitd ohodnoceni daného jedince na zdkladé zadanych dat, je

definovana nasledovneé:

1 RawFitness[jedinecO_, datalO_] :=

2 Quiet [With[{jedinec = jedinecO /. DisTransform, data = datalO},
3 If[Head[jedinec] === Real, suma = 9999,

4 TimeConstrained]

5 suma=Sum[Abs [N[ (data[[i,2]]-(jedinec/.x—>data[[1,11]1)),81],
6 {i, 1, Length[datal}l, 2, suma 999911;

7 If[ (Head[suma] === Real && suma =!= Overflow([]) ||

8 Head[suma] === Integer, suma,

9 9999111

Na tadku 5 je vypocet samotné ucelové funkce, kterd je definovana jako soucet absolutnich

hodnot rozdilu skute¢nych a aproximovanych hodnot.
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4.3 Vybér jedinci

Vybér jedincti mize probihat na zaklad€ turnajového vybéru nebo na zakladé vhodnosti.

1 TournamentSelection[population_, NormFit_, nindividual_] =

2 Module[{pop = population, nf = NormFit, ni = nindividual, ind},
3 ind = RandomSample [Range[Length[pop]l]l, ni]l;

4 inds = Table[{ind[[i]], nf[[ind[[i]]]11}, {i, 1, Length[ind]}];
5 bestind

6 popllinds[[Position[inds[[All,2]],Max[inds[[A11,2]11,1,11//

7 Flatten,1]]1[[11]111;

8 bestind];

U turnajové selekce 1ze pomoci parametru nindividual zvolit pocet jedinci, kteii se budou

Ucastnit turnajové selekce.

1 FitnessProportional [population_, NormFit_] :=

2 Block[{pop = population, nf NormFit, nof, suma},
3 nof = RandomReall];

4 i =1;

5 suma = 0;

6 While[suma < nof, suma += nf[[1i]]; i++];

7 poplli - 1111;

Ob¢ funkce nevraci index, kde se v populaci nachdzi vybrany jedinec, ale vraci samotného

jedince.

4.4 Genetické operace

4.4.1 Kfvizeni

Funkce Crossover[] ma implementované vSechny tfi typy kiiZeni, a to kiiZeni podstromi,
jednobodové kiizeni a arita-2 kiiZeni. Vstupem funkce jsou dva jedinci, reprezentujici
rodi¢e a vystupem jsou dva potomci. Typ kfizeni je vybirdn ndhodné. Nize uvadim
zkrdceny obsah funkce Crossover[] obsahujici kdd pro arita-2 kiiZeni.

1 CrossOver[individuall_, individual2_, type_, lcmO_] :=

2 Block[{indl=individuall, ind2 = individual2, t type, lcm = lcmO,
3 offl = Null, off2 = Null, cesty = {}},

4 If[t == 0(*nahodne vybrany typ*), t = RandomInteger[{1l, 3}11]1;

5 If[t == 1,

6 offl=op[[RandomInteger[{1, Length[op]l}]1]][##] &[indl, ind2], 1]
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Tvorba potomka probiha tak, Ze se ndhodné zvoli funkce s aritou 2. Jako prvni argument

vybrané funkce bude prvni rodi¢, druhym argument analogicky druhy rodic.

4.4.2 Mutace

Ve funkci Mutation[] jsem implementoval typy mutace - mutace podstromu, mutace
podstromu se zachovanim velikosti, bodovd mutace, mutace konstanty, vyzvedavajici
mutace, smrstujici mutace a permutace. NiZe uvddim zkraceny obsah funkce Mutation[]

obsahujici kéd pro mutaci konstanty.

1 Mutation[individual_, typeO_, lcmO_] :=

2 Block[{ind = individual, t = typeO, lcm = 1lcm0O, off = Null},
3 If[t == (*nahodne vybrany typ*), type = RandomInteger[{1l, 1}11;
4 Switch|[t,

5 1,

6 uzly = Position[ind, _, Infinity, Heads -> False];

7 fuzly = {};

8 fuzly = Select[uzly, NumberQ[Extract[ind, #]] &];

9 If[Length[fuzly] > O,
10 cesta = fuzly[[RandomInteger[{1l, Length[fuzly]l}]1]11;
11 number = RandomReal[{-4, 4}]1;
12 off = ReplacePart([ind, cesta -> number],
13 off = ind]];
14 off];

Mutace konstanty probihd tak, Ze se nejprve zjisti, ve kterych uzlech jsou ¢isla. Nasledné je
ndhodné¢ vybran jeden zuzll, obsahujici konstantu a ta je nahrazena novou ndhodné

vygenerovanou konstantou.

4.4.3 Reprodukce

Funkce reprodukce Reproduction[] vytvéii kopii vybraného jedince.

1 Reproduction[individuall_] := Block[{}, individuall];
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5 TESTOVACI PRIKLADY

Testovani slouzi k ovéfeni toho, zda je vytvofeny algoritmus spravny. Pro testovani
algoritmii GP jsou vSeobecné¢ uznavané a pouzivané piiklady z oblasti symbolické regrese,
které jsou pouzity i v této praci pro otestovani funkCnosti vytvorené¢ho algoritmu. Mezi

dalsi vhodné testovaci piiklady patii tzv. umély mravenec nebo predikce fad.

5.1 Symbolicka regrese

Ve statistice pomoci regresni analyzy vySetfujeme nezndmou relaci ¢ € R" e R jedné
zavislé proménné ye R na nezdvislé proménné xe R™. Jelikoz nezname ¢, je cilem

najit vhodnou aproximaci y". [9]

Regrese je statistickd metoda pouzivand k predpoviddni hodnoty n¢jaké proménné, kterd je

z4visla na jedné nebo vice nezdvislych proménnych. [9]

Vysledkem regrese je funkce ¥" :R" > R. Funkce y* je nejlepsi odhad vybrany

z mnoziny ¥ moznych funkei ¥ : R" > . [9]

Symbolickd regrese je jeden z moZnych zpiisobu, jak najit vhodnou regresni funkci pro
zadand data. Symbolickd regrese neni limitovdana urCovdnim optimdlnich hodnot
parametrd. Misto toho muiZe byt regresni funkce zkonstruovana kombinaci matematickych
vyrazi, proménnych a konstant. V GP je cilovd regresni funkce konstruovdna a
upiesiiovana béhem evolu¢niho procesu. Na zacatku se v zavislosti na velikosti populace a
matematickych vyrazech, proménnych, respektive konstantach vytvoii pocatecni populace,
kde kazdy jedinec predstavuje jednu z mozZnych regresnich funkci. Béhem evolu¢niho
procesu se vybiraji nejvhodnéjsi jedinci, kteii se vzdjemné kiizi, piipadné¢ dochazi
k mutacim jedincli, dokud nenalezneme nejvhodnéjsiho jedince, tudiZz nejvhodnéjsi

regresni funkci. [9]

5.1.1 Quintic

V tomto piipadé je hledand funkce fi(x) ve tvaru f,(x)=x"—2x’+x na intervalu

Xe <— 1;1> . Graf funkce fi(x) je na obrazku (Obr.24).
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Quintic

1 RS N -0.5 /

Obr. 24.:Graf fce fi(x) a fce fi(x) na intervalu <-1,1>

5.1.1.1 Nastaveni parametri

Parametry GP byly nastaveny nédsledovné¢:

Parametr Hodnota

PopSize 700

Generations [ 500

Runs 50

Functions {Plus[], Subtract[], Times[], Divide[], Minus]]}
Terminals {x, Random[-4,4]}
Method HalfAndHalf
Depth 6

Leafcountcm | 100

FrMutace 0.1

FrKrizeni 0.9
FrReprodukce | 0

Tab.2.:Nastaveni parametrt pro 1.testovaci piiklad

L
0.5
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5.1.1.2 Vyhodnoceni vysledki

Srovnani nejlepfich Feseni za jednotlivé héhy pro f [x]::vr,5 2 x 4

0.5 E
-
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L1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 17
-1.0 -0.5 0.0 0.5 1.0

X

Obr. 25.:Nejlepsi reseni za jednotlivé béhy, 1.testovaci priklad

Hodnoty fitness nejlepsich jedinei za jednotlivé héhy
10F " & @ T T T T T T T ]

Obr. 26.:Nejlepsi jedinci a fitness, 1.testovaci priklad



UTB ve Zliné, Fakulta aplikované informatiky, 2010

Serazené hodnoty fitness nejlepsich jedinci za jednotlive béhy
M

0.

0 10 an 30 an A0
Jedines

Obr. 27.:Serazeni nejlepsich jedincii, 1.testovaci priklad

Poity jedinci s fitness v daném rozmezi
e At TR

Paigt fedineci

0.2 BT 06 e L0
Hadnotn fitness

Obr. 28.:Porovndni hodnoty fitness a poctu
Jjedincii, 1.testovact priklad
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Vyvoj hodnoty fithess nejlepgich jedincu za jednotlivé héhy
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Obr. 29.:Vyvoj hodnoty fitness nejlepSich jedincii, 1.testovaci
priklad

Vyvoj aéelové funkce nejlepfich jedinci za jednotlivé héhy
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Obr. 30.:Vyvoj hodnoty ticelové funkce nejlepsich jedincii,
1.testovact priklad
Pocet chodnoceni aéelové funkee za jednotlivé hehy
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Obr. 31.:Pocet ohodnoceni ticelové funkce, 1.testovacit
priklad
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Jak je patrné z vysledki GP dokdzalo ve vétsiné piipadt najit dostateCné vyhovujici
regresni funkci. Ve dvou piipadech naSlo samotnou zadanou funkci fi(x) a to ve tvaru:
fl=x—x2x—x*) a f2(x)=x-(-1+x7) (- 1+x2). Priblizné v péti piipadech GP
pfi hledani uvizlo v lokdlnich minimech, které byly z hlediska hodnoty ucelové funkce

zcela nevyhovujici. Celkovy pocet ohodnoceni ucelové funkce za 50 béhti byl 15212400.

5.1.2 Sextic

Hledand funkce fo(x) ma tvar f,(x)=x°—2x"+x’, interval hleddni je stejny jako

v ptedchozim piiklad¢, tedy x e <— 1;1> . Graf funkce f>(x) je na obrazku (Obr.32).

Sextic Sextic
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Obr. 32.:Graf fce f>(x) a f>(x) na intervalu <-1,1>

5.1.2.1 Nastaveni parametri

Parametry GP byly nastaveny nédsledovné¢:

Parametr Hodnota
PopSize 600

Generations [ 500

Runs 50

Functions {Plus[], Subtract[], Times[], Divide[], Minus]]}
Terminals {x, Random[-4,4]}
Method HalfAndHalf
Depth 6

Leafcountcm |200

FrMutace 0.1

FrKrizeni 0.9
FrReprodukce | 0

Tab.3.:Nastaveni parametrt pro 2.testovaci piiklad
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5.1.2.2 Vyhodnoceni vysledki
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Obr. 33.:Nejlepsi reseni za jednotlivé behy, 2.testovaci priklad

Hodnoty fitness nejlepsich jedincid za jednotlivé hehy
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Obr. 34.:Nejlepsi jedinci a fitness, 2.testovaci priklad
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Sefazené huudnult_',r ﬁtness ne:|lep sn:h ]Edmcu za ]ednut]nre héhy
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Obr. 35.:Serazeni nejlepsich jedincii, 2.testovaci priklad

Poity jedinca s fitness v daném rozmezi
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Obr. 36.:Porovndni hodnoty fitness a poctu jedincii,
2.testovaci priklad

Vyvoj hodnoty fithess nejlepfich jedinci za ]Ednut]ri.re héhy
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Obr. 37.:Vyvoj fitness nejlepsich jedincii, 2.testovaci priklad
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Vyvoj aéelové funkce nejlepsich jedined za jednotlivée héhy
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Obr. 38.:Vyvoj hodnoty iicelové funkce nejlepsich jedincti,
2.testovaci priklad

Poiet ohodnoceni aéelové funkce za jednotlivé héhy
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Obr. 39.:Pocet ohodnocent iicelové funkce, 2.testovact
priklad

Ve druhém testovacim piikladu bylo pomoci GP béhem 50 b&hi nalezeno 26 dostatecné

vyhovujicich funkci. V desiti pfipadech naSlo GP samotnou zadanou funkci f>(x) a to
vjednom z ndsledujicich tvart: £, (x)=(x—x*) (x=x*), f2()=(x+x)(x+x?),
f23(x)=x'(1—x2)'(x—x3), f24(x)=x2—(—1+x2)~(—1+x2) a £ ()=
=—1-(r—x*)- (- x+x?). Piiblizn& ve 13 pifpadech GP pii hledani uvizlo v lokdlnich
minimech, které byly z hlediska hodnoty uc¢elové funkce zcela nevyhovujici. Celkovy pocet

ohodnoceni tcelové funkce za 50 behii byl 15075600.
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5.1.3 SinusThree

Dal§im pfikladem je funkce f3(x) ve tvaru f;(x)=sin(x)+sin(2x)+sin(3x), interval

x e (=3;3). Graf funkce f3(x) je na obrazku (Obr.40).
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Obr. 40.:Graf fce f5(x) a fce f3(x) na intervalu <-3,3>

5.1.3.1 Nastaveni parametrii

Parametry GP byly nastaveny nasledovné:

Parametr Hodnota
PopSize 700

Generations [ 500

Runs 50

Functions {Plus]], Subtract[], Times][], Divide[], Minus][]}
Terminals {x, Random[-4,4]}
Method HalfAndHalf
Depth 6

Leafcountcm | 250

FrMutace 0.1

FrKrizeni 0.9
FrReprodukce | 0

Tab.4.:Nastaveni parametrt pro 3.testovaci piiklad

5.1.3.2 Vyhodnoceni vysledki

Z technickych diivodi bylo u tohoto testovaciho piikladu provedeno jen 24 misto

ptuvodnich 50 zamyslenych béhi
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srovnani nejlep#ich reseni za jednotlivé héhy pro

He)=sin(e)ain(la)sin)

Obr. 41.:Nejlepsi reSeni za jednotlivé behy, 3.testovact priklad

Hudnuty fithess nejlepsich jedinei za ]ednuthve héhy
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Obr. 42.:Nejlepsi jedinci a fitness, 3.testovaci priklad

Serazené hodnoty fithess nejlep$ich jedinci za jednotlivé héhy
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Obr. 43.:Serazeni nejlepsich jedincii, 3.testovaci priklad



UTB ve Zliné, Fakulta aplikované informatiky, 2010 55

Poéty jedinci s fitmhess v daném rozmezi
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Obr. 44.:Porovndni hodnoty fitness a poctu
Jjedincii, 3.testovaci priklad

Vyvoj hodnoty fithess nejlepsich jedinei za jednotlivé héhy
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Obr. 45.:Vyvoj fitness nejlepsich jedincii, 3.testovaci
priklad
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Obr. 46.:Vyvoj hodnoty ticelové funkce nejlepsich jedincti,
3.testovaci priklad
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Obr. 47.:Pocet ohodnocenti ticelové funkce, 3.testovact priklad

Z vysledkl je patrné, Ze pifi snaze najit odpovidajici aproximaci funkce f3(x) pomoci
polynomil je konvergence k hledanému optimdlnimu feSeni velmi pomald. Nejlepsi
nalezené feSeni m¢élo tvar

x(-3.4183+x2)-(-:3.29723 + x)
788657 —5,41623x> +5,62549x " —1,42794x° +0,0571361x° —0,00996203x"°

f31(x)='

hodnotu fitness F, = 0,127261263625244 . Graf porovnani nejlepsiho jedince a hledaného

feSeni je na obrazku (Obr.48).
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srovnani nejlepsiho a hledaného fefeni
5 T T T T T

Obr. 48.:Porovnani hledaného a nejlepsiho reseni, 3.testovact priklad

Celkovy pocet ohodnoceni tucelové funkce za 24 béhu byl 8440000. Konvergenci ke
globdlnimu optimu by bylo moZné zrychlit zvétSenim populace, zvétSenim poctu

evolucnich cykli a zménou omezeni velikosti nové vznikajicich potomkii.

5.1.4 SinusFour

Poslednim piikladem je funkce fi(x) ve tvaru f,(x) = sin(x) +sin(2x) + sin(3x) + sin(4x)

na intervalu xe <— 3;3> . Graf funkce fi(x) je na obrazku (Obr.49).
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Obr. 49.:Graf fce fi(x) a fce fa(x) na intervalu <-3,3>

5.1.4.1 Nastaveni parametri

Parametry GP byly nastaveny nédsledovné¢:
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Parametr Hodnota
PopSize 700

Generations [ 500

Runs 50

Functions {Plus[], Subtract[], Times[], Divide[], Minus]]}
Terminals {x, Random[-4,4]}
Method HalfAndHalf
Depth 6

Leafcountcm | 250

FrMutace 0.1

FrKrizeni 0.9
FrReprodukce | 0

Tab.5.:Nastaveni parametrt pro 4.testovaci piiklad

5.1.4.2 Vyhodnoceni vysledkii

Z technickych divodl bylo u tohoto testovactho piikladu provedeno jen 19 z pivodné
planovanych 50 béht.
Srovnani nejlepgich fefeni za jednotlivé héhy pro

f(x)=sin(x)+sin(2x)4sin(3x)4sinldx)
4 T T | LA B L T T T T 77T T T r T =
I | ]

Obr. 50.:Nejlepsi reseni za jednotlivé behy, 4.testovaci priklad
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Hodnoty fithess neﬁepsu:h ]edmcu Za ]ednuthve héhy

007 F |
15 20

Generace
Obr. 51.:Nejlepsi jedinci a fitness, 4.testovaci priklad
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Obr. 52.:Serazeni nejlepsich jedincii, 4.testovact priklad

Pocty jedinci s fithess v danéem rozmezi
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Obr. 53.:Porovndni hodnoty fitness a poctu
Jjedincii, 4.testovact priklad
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Vyvoj hodnoty fithess nejlepfich jedinei za jednotlivé héhy
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Obr. 54.:Vyvoj fitness nejlepSich jedincii, 4.testovact

priklad
Vyvoj acelové funkce nejlepsich jedinca za jednothve béhy
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Obr. 55.:Vyvoj hodnoty iicelové funkce nejlepsich jedincti,
4.testovaci priklad
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Obr. 56.:Pocet ohodnocenti ticelové funkce, 4.testovact priklad
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Stejné jako v pfedchozim testovacim piikladu, tak i zde je vidét velmi pomald konvergence

k hledanému optimdlnimu feSeni. Nejlep$i nalezené fefeni mélo tvar f,(x)=

0.0408288 x° (1.64833 + %)
-1.50835 +
— (-0. 953846 + ) (0.053586 +x) (1.02751 - 1. 76044 + ') (0. 408037 - 0.64697x +x*) {0.850343 + 0.216499 % +x') (0.36714+ 0.806902x +x*)

a hodnotu fitness F,; =0,06996761407151633. Graf porovnéni nejlepsiho jedince a

hledaného feseni je na obrazku (Obr.57).

Obr. 57.:Porovndni hledaného a nejlepsiho resSent, 4.testovaci priklad
Celkovy pocet ohodnoceni ucelové funkce za 19 b&hi byl 6681000. Konvergenci ke
globdlnimu optimu by bylo moZné zrychlit zvétSenim populace, zvétSenim poctu

evolucnich cykli a zmé€nou omezeni velikosti nové vznikajicich potomkii.
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ZAVER

Price je ve své teoretické C4sti zaméfena na popis genetického programovéni, objasnéni
zékladnich pojmi a vysvétleni algoritmu genetického programovani. Je zde popsan zptisob
reprezentace a tvorby jedincli, metody jejich ohodnoceni a zplsoby vytvareni novych

vV

jedinct prostfednictvim genetickych operatort kiizeni, mutace a reprodukce.

Nicménég, hlavnim cilem této prace bylo vytvorit algoritmus genetického programovani
v prostfedi Mathematica a nasledné jej otestovat na vSeobecné uzndvanych testovacich

piikladech.

Usp&sné si mi podafilo vytvofit funkce realizujici generovani a inicializaci jedincti podle
zvolené metody (iplnd metoda, ristovd metoda a linedrni ptl na ptl metoda), funkce jejich
ohodnoceni, funkce vybéru rodi¢l (turnajové selekce, resp. vyber podle vhodnosti). Déle
funkce pro kiiZeni (kiiZeni podstromi, jednobodové a arita-2 kiiZen{), mutace (mutace
podstromtl, se zachovanim velikosti, bodovd mutace, mutace konstanty, vyzvedavajici,

smrst'ujici mutace a permutace) a reprodukci.

Algoritmus byl otestovdn na ctyfech testovacich piikladech z oblasti symbolické regrese.
Cilem bylo najit k zadanym kiivkam odpovidajici funkce sestavené pouze ze zadanych
funkci a terminali. Pro polynomy 5. a 6.stupné byly vysledky pozitivni. Pii hledani
trigonometrickych fad se projevilo nevhodné nastaveni fidicich parametri pomalou
konvergenci k hledanym feSenim. U polynomti se projevila jedna z vyhod GP, a to
netradi¢ni tvar feSeni v porovnani s tvarem zadanych funkci. To mtze byt vyhoda zejména

pii feseni slozitych problému, kdy miiZze dojit ke zjednoduseni vysledk.

Na zdkladé provadénych pokust béhem tvorby a testovani algoritmu GP mohu konstatovat,
Ze velmi dobré vysledky v ramci testovacich piikladi pouZzitych pro otestovani funk¢nosti
algoritmu Ize ziskat i volbou mensi populace a vétSiho poctu provadénych evoluénich

cyklt. Vyhodou je krat$i doba béhu v porovnéni s volbou velké populace.

Diky univerzélnosti jednotlivych funkci, 1ze algoritmus GP do budoucna s pomoci mensich
uprav pouzit pro feSeni Siroké Skdly rtznorodych problému z oblasti evolu¢niho ndvrhu
algoritmu, reguldtorti, regulacnich a elektrickych obvodu, planovani nebo fizeni procest.
GP také nachazi vyuziti v oblastech, jako jsou paralelni vypocCty, bunééné automaty nebo
kvantové pocitae, kde je pro inZenyry a techniky t&zké najit feSeni nebo vytvofit

odpovidajici program.
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CONCLUSION

In theoretical part this work is aimed at description of genetic programming, explanation
main concepts and algorithm of genetic programming. There is discribing representation
and creation of individuals, fitness methods and creation methods of new individuals via

genetic operators like crossover, mutation and reproduction.

But the main aim of this works was to create the genetic programming algorithm in

computation system Mathematica and tested its functionality on classical examples.

I successfully created the functions which implement generating and initialising of
individuals by chosen method (full method, grow method and ramped half and half
method), fitness functions, selection functions (tournament selection and fitness-
proportionate selection). Next the crossover functions (subtree crossover, one-point
crossover and arity-2 crossover), the mutation function (subtree, size-fair subtree, point,

constant, hoist, shrink and permutation mutation) a reproduction function.

GP algorithm was tested on four classical examples from symbolic regression‘s area. The
aim was to find for given curves the corresponding functions builded up only with given
functions and terminals. For so called Quintic and Sextic problem the results were positive.
By searching the trigonometric series was proved the unsuitable adjustment of control
parameters by slow convergence to searched solutions. At polynomials it was proved one
of GP’s advantages and this is the unusual solution-form in contrast given functions. It can
be advantage during solving the difficult problems when it can lead to simplification of

solutions.

Based on the realized experiments during the creation and testing GP algorithm I can claim
that we can get very good results for the testing examples by chosing smaller population
and bigger evolutionary loops. The advantage is shorted running-time in comparing with

choice of big population.

Considering the universality of individual functions the algorithm GP can be simply
modified to solving broad range of different problems like evolutionary design of
algorithms, controllers, control and electrical circuits, planning and process control. GP is
also used in areas like parallel computing, cellular automata or quantum computing, where

is difficult to find or create the appropriate program.
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