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ABSTRAKT

V této praci je popsano prostiedi akciovych trhl, véetné jejich klasickych analyz. Popsany
jsou také zdroje pro ziskani burzovnich ptipadné souvisejicich ekonomickych dat a pfi-
padné problémy s nimi.

Jsou zde definovany casové fady a popsany metody pro jejich modelovani. Zvoleny jsou
také parametry pro modelovani téchto fad.

Pro vyhodnoceni kvality modelu a predikce jsou zvoleny vhodné funkce

Je porovnana predikce provedena jak pomoci statistickych regresi, tak z oblasti softcompu-
tingu (analytické programovani) .

Jeden smér tvorby predikce je jen na zdkladé minulych hodnot, druhy smér predikuje

hodnoty v zavislost na vice vstupech.

Kli¢ova slova: predikce, burzovni data, autoregresni model, modelace casovych ftad,

srovnani s analytickym programovanim

ABSTRACT

This work describes the stock market environment, including their classical analyzes.
There are also described sources for obtaining stock exchange or related economic data and
possible problems with them.

There are defined time series and methods for their modeling. Parameters for modeling
these series are also selected.

Suitable functions are chosen to evaluate the model's quality and prediction.

The prediction is compared using both statistical regression and softcomputing (analytical
programming).

One direction of prediction creation is based only on past values, the other direction pre-

dicts values depending on multiple inputs.

Keywords: prediction, stock exchange data, autoregressive model, time series modeling,

comparison with analytical programming prediction
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UvVoD

Schopnost predikovat je jednou z vyznamnych schopnosti  zivoc€ichii. Diky
schopnosti odhadnout béh kofisti ma dravec vétsi Sanci ulovit potravu, pfi sportu
hokejista odhadne smér a rychlost nahravky spoluhraci, tak aby ji zpracoval, byl u ni
diive neZ soupet, zkuSeny horal odhadne jaké bude pocasi za par hodin. Potieba pre-
dikovat je v posledni dobé¢ siln¢jsi diky vétSim dovednostem v oblastech matematiky
a fyziky. Jedna z vét o predikei je: ,,Predikce je cinnost postavend na riiznych mate-
matickych algoritmech. Jejich cilen je co nejpresnéeji odhadnout budouci stav daného

dynamického systému na zakladeé soucasného stavu.* [13]

Prace se zabyva moznosti predikce vyvoje akciovych titulll a jeji porovnani se sku-
te¢nosti pomoci klasickych statistickych regresnich metod a také nékterym z prostied-

ka softcomputingu, konkrétné v tomto pfipadé analytickym programovanim.

Pouzité metody z obou skupin se na zkoumany systém divaji z vnéjsku, tj. nesnazi se
exaktné popsat vnitini vztahy a nesnazi se najit vSechny vstupy (vcetné ,,poruch®) a
divody ovliviyjici vystup (v tomto piipadé hodnotu akcii), ale zkoumaji vnéjsi
chovani systému.

Krom¢ toho byly predikovany hodnoty pfi pouziti regresni metody zaloZené na zavis-
losti vice vstupech

Motivaci pro vznik prace:
byl dlouhodoby zajem o akciové trhy

«  pfi studiu nové znalosti o pfistupu k feSeni probléml pomoci statistickych a

softcomputingovych metod

- snaha si trochu vice proniknout do oblasti mimo tradi¢nich IT znalosti, tj. do
obort, které¢ budou hrat ¢im dal vétsi roli (statistika, strojové uceni, uméla

inteligence)
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I. TEORETICKA CAST

1 POPIS ZKOUMANEHO PROSTREDI

O prostiedi burzy potazmo cennych papirti by se daly napsat knihy, ale toto neni

pfedmétem diplomové prace, tak budou uvedeny ve zkratce jen zakladni pojmy.

1.1 Zakladni pojmy

AKkcie je v obchodnim zikoniku Ceské republiky popsana takto: ,,Akcie je cenny
papir nebo zaknihovany cenny papir, s nimZ jsou spojena prava akcionare jako
spolecnika podilet se podle tohoto zdakona a stanov spolecnosti na jejim rizeni, jejim
zisku a na likvidacnim zustatku pri jejim zruSeni s likvidaci.* [16] Jinymi slovy,
vlastnictvim akcii se stavate pomérnym spoluvlastnikem akciové spolecnosti a jako
investor vétSinou o¢ekavate zhodnoceni svych investic zvySovanim ceny akcie a pfi-
padnou vyplatou podilu na zisku (dividend). Krom¢ toho se mizete podilet jejim

fizenim (pomé&rny hlas na valnych hromadach).
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Pocatky trhii cennych papirii sahaji k italskym kupciim pocdatkem 15. stoleti, obchody

meély nestandardizovany charakter a sekundarni trh nebyl formalné organizovan. [9]

Vyraz burza pravdépodobné vznikl v Bruggdch, kde se obchodnici s cennymi papiry
schazely v domé kupecké rodiny Van de Burse.[9]

Nynéjs$i podobu svétovych trhit cennych papiri mame od poslednich revolu¢nich
zmén ke kterym doslo v 80. a 90. letech 20. stoleti (globalizace finan¢nich trht, elek-
tronizace a automatizace, zvyseni konkurence, atd.) diky kterym je v dneSni dobé
umoznéno obchodovani Siroké mase lidi. V poslednich letech se také zvySuje podil

objednavek vygenerovanych algoritmy.

Burza je srdcem kapitalového trhu. Je to instituce, ktera organizuje tento trh pod

zakonnym dohledem.

Akcie se vydavaji (emituji) pii splnéni piedepsanych podminek na primarnim trhu,
¢imz emitent ziska od investorti penize na své podnikani. Toto je pomérné malo Casta
zalezitost, ( u vefejné obchodovatelnych akcii). Mnohem cast&jsi je jejich nakup ¢i
prodej na sekundarnim trhu (napt. trzni kapitalizace akcii na NYSE — New York
Stock Exchange v dubnu 2017 byla 23. 10" USD a ten samy mé&sic bylo zob-

chodovano akcii za 449 10° USD [nyxdata])

Rozdéleni akcii. Akcie jsou rozdéleny podle spousty kriterii do riznych skupin. Nas

budou zajimat pouze vetfejné obchodovatelné akcie.

Kromé akcii se obchoduje podle stejnych principt také s burzovnimi indexy, sluzba-
mi, komoditami jako je ropa, plyn, cukr, kava, bavlna, atd. v€etné drahych kovu (zla-

to, stfibro, platina), ménovymi pary, kryptoménami (napt. Bitcoin, Ethereum, Ripple)
Utastnici burzy. Ucastniky burzy jsou subjekty rozdélené do zékladnich skupin:

« poskytovatelé kapitalu (napt. soukromi investofi, fondy, penzijni fondy,..)

« subjekty poptavajici kapital ( firmy, vefejny sektor)

- zprostredkovatelé (zprostiedkovatelé, obchodnici, poradci) tzv. ¢lenové burzy

- zakonné a dozorov¢ instituce (napf. u nas Ministerstvo financi, CNB)
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Derivaty, futures. Krom¢ klasickych akeii (popf. indexd, komodit atd.) se také
obchoduje s derivaty téchto aktiv (CFD — Contract for difference, waranty, certifika-
ty) kdy nendi tfeba platit za celou hodnotu akcie.

Tyto derivaty, futures maji jako podkladové aktivum akcie (popf. indexy, komodity,..)
a jejich cena se odviji od ceny tohoto aktiva.

U derivati se vyrazné uplatituje finanéni pakovy efekt jak pii kladném, tak pfi
zaporném zhodnoceni. Napftiklad pfi nakupu 100 CFD na akcii s pakou 1:10, kdy
hodnota jedné akcie je 1000K¢ je skutecnd investice jen 10 000 K¢ (100ks po 100K¢)
misto 100 000 K¢. Je také tfeba pocitat se zapo€tenou cenou do pofizeni a rozdilu
prodejni a ndkupni ceny. Pokud se pfi prodeji cena akcie zménila o 5%, tak se cena
CFD zménila o 50%, tj. zisk nebo ztrata 50% investované ¢asky (opét bez zapocitani

pfipadné rezie).

Dividendy jsou podil na zisku vyplaceny nckterymi spolecnostmi. Akcie, které
pravidelné a v pomérné ptiznivém poméru k aktualni trzni cené vyplaceji dividendy
byvaji vyhledavany konzervativnéj$imi investory. Nékolik z titultt v Ceské republice
ma parametry téchto dividendovych akcii a md pomérné slusny dividendovy vynos v
pomeéru k aktualni cené. Napft. v roce 2018 CEZ: 5,4%, Moneta: 8%, 02: 6,3%, Philip
Morris CR: 5,3% (v8e poéitano v &isté cené po odeéteni 15% srazkové dané a vzta-

zené k zavéreCnym cendam akcii dne 3.4.2018).[5]

kdy lze prodat akcie bez ztraty naroku na vyplatu dividendy nebo také prvni den, kdy
kupujici jiz nema narok na nejbliz§i dividendu. Pro ziskani dividendy musite tedy
akcie koupit PRED ex-dividend date. Pokud koupite akcie v ex-dividend date, jiz

nebudete mit narok na nejblizsi dividendu.[7]

Prodej na kratko (short). Da se také spekulovat na pokles ceny akcii (derivatt,atd.).
Principem je zapujCeni si akcii od drzitele akcii (za poplatek) a jejich okamzity
prodej. V okamziku, kdy zaptjcené akcie vracite si je za aktualni cenu nakoupite na

trhu a pokud je aktualni cena nizsi, vyd¢late na rozdilu.

Kurzovni riziko. Pii investicich do akcii v jinych ménach je nutné brat v potaz
kurzovni riziko. Proti tomuto se d4 zajistit napf. ndkupem derivatu na opacny

kurzovni vyvoj.
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Burzovni indexy. Index cen vybranych akciovych titulii. D4ava piehled o vyvoji a
stavu trhtl, pripadné odvétvi. Nejcastéji je index sestavovan z nejkvalitnéjsich akcii a
podil vlivu cen na tento index je Casto vazen (podle kapitalizace, cen). Investici do
indext je obvykle méné rizikové nezli investice do samostatnych akcii. Vykonnost
investi¢nich fondl je Casto porovnavana s vykonnosti indexii. Znamé indexy jsou

napt. Dow Jones Industrial Average, Nasdaq, Standard and Poor’s 500, DAX, atd.

Investovani. Ve svéte (zapadnim), je dlouhd tradice investovani do akciovych titulii a
jsou &asti rodinnych investic. Casovy horizont investic je spise delsi (investi¢ni fondy
doporucuji cca 5 let, jednotlivé investice v faddech mésict). U kratSich horizonta (dny,
hodiny tiky) jde spiSe o spekulaci ¢i hru. Riziko investovani do akcii je vysoké,
vysoka je ale také moznosti potencidlnich vydé€lkia. Rozpéti rizika je velmi zna¢né. Od
nejméné rizikovych napt. nékterych typt certifikati, pies indexy ¢i Blue chips ( akcie
nejvetSich, nejcastéji obchodovanych a nejlépe hodnocenych spole¢nosti), az po

derivaty, ¢i tzv. centové akcie.

1.2 Analyzy akcii

K analyzadm akcii se pouzivaji prevazné vSeobecné uznavané metody oceiiovani a to
fundamentalni analyza a technicka analyza. Obé metody maji své pfiznivce i

odplirce a navzajem si vycitaji své nedostatky.

Casto se obé& metody kombinuji a podle mého nazoru méa fundamentalni analyza vétsi

vliv u del$ich horizont rozhodovani (mésice a déle) a technicka spiSe na kratsi.

Kromé téchto analyz investofi musi kalkulovat také s psychologickymi vlivy (které
se také analyzuji) a mnoZstvim riznych ptedvidatelnych i neptedvidatelnych udalosti
majicich vyrazny vliv na pohyb cen (valky, politick4 rozhodnuti, ekonomické ukaza-
tel, nové objevy, vliv pocasi, stav zasob, atd.).

Udalosti mivaji obvykle téméf okamzity a Casto piehnany vliv na kurz 1 kdyZ ptredvi-

dany ekonomicky dopad nastane aZ ve mnohem vzdalené;j$i dobé.

1.2.1 Fundamentalni analyza
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Fundamentalni analyza ptedpokldda, ze kazda akcie ¢i aktivum ma svou vnitini
hodnotu, ktera vychazi z historickych dat a hospodateni spole¢nosti a aktualni kurz
akcie se pohybuje kolem této vnitini hodnoty. Analyza se nejdiive snazi za pouziti

finan¢nich analyz zjistit vnitini hodnotu a prognézovat budouci vyvo;j.

Casto zmitiovany Udaj je P/E (cena akcie/zisk). Znamena podet let, za ktery

spole¢nost vyprodukuje pti soucasné vykonnosti zisk rovnajici se kapitalizaci.

Tato analyza neni predmétem diplomové prace.

1.2.2 Technicka analyza

Technickd analyza vychazi z presvédceni, ze vSechny vlivy na vyvoj analyzované
akcie jsou zahrnuty v grafu. Nic jin€ho jiz neni potieba a veskera rozhodnuti se daji
vyc¢ist z néj. Snahou technické analyzy je odhalit kdy je aktivum levné nebo naopak

predrazené, odhaleni trendii, hlavné jejich zménu.

Grafické znazornéni

Zakladem technické analyzy je grafické zndzornéni kurzu aktiva za zvolend obdobi a
zvolenym vzorkovani. Nejéastéji spojuje se zndzornénim indikatorti, ale nékteti
investofii se fidi pouze svym instinktem na zaklad¢ vyvoje grafu.

Jednodussi grafy zobrazuji pouze koncové kurzy

-11785.27

-11704.21

-11623.15

-11461.03

-11379.97

-11298.91

2019 1Mar2019 7 Mar2019 13 Mar2019 19 Mar2019 25 Mar2019 29 Mar 2019

Obr. 1: Zobrazeni jen koncovych kurzu
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Casto pouZivané typy grafil, které znazorni vice udajii (vstupni, vystupni, maximalni

a minimalni) jsou:

sloupcové (horizontalni ¢arky jsou vstupni a vystupné hodnoty a vertikalni sloupecek

rozsah hodnot)

F11Fe5.27
-I_ F1iFo4.21

F11623.15

|- -I- F11461.03

F11379.97

F11293.91

2019 1Mar2019 7 Mar2019 13 Mar 2019 19 Mar 2019 25 Mar 2019 29 Mar 2019

Obr. 2: Sloupcovy graf

svickové (svicka ohranicuje vstupni a vystupni hodnotu, horni a dolni knot dosazena
maximalni ¢i minimalni dosazend hodnota v ramci vzorku. Casto byvaji rozliSeny

svicky pro stoupajici a klesajici hodnoty plnou ¢i prazdnou plochou, popt. barvami)

F11735 .27

F11704.21

Mok gl o
| I:; |j et os

F11379.97

F11293.91

3019 1Mar2019 7 Mar2009 13 Mar2019 19 Mar 2019 25 Mar 2019 29 Mar 2019

Obr. 3: Svickovy graf
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Krom¢ vlastnich hodnot zajimaji technické analytiky také zobchodované objemy.

Rozdéleni

Klasické nastroje technické analyzy mtizeme délit do dvou zakladnich skupin:
- formace v grafu
- technické indikatory

Formace v grafu. V grafu se vyhledavaji (vétSinou po vyhlazeni vyvoje pomoci
klouzavého priméru) grafické tvary, které davaji predpoklad dalsiho vyvoje. Piiklady

formaci:
+ dvojity vrchol a dvojité dno
« hlava rameno
+  kulaty vrchol, kulaté dno
+ podpora a odpor
- trendové Cary a kanaly
+ trojuhelniky
- vlajkova formace
 doji star, morning star, a podobné formace svickovych grafii

Zvlastni formou grafickych metod je Elliotova teorie vin. Zikladem je teorie, Ze
pohyb akciovych kurzii hlavnim smérem je pierusovan slabSimi protismérnymi pohy-
by. Impulzivni viny sleduji vSeobecny trend a sklada se z 5 vin. Korekturni viny se

pohybuji proti trendu a skladaji se ze 3 vin. [9]

Technické indikatory, oscilatory. Je to n€kolik desitek a jsou konstruovany na zékla-
dé¢ minulych cen podkladového aktiva a objemi uskutecnénych obchodi. Jsou to
vzorce, jejichz vypoctem dostdvame informace o tom, Ze je n€které aktivum piekou-
pené nebo preprodané a také o tom, ze cena jiz zménila smér, coz mize byt zacatek
nového silného trendu.

Technické indikatory lze zobrazit graficky a vétSinou maji podobu kiivky oscilujici
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kolem neutralni linie. [17]

Mezi pravdépodobné nejznaméjsi a nejpouzivanéjsi patii:
kombinace klouzavych priméri
Momentum
MACD (Moving Average Covergence Divergence)
RSI (Relative Streght Index)
Bollinger bands
Stochastic oscilatory

W%R (Williams Percentage Range)[4]

1.2.3 Sezonnost akcii

O sezoénnosti akcii existuje spousta uslovi. K nejzndméjSim asi patii ,, Sell on May
and go away" (prodej v kvétnu — do konce fijna nic nepodnikej) ¢i tzv. ,,.Lednovy
efekt - kdy podle tohoto tvrzeni intenzivnéji se zvednou ceny béhem ledna. Existuji
ruzné studie o jejich platnosti ¢i neplatnosti, ale je to podobné jako v nasich podmin-

kach tslovi o pocasi (ledovi muzi, Medardovo kap¢ apod.) - zné je téméi kazdy.



UTB ve Zliné, Fakulta aplikované informatiky 18

2 CASOVE RADY

Pod pojmem casové fady rozumime chronologicky uspotfadana data (pozorovani).
Intervaly pozorovani jsou zpravidla rovnomérné (ekvidistantni). Podle okolnosti to

mohou byt zlomky sekund, minuty, hodiny, ¢tvrtleti, roky.

Cilem analyzy casové rady je urceni modelu (mechanismu), podle nehoz jsou gene-
rovana sledovana data. Znalost tohoto modelu umoznuje predpovidat budouct vyvoj
systemu a do jistée miry i ridit a optimalizovat chovani systému vhodnou volbou

vstupnich parametrii a pocatecnich podminek.[6]

K analyze ¢asovych fad jsou nejcastéji pouzivany nasledujici metody:
- dekompozice ¢asovych fad
- Boxova-Jenkinsonova metodologie
+ linedrni kauzalni modely

- spektralni analyza casovych fad (Fourierovy analyzy)

2.1 Stacionarita
Stacionarita je obvyklym piedpokladem vétSiny technik analyzy ¢asovych fad.

Jedna se o nahodny proces, jehoz rozdé€leni pravdépodobnosti se v ¢ase neméni. V
dasledku toho se neméni ani parametry jeho pravdépodobnostni funkce (napft sttedni
hodnota, rozptyl). Autokorela¢ni funkce stacionarniho procesu zavisi pouze na rozdilu

svych argument.

Ptedpokladem stacionarity se rozumi ty ¢asové fady ¢i signaly, které jsou bez trendu,
maji s ménicim se Casem stejny rozptyl a stejnou podobu autokorelacni funkce.

[Schwartz]
V piipadé nestacionarnich casovych fad lze provést:

« diferencovani dx;=x,—x;_,
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« odstranéni trendu odectenim prolozeného polynomu

- stabilizace rozptylu logaritmizaci ¢tverce fady

2.2 Dekompozice ¢asovych rad

Casové fady mohou byt rozloZeny na nékolik sloZek:
- trend
+ sezonni slozku
+ cyklickou slozku
« nahodnou (rezidualni slozku)

Trend odrazi dlouhodobé zmény v primérném chovani. Je zplisoben jevy, které piiso-

bi jednim smérem.

Sezonni sloZzka zahrnuje jevy, které se d¢ji se béhem jedné sezony a opakujici se kaz-

dou dalsi sezonu.

rrrrrr

Nahodna slozka zahrnuje jevy které nemaji systematicky charakter. Pfredpoklada se,
ze nahodna slozka ma charakter bilého Sumu ( nahodné veliCiny s nulovou stiedni

hodnotou konstantnim rozptylem)

Dekompozice téchto slozek (Tr — trend, Sz — sezonni slozka, C — cyklicka slozka a € —

nahodna slozka) je dvojiho typu:

- aditivni

Y =Tr+S5z,+C +¢,

multiplikativni

Y, =Tr,.Sz,.C,.¢,
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Za vyuziti metod regresni analyzy se pracuje pouze se systematickymi slozkami

(trend, sezonnost, cyklicka slozka)

3 STATISTIKA - REGRESNI MODELY

Statistika jako véda ma krom¢ deskriptivni (popisné) funkce mnoha jevl pro kterou
ma definovanu fadu pojmt (prumér - sttedni hodnota, median, modus, rozptyl, smé-
rodatna odchylka (odmocnina rozptylu), atd.) zabyva také s urCitou pravdépodobnosti

predvidanim jevi na zéklad¢ jejich predchozich stavi, ¢i vlivl jinych jevi a veli¢in.

Postupem casu je méteno, ukladdno stale vétsi a veétsi mnozstvi dat. Tato big data se
velmi Casto dale zpracovavaji a vyhodnocuyji statisticky a vyznam statistiky roste.

Jak tekl v roce 2009 Hal Varian, vedouci ekonom spolecnosti Google: ,,Neustdle
Fikam, Ze nejzajimavéjsi praci pristi dekady bude statistika. Lidé si mysli, Ze Zertuji,
ale kdo by si byval myslel, ze v devadesatych letech bude nejzajimavejsi praci

programovani? “[2]

3.1 Metoda nejmensich ¢tverci

Obecn¢ metoda nejmensSich ¢tvercli matematicko-statistickd je metoda, slouzici k
minimalizaci chyb k pevné danému kriteriu, tj. nalezeni feSeni takového, aby soucet

druhych mocnin chyb byl co nejmensi. [15] .

3.2 Autoregresni (AR) model

Autoregresni model ¢asovych fad vychazi z toho, Ze kazda hodnota casové fady je v

relaci s predchozimi hodnotami

AR model fadu N je definovan:
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y(k)=—c,y(k—1)—c,y(k=2)+....—cyy(k—N)—e(k) (1)
kde y(k) ............ je nova hodnota vypoétena na zakladé predchozich hodnot

C,,Cy,...Cy ... koeficienty autoregresniho procesu

e(k) .ol chyba (sou¢asna hodnota), kterou je aproximovéan bily

3.2.1 AR model FeSeny metodou nejmensich ¢tvercu

yn+1)| | —y(n)  —y-1) . . —y(1) |c(1)| |l
y(n+2)| | —y(n+1)  —y0) . . -y(2) [c(2)] |l
= : . - : ot 2)
()| |my(N-1) —y(N-2) L. —y(N-n)le(n)] &l
rovnici lze pfepsat na tvar
y=F @+ 3)
kde
.y(n+1).
y(n+2)
y=| . 4)
.y(N).
.é(l).
e2)
e= (5)
o)
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¢ (1)
T
¢ (2)
F=
(V)
a z ni vyjadfit chybovy vektor
é=y—F®

Po volbé¢ kritéria minimalizace kvadratu odchylky

a pouziti vztahu

se rovnice derivuje

AT A _FA T R _FA T ~
0J _0¢'e_0ly=FO) o5 0y"FOF L5
00 00 00 00
oJ _

~=-F'(y-F®)-F'(y—-F®)=—2F"(y—-F®)=0
00
Vysledny vektor odhadu parametri je

O=(F"F)'F"y

3.2.2 Model AR (fad modelu a jeho tspéSnost)

(6)

(7

(®)

©)

(10)

(11)

Rad modelu uréuje ¥ad polynomu, v podstaté pocet hodnot jdouci do vypodtu. V praxi

se nejéastéji pouziva rad 2.

Uspésnost modelu se miize vyjadtit indexem spolehlivosti danym vzorcem (12). Jeho

hodnota by méla byt mezi 0 az 1. Vyssi hodnota je lepsi
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3.3 Klouzavy primér (Moving Average)

Klouzavy primér je metoda k odhalovéani trendd v Casovych fadach a diky tomu
jednou z nejpouzivanéjSich metod v technické analyze. K jeho oblibenosti v technické
analyze prispiva také jeho snadny vypocet a moznost kombinovat n€kolik klouzavych
pramért navzajem. Jeho nevyhodou je jisté¢ zpozdéni za aktualnim vyvojem.

U klouzavého priméru se na zékladé¢ linedrni kombinace konstruuji hodnoty v minu-
losti k ¢emuz se pouziva riznych koeficientd. Dochdzi k vyhlazeni prudkych zmén
hodnot, ¢i chceme-li jazykem teorie signali k filtraci vysokych frekvenci popt
odstranéni Sumu.

Pravdépodobné nejpouzivangjsi klouzavé priomeéry jsou:

+ Jednoduchy klouzavy pramér (Simple Moving Average)
Jde o aritmeticky priimér poslednich konstantnich N pozorovani. Délka N
pozorovani se voli na zdklad¢ charakteru fady ¢i empirickych vyzkumi a také
urcuji jeho stupeit a oznaceni (napt. poslednich 20 hodnot je SMA20,
poslednich 100 hodnot SMA100)
Jeho vypocet je:
N-1
V== vy, kdeN je délka priméru
i=0
« Exponencialni klouzavy primér (Exponential Moving Average)
Tento klouzavy pramér na rozdil od jednoduchého dava vyssi vahu poslednim
udajim.
Jeden z moznych vypoctu je:
pro k=1
EMA,=y,
prok>1
EMA,=N.y,+(1-N).EMA,_,

+ Vazeny klouzavy primér (Weighted Moving Average)
Alespori jedné hodnot¢ je zménéna vaha jdouci do vypoctu. Obvykle se jedna
0 vyssi vahy poslednich hodnot. Specidlnim piipadem je triangulérni klouzavy
pramér (Triangular Moving Average), kdy nejvétsi vahu ma prostiedni hodno-

ta.
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Rozdil pouziti klouzavého priméru se lisi u technické analyzy a u popisné statistiky.
U technické analyzy se pouziva prumér z piredchozich hodnot véetné posledni zndmé
(hodnoty budouci nezndme)

V popisné statistice se pouzivaji k vyrovnani fad hodnoty v okoli vyrovnavaného
bodu tj. do priméru je zahrnut stejny pocet hodnot minulych i budoucich véetné

aktualni. Témé&r vyhradné je pouzit lichy tad.
[14]

[8]

3.4 Dalsi regresni modely pouZzitelné pro ¢asové rady

Jako dalSich modeld pro modelovani ¢asovych fad se pouzivaji:
«  MA (moving average)
«  ARMA (kombinace AR a MA modelu)
+  ARIMA (navic pfidand integracni slozka)

Dalsi modely jsou vicemén¢ teoretické.

4 SOFTCOMPUTING

Tato védni disciplina se zabyva symbidzou riznych vypocetnich postupti jejichz
spolecnym jmenovatelem je odklon od klasického modelovani zaloZeného na booleovské
logice, analytickych modelech, ostré klasifikaci a deterministickém prohledavani.[11] k
feSeni obtiznych problému

Jako vhodné techniky pro feSeni problémt ¢asovych tad jsou:
+  neuronove sité
- genetické programovani

 analytické programovani
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4.1 Neuronové sité

Pomérné dobré vysledky davaji neuronové sit€¢ u vicevstupové regrese. Neuronové
sit¢ jsou schopny uspésné aproximovat i komplikované funkce.

Dalsi moznost je odhalovat formace v grafech [13]

4.2 Genetické programovani

Genetické programovani je rozsifenim genetickych algoritmi. Tato modifikace je, ze
neni nova populace Slechténa klasickym numerickym pfistupem, ale na symbolické
urovni. Tzn. Populace neobsahuje ¢isla, ale symbolické objekty (matematické funkce,

uzivatelské podprogramy) [12]

4.3 Analytické Programovani

Analytické programovani je novy pfistup k syntéze symbolické struktury, ktery pro
vypocet pouziva evolucni algoritmus Od jeho zavedeni se v mnoha problémech
osvedcil jako vhodny pro syntézu symbolické struktury jako genetické programovani.
[10]

Jedna se o alternativni piistup vzhledem ke genetickému programovani a gramatické
evoluce. Analytické programovani neni samostatny evolu¢ni algoritmus program, ale
spise transformace €i zobrazeni zékladnich symbolickych objektt do mnoziny progra-

mu, které 1ze z té€chto symbolickych objektl zkonstruovat.

Analytické programovani pracuje stejné jako genetickd evoluce nebo genetické
programovani s mnozinou funkci (sin, tan, cos, and, or), operatort (+,-,*,/,dt), termi-

nalf (2,73, @, t,..) [12]
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II. PRAKTICKA CAST

5 PRIPRAVA DAT A POUZITE PROSTREDKY

5.1 Volba metod

Na vyvoj cen akciovych titult mé vliv obrovské mnozstvi vstupt. Tyto vstupy se v
posledni trovni sejdou v nabidce a poptavce. Nabidku a poptavku vytvaii mnozstvi
investoru ktefi se fidi zase svymi individualnimi vstupy (vysledky analyz technickych
analyz, pfedchozim vyvojem, zdmérem vlastnictvi urc¢ité ¢asti spolecnosti, psycho-
logie a spoustou dalSich podnétit). Protoze téchto vstuptl je obrovské mnozstvi a
nejsou v métitelné (mozno povazovat za bily Sum), tak se v prvni fazi se divam na

vyvoj cen jako na systém bez vstupi, tj. Cistou Casovou fadu.

5.2 Parametry a mozné problémy

MozZné problémy:
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- Preuceni (overfitting) a nedouceni (underfitting). Protoze zdrojova data jsou
znaéné stochasticka, ptiliSna snaha navrhovaného feseni o pfizplsobeni se tré-
ningovym datim na Ukor obecnosti vede k preuceni. U AR modeli miize
vzniknout vysokym stupném polynomu na malém mnozstvi dat, u neuro-
novych siti vysokym mnozstvi skrytych neuront.

Naopak miize dojit k nedou€eni, pokud bude model Spatn¢ nastaven (nizky
stupenl polynomu, nizky pocet skrytych neurontl) a predikce bude velmi slabé

kopirovat vyvoj, ptipadné nebude fungovat viibec.

« Data budou tak stochastickd, Ze modely nebudou mit lepsi vysledky, nezli

pravdépodobnost ze statistického popisu dat.

«  Bude zvoleno nevhodné vzorkovani ( u akcii obvykle od tickti, pfes minuty,

nasobky minut, hodiny, dny, tydny az mésice)

« Ve vypoctech nebudou zahrnuty velké vykyvy mezi jednotlivymi vzorky
(obcas se stane, ze v ramci dne se ceny v reakci na n¢jakou vyznamnou uda-
lost zméni o vice nez ptedchozi zmény za nékolik tydnl a staci se vratit zpét

témé&f na hodnoty pied udalosti).

«  Obecn¢ byvaji také problémy s kalendaiem. Rizné délky dnii v mésici/v roce,

poctu pracovnich dnti, pohyblivé svatky.

5.3 Zdroje dat

Zdarma vetejné dostupnych zdroji historickych dat na denni bazi (vzorkovani jeden
den) je pomémé hodné. Casto pouZivany zdroj je stranka spoleénosti Yahoo
(https://finance.yahoo.com), kde po zadani zkratky pozadovaného produktu a zvoleny
Casovy rozsah, je mozné ziskat ve formatu csv.

Trochu problematictéjsi je ziskat data s kratSim vzorkovanim. Obvykle jsou posky-
tovany zprostfedkovateli svym zakazniklim (j& mam k dispozici v programu MetaTra-
de historickd data s moznosti exportu do csv se vzorkovanim 1 minuta, 5 minut, 15
minut, 30 minut az mésic). Pokud ziistanu u vetrejné dostupnych zdroji tak velmi dob-
ry zdroj je rusky web Finam

( https://www.finam.ru/analysis/profile041CA00007/default.asp ), kde lze stdhnout


https://finance.yahoo.com/

UTB ve Zliné, Fakulta aplikované informatiky 28

opét ve formatu csv data se vzorkovanim uz od jednotlivych tika (tick). Americké
akcie jsou pii volbé skupiny Axmmm CIHIA(BATS), futures americkych indexi
®srouepcs CIIA .

Pro dalsi analyzu byla vybrany tidaje indexu Dow Jones Industrial Average a akcie
firmy IBM, oboje s dennim vzorkovanim (od 1.1.2000 az po 29.3.2018) a 15 minu-

tovym vzorkovanim .

5.4 Priprava dat (preprocesing)

Protoze se jedna o kvalitni zdroj dat a v klasickém formatu (csv soubor ASCII
koédovani), nebylo nutno Zadnych uprav. Jen pii zkouSeni riznych akcii a indexil jsem
narazil na drobny problém a to hodnoty null u nékterych neobchodnich dnti. Toto

jsem fesil odstranénim takovychto zaznami.

Data jsou usporadana v tadcich chronologicky po jednotlivych vzorcich (vzorkovani:
dny, 15-minuty) a ve sloupcich, kde kromé hodnoty vzorku jsou hodnoty oteviraci
(neni stejna s predchozi zaviraci), maximalni,minimalni, zaviraci, upravena zaviraci a
objem. Pro dal$i zpracovani jsem ponechal anglické nazvy (Date, Time, High, Low,
Close Adj Close, Volume).

Dtvodem sloupce upravenda zaviraci hodnota (Adj Close) je pouZzivani téchto dat pro
analyzy. Pfi vyznamnych udélostech kdy napt. dojde k rozdéleni akcii (split) nebo
vyplaté dividendy, se cena akcie se vyrazné zméni. Tim, Ze je hodnota upravena (o
zménu zpusobenou udalosti) nezkresli to ptipadné analyzy. U indext je tato zména u
jednotlivych akciovych titult zahrnutych v indexu zanedbatelna véetné vlivu na index

a obé ceny se rovnaji.

Data jsem pouzival kontinualné, tj. fada pokracovala ihned dal§im ¢asem/dnem po po

pfipadném neobchodnim obdobi.

5.5 Vyhodnoceni kvality modelu a predikce

Jako miru kvality pouZitého modelu jsem pouzil index determinace R? nazyvany

také index spolehlivosti
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n

Z (mk_yk)z
R=1-“"—— (12)
(Yk_y)z

k=1

kde Y, je aktudlni (zndm4) hodnota,
m, je modelovana hodnota
Yy prumér znamych hodnot

Hodnoty R? blizké 1 znamenaji kvalitni model, blizké 0 malo kvalitni (moZno nahra-

dit stfedni hodnotou).

Jako miru kvality pouzitého modelu i predpovédi jsem pouzil primérnou absolutni
procentualni odchylku MAPE (Mean Absolute Percentage Error), ktera dle mého
nazoru nejlépe a nejnazornéji vystihuje uspésSnost (jen pozor, aby se nepouzivala u

dat, kterd maji pfipadnou nulovou hodnotu). Jeji vyhoda je nezavislost na métitku

fady.
MAPE = 1002 Y= Il (13)
n o= Y
kde Y« je aktualni (znAma) hodnota,

Y, je predikovana popf. modelovana hodnota .

Kromé této vybrané miry kvality se bézné€ pouZzivaji dalsi, napt . soucet ctvercovych
chyb (SSE), stfedni ¢tvercova chyba (MSE), odmocnénd stiedni Ctvercova chyba
(RMSE), stfedni absolutni chyba (MAE), relativni absolutni chyba (RAE), odmocné-

na relativni ¢tvercova chyba (RRSE)

Protoze zmény v kratkych intervalech a hlavné u indext jsou Casto pomérné malé,
byla testovana uspésnost predikce také porovnani realné hodnoty s vic¢i tomu, Ze neni

provedena zadna zména, piipadné viici primeérné zmeng.

6 MODEL BEZ VSTUPU
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6.1 Nefiltrovana data

Jako prvni pro analyzu byl vybran Dow Jonesoviiv index se vzorkovanim jeden den.
Zvolil jsem obdobi od 31.12.1999 po 29.3.2018. Protoze vétSinou budu pracovat pou-

ze s potfadovym c¢islem v ramci fady, bylo ponechdno na ose x poradové cislo.

w10t Uzaviraci hadnoty indexu Dow Jones | od 31.12.1993 do 29.3.2018

3 T T T T T T T
250 —

2 _ —
15¢ —

1 -
ns 1 1 1 1 1 1 1 1 1

i 500 1000 1500 2000 2500 3000 3500 4000 4500 5000
vzorek [den]
Obr. 4: Dow Jones Industrial Average — cela datova sada
6.1.1 Model

Podstatné pro AR model je volba fadu a mnoZstvi dat zahrnutych do vypoctu. Jako
vychozi parametry se zdalo vytvotit kvalitni model a poté zménou parametra v hledat
v testovaci fazi usp&ného kandidata. Uspésnost predikce bude vii¢i skute¢nym pro
model neznamych dat a ne miru uspésnosti modelu na datech ze kterych byl vytvoren
model.

V prvnim kroku byla snaha vytvofit model, ktery by dostate¢né dobie prolozil zkou-
mané data. Idedlem bylo najit kompromis mezi tim, aby prolozeni modelu bylo
dostate¢né kvalitni (R? parametr blizky 1) a ne pfili§ vysokym stupném AR. Alterna-
tivni varianta se také jevila postupné zvySovat na stejnych datech stupenn modelu od

v

by jeho hodnota stagnovala, popt. se zvySovala s rostoucim stupném nepatrné€, mohl
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to byt vhodnym vychozim nastavenim pro dalsi testovani predikci. Kvalita modelu
sice nic nevypovida o uspésnosti predikce, ale stupen AR se mize stat vychozim pro
dalsi testovani predikci.

Dle doporuceni se zacalo v praxi Casto pouzivanym stupném AR modelu 2 a 100

hodnot zahrnutych do vypoctu.
Jako vzorovy ptiklad je zvolen Dow Jonesiv index

Po importu do MATLABu (pomoci scriptu Import DJ den) a volbé dat pro model
(100 hodnot tj. 4281 az 4380 ) byly vypocitany pomoci metody nejmensich Ctvercti
koeficienty (pomoci funkce mujAR )

¢,=—0.9821¢,=—0.0184 (14)

Tomu odpovida graficky zndzornény model

10 Model (2. Fad)
212

21

208

2.06

204

202

1.98

1 BE | | | | 1 | | | |
a 10 20 a0 40 a0 alll 70 g0 80 100

Obr. 5: Vzorovy AR model DJI denni vzorkovani

jeho index spolehlivost dle vzorce (12) je

R*=0,9448 (15)
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Prvni predikovana hodnota 4381 (odpovidajici dnu 1.6.2017)

cena [§]

# 10

214

Predikce wietné dat wyuZitych pro wypodet regresory

212

21

2.05

2.06

2.04

2.02

1.98

1.96
0

=

2.14

1a

1
20 40 &0 a0 100 120
vzarek [den]

Obr. 6: Vzorovy AR model DJI predikce komplet

Fredikce

212

21

2.09

2.03

207

—&— realné
—Z— predikce E

1 1 1 1 1
94 96 95 100 102 104 106 108 110
vzarek [den)

Obr. 7: Vzorovy AR model DJI detail predikce
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Obdobné dopadlo analytické programovani:

cena [§]

%10
214 T

Predikce

213

212

2N

2.1

209

208

207

2105 L

——realné
—=— predikce {E

80 g5

1
95

vzorek [den]

|
100

|
105

Obr. 8: Vzorovy model DJI detail genetické programovani

Tab. 1. Vysledky predikce vzorovy DJI

Redlné hodno- | Genetické prog. AR(2)
ly
21008,650 21029,9 21040,8517
21144,179 21039,3 21052,2388
21206,289 21048,8 21063,6321
21184,039 21058,2 21075,0316
21136,230 21067,7 21086,4373
21173,689 21077,1 21097,8491
21182,529 21086,6 21109,2671
21271,970 21096 21120,6913
21235,669 21105,5 21132,1217
21328,470 21115 21143,5582

110
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Poté byly masivné testovany riizné parametry na vétsim mnozstvi dat (rtizné varianty)

Postup (podrobny postup a pouZité scripty ):

Do MATLABu byla naimportovana data Dow Jonesonova indexu (viz Zdroje
dat — Yahoo).

Prvni ndhod¢ zvoleny den byl s pofadovym ¢islem 4370 (24.5.2017). Pro odhad volby
fadu a mnozstvi dat zahrnutych do modelu jsem si vytvoftil script ChybaAR test.m,
ktery ve spolupraci s dalSimi funkcemi dle nastavenych parametrt (pocet dat a fad AR
modelu) postupné pocital predikované hodnoty 1 az 15 krokl dopiedu v mnoZzstvi

postupné ode dne 1 az po hodnotu, ktera byla pfed dnem 4370
Stru¢ny popis algoritmu:

pro zvolené parametry (napt. fad=3 a mnozstvi dat zahrnutych do vypoctu
modelu (dale uvadéno jen jako okno) napt. 200 ) se pro vypocitaji koeficienty

AR-modelu (zde tadu 3) ze zaviracich cen dni 1 az 199

na zékladé vyslednych koeficientil se spocitaji predikované hodnoty 15 krokt
dopiedu

tyto predikované kroky se porovnaji se skute¢nymi, vypocita se procentualni

absolutni odchylka (MAPE) a ta se zapise

okno se celé¢ posune o jeden den (tj. dalsi bude den 2 az 200) a opakuji se

ptedchozi dva kroky

cely cyklus jede do doby azZ se posledni hodnota v okné rovnd dnu pied dnem

4370 (tj. okno 4170 az 4369)

se zaznamenanych MAPE se za cely cyklus spocitaji priméry pro jednotlivé
predikované kroky a ty se vcetné¢ parametrti (fad AR modelu a délka okna)

zaznamenaji do vysledné tabulky.
tyto cykly se opakuji pro vSechny zadané parametry

Na zéklad¢ vysledki z tabulky jsem se dale zkouSel parametry blizké tém které mély

uspeésné vysledky. Hodnoty obecné byly velmi Spatné a v kone¢ném dusledku i pfi
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jednokrokové predikci horsi nezli kdyby byla ponechana hodnota pied predikci

W O

6.2 Vyfiltrovana data pomoci klouzavych praméri

Po predchozim neuspéchu byla data vyfiltrovan pomoci moving average s riznou
délkou (maximalné 7).

w107 Predikce
135 T T T T T

—=— predikce

Tl gl

1.34

1.33

1.32

1.3

cena [§]

1.3

124

1.28

1.27

125 | | | | |
150 160 170 180 190 200 210

vzorek [den]

Obr. 9: Vzorovy model DAX po MA7

Chyba modelu je

R*=0,996 (16)

Na zéaklad¢ toho byl spusténo testovani pro velké mnozstvi dat.

Vybrané udaje jsou v tabulce Tab. 2. Rozdily po vyfiltrovani klouzavym primérem

Na prvni pohled je vidét, Ze s predikce s rostoucim vyrovnani se zlepSuje a je

pomérn¢ uspeésna pro prvni krok maximalné treti
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Tab. 2. Rozdily po vyfiltrovani klouzavym priimerem

Krokii predikce
1 2 3 4 5

MA4 Prium. rozdil predikce 30,6 58,0 |78.,7 139 170,5
AR(2) Prium rozdil posledni 32,6 |58,0 78,7 96,2 |111,6
MA7 Prium. rozdil predikce 18,0 [33,8 [63,3 90,1 |118,6
AR(2) Prium rozdil posledni 27,6 51,8 73,3 92,9 |111,0
MA9 Prium. rozdil predikce 14,2 130,9 |50,7 72,6 96,4
AR2 Priim rozdil posledni 248 47,2 67,7 86,8 104

6.3 Regresni model s vice vstupy

V c¢lanku [1] jeho autor profesor Alaa F. Sheta s kolektivem porovnéavaji predikci
akciového indexu S&P500 pomoci regresniho model s vice vstupy s predikci vyuzi-
vajici genetického programovani. Tento ¢lanek a model v ném uvedeny byl vyuzit s

drobnymi Upravami pro dalsi testovani.

6.3.1 Pouzita data a jejich zdroje

Vsechna data jak vstupni, tak vystupni byla vzorkovana s po jednotlivych dnech. Graf

hodnot S&P500 za celou pouzitou sadu vypada néasledovné:

Vstupni data byla rozdé€lena do skupin z nésledujicich kategorii:

Si: Hodnoty zkoumaného aktiva (S&P500 indexu) za pfedchozi tfi obdobi (tj. den-1,
den-2, den-3)

S,. Finanéni a ekonomické indikatory (ropa, zlato, CTB3M, AAA)

S; Hodnota péti nejvétSich spolecnosti ze zkoumaného aktiva ( Microsoft, Apple,

Amazon, Facebook, Berkshire)
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S4 Kurzy amerického dolaru vici dalSim svétovym ménam (japonsky jen, britska lib-

ra, kanadsky dolar)

Ss Hodnoty dalSich vyznamnych indexti ( hongkongsky HSI, francouzsky CAC, bri-
tsky FTSE a némecky DAX)

S¢ Objemy zkoumané¢ho aktiva
S; Zmény v urokovych sazbach dluhopist

Data byla ziskdana z pokud mozno stejnych zdrojt. Jiz pfi ziskédvani dat se objevily
komplikace.

Nektera data se prestala poskytovat na uvedeném zdroji — vyfeSeno pouzitim jiného
zdroje, popf. rozdélenim dat na ¢ast véetné téchto udajii a bez téchto tdaji (vynosy
korporatnich dluhopisti ratingu AAA a BAA).

Dale byly nahrazeny akcie s nejvétsi vahou za aktudlni (¢lanek byl z roku 2015 a véhy

jednotlivych akcii se kazdého ¢tvrt roku upravuji).

Tab. 3. Zdroje pro regresi s vice vstupy

vstup zkratka Popis zdroj
X| SP(k-1) Hodnota S&P 500 index den -1 yahoo
X2 SP(k-2) Hodnota S&P 500 index den -2 yahoo
X3 SP(k-3) Hodnota S&P 500 index den -3 yahoo
X4 Oil Relativni zména ceny ropy (crude oil) Metatrd
Xs Gold Relativni zména ceny zlata Metatrd
X6 CTB3M Zména trzniho vynosu cennych papiri US |FRGB
Treasury pfi 3meésicni konstantni splatnosti
X7 AAA Zména Moodyho vynosu korporatnich | FRGB
dluhopisti zatazeni Aaa
Xsg MSFT Hodnota akcie Microsoftu den-1 yahoo
Xo AAPL Hodnota akcie Apple den-1 yahoo
X10 AMZN Hodnota akcie Amazon den-1 yahoo
X1 FB Hodnota akcie Facebook den-1 yahoo
X12 BRK-B Hodnota akcie Berkshire den-1 yahoo
X13 USDJPY |Relativni zména kurzu US dolaru a japon- | Metatrd
ského jenu
X14 GBPUSD |Relativni zména kurzu US dolaru a britské | Metatrd

libry
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vstup zkratka popis zdroj

X15 USDCAD |Relativni zména kurzu US dolaru a kanad- | Metatrd
ského dolaru

Zdroj: Metatrade

Xi6 HSI Hodnota hongkongského Hang Seng indexu | yahoo
den-1

X17 FCHI Hodnota francouzského CAC indexu den-1 |yahoo

Xi1s UKFTSE |Hodnota britského FTSE indexu den-1 yahoo

X19 DAX Hodnota némeckého DAX indexu den-1 yahoo

X20 Objem Relativni zména objemu S&P500 yahoo

Xa1 CTB6M  |Zména trzniho vynosu cennych papird US |FRGB
Treasury 3mesicni konstantni splatnost

X2 CTB1Y Zmeéna trzniho vynosu cennych papiri US |FRGB
Treasury 1llety konstantni splatnost

X23 CTBSY Zmeéna trzniho vynosu cennych papird US |FRGB
Treasury
5ti lety konstantni splatnost

X24 CTB10Y |Zmeéna trzniho vynosu cennych papirt US |FRGB
Treasury

10ti lety konstantni splatnost

X2s BBB Zména Moodyho vynosu korporatnich | FRGB

dluhopisii zafazeni Baa

X26 DJI Hodnota Down Jones Industrial Average | yahoo
indexu den-1
X7 NASDAQ |Hodnota NASDAQ indexu den-1 yahoo

Zdroj oznaceny yahoo je finance.yahoo.com, Metatrade — software Metatrade, FRBG

— H.15 — Federal Reserve Board of Governors
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S&PS00 koncove denni hodnoty 14.1.2016 a2 10.4.2019
3':":":' T T T T T T T T

2500

2600

2400

cena [§]

2200

2000

1 BDD 1 1 | 1 1 | | |
a 100 200 300 400 &00 B00 700 800 a00

vzorek [den]

Obr. 10: S&P500 — cela datova sada

6.3.2 Priprava dat

Z jednotlivych dat byl vytvoien jeden datovy set. V piipad€ neexistence jednotlivych
hodnot (vypadky vznikly neobchodovanim v dany den, napf. svatky v rozdilnych

zemich) se doplnila hodnota hodnotou ptedchozi.

Z celkové datové sady byly vytvofeny dvé sady. Jedna vcetné vynost za korporatni
dluhopisy Aaa a Baa (od 14.1.2016 do 10.7.2016 ), druha bez téchto proménnych (od
14.1.2016 do 10.4.2019) tj. jen 25 vstupnich proménnych.

6.3.3 Tvorba modelu

PtepiSe se rovnice (1) na tvar
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y(k)=c,x,+CoX,+....+Cor xoy+e(k) (17)

Kde c1 az c27 jsou vySe uvedené jednotlivé proménné jdouci do regresni modelu.

Pro zjisténi parametrd cx se vytvoii regresni matice i Po tpravach je vysledna rovnice

v maticovém tvaru a poté feSena metodou nejmensich ctverct

()] (1) x(1) xr (1) e.] Te(1)
y(2)| [x(2) x(2) x(2) || e, | | e(2)

=l . . .o . A (18)
YN)] [x() x(N) - (V)| [e(V),

Po zvoleni dat pro modelovéani od 1 do 100 (odpovida dntim 14.1.2016 az 8.6.2016)

je feSenim nasledujici rovnice

$=1,2474. x,—0,0076992. x,+0,053756.x,+17,324.x, —287,49.x,
—4,2865.x,+62,971. x,+3,004. x,+0,21290. x,+0,047196.x,,
+0,42806. X, +5,0430. X,,+293,83. x,;— 198,78. x,,—890,30. X, (19)
+0,0016084. x,,—0,012273.x,,+0,0058574. X, +0,0026462. x .,
+3,9600. x,,+7,6822. x,,+9,4836. X ,,+39,089. X, — 225,66. x,,
+746,31. x03—0,082819. X,5—0,032767. X,

Model tedy vypada takto
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Model S&P500 (1)
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Obr. 11: S&P500 — Model 1

Index spolehlivosti dle vzorce (12) pro tento model je R?=0,989

Pro zajimavost jakymi vahami se se podilely jednotlivé proménné byly dosazeny

sttedni absolutni hodnoty téchto proménnych do vzorce modelu

V1=2503 V=-15,43  V5=107,6 V=0,433 Vs=-2,411
V=-0,2076  V;=0,566 Vs=157,3 Vo=21,3 V10=28,65
Vi=47,29  Vp=6954  Vii=1,792  V.,=-09981 V,=-4,875
Vi=32,32  V7=-53,45 Vi5=35,49  V5=2594  V=0,3969
V2=0,2669  V»=0,2826 Vy;=1,064 V=422 V25=4,859
V26:- 1422 V27:-1 54,4

Ukézalo se, Ze nejveétsi vahu maji proménné X, — vlastni ptedchozi hodnota (den -1),
X26 — index Dow Jones a naopak nejmensi X6 zména vynosu cennych papiri s 3

mésicni splatnosti

Pti pouziti rovnice (19) pro nasledujicich 40 hodnot (tj. dny 9.6.2016 az 4.8.2016)

jsou predikované hodnoty v porovnani se skuteCnymi v grafu
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Fredikce Z&P00 (1)
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Obr. 12: S&P500 — Predikce 1

Chyba MAPE je 0,6064%
Vse na prvni pohled pomérné uspésné, ale pokud si uvédomime, Ze:

«  SP500 neméni pfili§ vyznamné, stfedni absolutni procentni zména za mode-

lovanych 100 hodnot je 0,6085%, coz je téméf srovnatelné
«  Treningova data jsou pocitana

+  Hodnoty nékterych proménnych jsou téméi aktudlni (nastésti s mensi vahou,
ale asi spravnéjsi by bylo také pouzit den — 1, coz jsem také udélal, ale vysle-

dek byl srovnatelny)

Dalsi model jsem udélal umyslné v miste, kde byla kiivka vice ,,zvInéna* a vysledny

graf a chyby vysly takto:
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Predikce SP&500 (2)
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Obr. 13: S&P500 — Predikce 2

Index spolehlivosti dle vzorce (12) pro tento model je R*=0,9821

Stfedni absolutni procentni zména predikce = 0,9347%

ZAVER

Pro modelovani byla ziskdna data a provedeny piipadné Gpravy pro tvorbu modeld
.Na vybranych datech byly pomérné uspé€sné vytvoreny modely s vysokymi indexy
spolehlivosti jiz od nizkych fadt. Dle pfedpokladu, nepodafilo se najit mezi metoda-
mi zadnou velmi uspéSnou metodu a model pro predikei budoucich hodnot vybranych
akciovych tituld. Autoregresni model je obecné vhodny pro jednokrokovou predikei,
v experimentech na burzovnich datech bez dalSich uprav byl ptesto netispéSny. Toto

je zapfi¢inéno zna¢né stochastickou povahou dat. Pfesto po vyfiltrovani pomoci

vvvvvv

vvvvvv

predikci. To ukazuje pro¢ je Moving Average zédkladnim kamenem klasickych tech-



UTB ve Zliné, Fakulta aplikované informatiky 44

nickych analyz.

Model s vice vstupy vypadd na prvni pohled 1épe, ale je si tieba uvédomit, ze je to
jen jednokrokova predikce. Volba parametrii je podstatna, zde se ukézalo, Ze velkou
vahu na vypocet predikované hodnoty méla predchozi hodnota a jeden z hlavnich

indexu.

Z praktického hlediska pfi investovani je vhodné stale spoléhat na zékladni statistické
ukazatele vyvoje akcii u jejich hodnoty vyuzit ve svém fizeni rizik ( stop loss — zasta-
veni ztrat). Uvedené metody je mozno vyuzit pti obchodovani v kratkych ¢asovych
usecich (tzn. tiky, minuty), coz byva také u vysokofrekvencniho obchodovani.[2]

Jako mozné vhodné pokracovani studie by bylo mozné vyhodnocovat pomoci fuzzy
logiky (napt. obdobn¢ jako maklétské domy doporucuji strong buy, buy, hold, sell,
strong sell) a zda se, Ze pfi pfipadné vétSim vyuziti klasickych technickych indikato-

i, popt. hledani formaci v grafu (vzort) napi. pomoci neuronové sité
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next).
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