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ABSTRAKT 

Témou tejto práce sú metódy pre rozpoznávanie ručne písaného písma. Cieľom je tieto 

metódy popísať a porovnať. Práca je rozdelená na dve časti, teoretickú a praktickú. 

V teoretickej časti sú popísané jednotlivé metódy, ktoré sa pri rozpoznávaní písma používajú 

a datasety s výsledkami opísaných klasifikátorov. Praktická časť práce sa venuje prieskumu 

a testovaniu konkrétnych aplikácií. Záver práce je zameraný na zhrnutie zistených 

poznatkov.  

 

Kľúčové slová: rozpoznávanie ručne písaného písma, k-najbližších susedov, metóda 

podporných vektorov, Bayesov naivný klasifikátor, viacvrstvové perceptróny, LSTM, 

konvolučné neurónové siete, dataset 

 

 

 

ABSTRACT 

The topic of this thesis is handwriting recognition methods. The aim is to describe and 

compare these methods. The thesis is divided into two parts, theoretical and practical. The 

theoretical part describes various methods used in hand-writing recognition and datasets with 

the results of the described classifiers. The practical part of this thesis deals with the research 

and testing of specific applications. The conclusion of the thesis is focused on a summary of 

the findings. 

 

Keywords: hand-writing recognition, k-Nearest Neighbors, support vectore machines, Naïve 

Bayes classifier, multi-layer perceptrons, LSTM, convolutional neural network, dataset 
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ÚVOD 

Predávanie informácií vo forme rukou napísaného textu prežilo stovky rokov. Prvé pokusy 

o zostrojenie písacieho stroja siahajú do prvej polovice 18. storočia. Dnes sú už nahradené 

počítačmi a klávesnicou. 

Rozvoj informatiky a informačných technológií rýchlo napreduje. To, čo sa pred pár 

desaťročiami zdalo nemožné, je v dnešnej dobe samozrejmosťou a stáva sa neoddeliteľnou 

súčasťou nášho každodenného života.  

V súčasnosti digitalizácia zasahuje do každého odvetvia. Príkladom sú podnikové 

informačné systémy, elektronické zbierky zákonov a predpisov, elektronizácia 

zdravotníctva, elektronické archívy knižníc, ale aj budovanie elektronických archívov 

historických knižníc. Dôvodom digitalizácie je napríklad šetrenie miesta, zníženie nákladov 

na archiváciu, ochrana údajov, alebo zdieľanie textu. Zrýchľuje a zjednodušuje sa 

vyhľadávanie v textoch, dajú sa efektívne analyzovať, kategorizovať, spájať a porovnávať 

s inými údajmi a dokumentami. 

Rozpoznávanie rukou písaného textu je schopnosť počítača prijímať a spracovať rukou 

písaný vstup, v podobe papierového dokumentu, fotografie, z dotykovej obrazovky, alebo 

iného zariadenia. Vstupný obrázok rukou písaného textu môže byť snímaný off-line, kedy 

je text na papier napísaný perom a dáta sa získavajú až po ich napísaní, alebo je snímaný on-

line. V prípade on-line rozpoznávania sa dáta získavajú pomocou špeciálneho pera 

a dotykovej obrazovky, a sú snímané po celú dobu, kedy je pero v kontakte s obrazovkou. 

Cieľom mojej práce je opísať a porovnať metódy pre rozpoznávanie rukou písaného písma 

a vybrať vhodný klasifikátor pre rozpoznávanie písma kurent, ktorý sa používal v minulosti 

napríklad v matrikách. Práca sa skladá z dvoch častí, teoretickej a praktickej. Teoretická časť 

sa zaoberá rešeršou techník a metód pre rozpoznávanie písaného písma. V prvej kapitole sú 

popísané klasifikátory, ktoré sú najdôležitejšou časťou aplikácií pre rozpoznávanie. 

V ďalších kapitolách teoretickej časti opisujem metódy, ktoré sa používajú pre prípravu 

textu pred samotnou klasifikáciou. Konkrétne to sú to metódy segmentácie textu, 

predspracovania, extrakcie príznakov a post-processing. Posledná kapitola teoretickej časti 

opisuje datasety, na ktorých sú klasifikátory trénované a následne aj testované. Praktická 

časť mojej práce je zameraná na prieskum a otestovanie konkrétnych aplikácii pre 

rozpoznávanie písaného písma. Prvá kapitola praktickej časti obsahuje prieskum 
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a testovanie aplikácii na datasete MNIST a druhá kapitola obsahuje zhrnutie dosiahnutých 

výsledkov.  
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I.  TEORETICKÁ ČASŤ 
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1 KLASIFIKÁCIA 

Klasifikácia je proces kategorizácie daného súboru údajov do tried. Môže sa vykonávať na 

štruktúrovaných aj neštruktúrovaných údajoch. Triedy sa často označujú aj ako cieľ, štítok 

alebo kategórie [59]. 

Klafikátor je algoritmus, ktorý sa používa na mapovanie vstupných údajov do konkrétnej 

triedy alebo kategórie [59]. V nasledujúcich podkapitolách sú popísané klasifikátory: 

• k-Nearest Neighbor (k-Najbližších Susedov, k-NN) 

• Support Vector Machines (SVM), 

• Viacvrstvové perceptróny (Multi-layer Perceptrons, MLP) 

• Konvolučné neurónové siete (CNN), 

• Bayesov naivný klasifikátor (NB), 

• Long short-term memory (LSTM). 

Pre zvýšenie presnosti klasifikácie sa používajú rôzne techniky predspracovania obrazu 

a extrakcie príznakov, ktoré odstraňujú, alebo redukujú nežiaduce informácie z obrázka. 

Tieto techniky sú popísané v kapitolách 2 a 4.  

1.1 k-Nearest Neighbors 

Metóda najbližších susedov (k-NN) je jedným z najpoužívanejších a najjednoduchších 

algoritmov v strojovom učení, bez toho, aby vyžadovala väčšie nároky na svojho autora. 

Napriek svojej jednoduchosti dosahuje uspokojivé výsledky, ak sú splnené určité 

požiadavky. Základnou myšlienkou je, že podobné príklady sa vyskytujú „blízko“ pri sebe, 

čo sa týka ich vlastností. Inými slovami, ak vzorka patrí do určitej triedy, očakáva sa, že 

hodnoty vlastností inej vzorky, ktorá patrí do tej istej triedy, sa príliš neodlišujú od hodnôt 

prvej vzorky. Takže vzdialenosť medzi týmito inštanciami by mala byť malá [1].  

Preto je k-NN neparametrická metóda, ktorá funguje nasledovne. Uchovávame všetky 

dostupné vzorky, ktoré zodpovedajú tréningovým dátam. Tie sa skladajú z ich vlastností 

a značiek. Potom porovnávame vstupnú vzorku so všetkými tréningovými dátami 

a priradíme ju k triede s väčšinou k najbližších vzoriek z tréningovej sady. Parameter k je 

definovaný užívateľom. Obrázok číslo 1 zobrazuje princíp funkcionality k-NN. V tomto 

prípade je vstup označený ako hviezdička. Ďalej máme dve triedy, označené ako prázdne 
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a plné kruhy. V oboch prípadoch, zobrazených na obrázku 1, k = 3 a k = 7, metóda 

predpovedá, že vstupná vzorka patrí do triedy označenej plnými kruhmi [1]. 

 

Obrázok 1: Princíp fungovania k-NN [1] 

Je teda možné pozorovať, že parameter k hrá kľúčovú úlohu vo výsledkoch k-NN. Nie je 

ťažké si všimnúť, že v závislosti od tejto hodnoty môže algoritmus zmeniť svoju predpoveď. 

Z toho vyplýva, najlepšia hodnota pre tento parameter závisí od problému a konkrétne od 

údajov. Bežnou praxou pri odhadovaní hodnoty k je zmeniť hodnotu z jednotky na druhú 

odmocninu počtu tréningových vzoriek a vybrať hodnotu, ktorá dosiahla najlepšie výsledky 

[1].  

Určenie miery priblíženia závisí na meranej vzdialenosti. Najpoužívanejšou metrikou 

vzdialenosti v k-NN je euklidovská vzdialenosť, hoci v literatúre je možné nájsť ďalšie, ako 

napríklad city-block, Manhattan, Mahalanobis, alebo Minkowski [1]. 

Nedostatky k-NN sú hlavne závislosť na štruktúre dát a preťaženie spracovávania pri 

narastajúcom množstve tréningových sád [1]. Tréningová sada je časť datasetu, na ktorej 

prebieha učenie algoritmu. Čo je to dataset je popísané v kapitole 6. Keďže je algoritmus 

založený na porovnávaní vstupov a tréningových dát, čím väčšia je tréningová sada, tým 

väčšie je množstvo operácií, a teda čas spracovania. Aby sa tomuto problému predišlo, 

využíva sa postup skrátenia, ktorý sa zameriava na zníženie počtu tréningových príkladov, 

zvyčajne založených na určitej podobnosti. V tejto súvislosti je známe, že niekoľko 

podobných príkladov pravdepodobne nepomôže rozlíšiť údaje. Niektoré z týchto príkladov 
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by sa preto mohli vylúčiť bez straty zovšeobecnenia, čo by pomohlo zlepšiť výkonnosť 

metódy [1]. 

1.2 Support Vector Machines 

Support Vector Machines (SVM), alebo metóda podporných vektorov, je binárna metóda 

strojového učenia založená na štatistickej teórii učenia s niektorými vysoko elegantnými 

vlastnosťami. Hlavná myšlienka sa dá zhrnúť nasledovne: pri tréningovej vzorke SVM 

vytvára nadrovinu, ako rozhodovaciu plochu takým spôsobom, aby sa maximalizovala miera 

oddelenia medzi pozitívnymi a negatívnymi príkladmi. Táto vlastnosť je v kontraste s inými 

technikami učenia, ktoré využívajú akúkoľvek separačnú plochu, napríklad viacvrstvové 

perceptróny alebo funkcia radiálnej bázy (RBF). Rozpätie oddelenia je definované ako 

menšia vzdialenosť medzi tréningovými vzorkami a rozhodovacou plochou, ktorá sa v tejto 

situácii môže považovať za optimálnu nadrovinu. Obrázok 2 zobrazuje rozdiel medzi 

náhodnou rozhodovacou plochou s menším odstupom a optimálnou nadrovinou, ktorá má 

väčší odstup separácie [1]. 

 

Obrázok 2: Rozhodovacie plochy [55] 

Základný postup na určenie optimálnej nadroviny umožňuje len klasifikáciu lineárne 

separovateľných údajov. S cieľom spracovať neoddeliteľné údaje sa zavádza pojem 

zašumené dáta (soft margin). V takom prípade sú klasifikačné chyby pri tréningu povolené, 

aby bol odstup širší, čo má tendenciu zvyšovať generalizačnú silu klasifikátora . Obrázok 3 

zobrazuje túto situáciu a zobrazuje tak lineárne oddeliteľné údaje (a), ako aj neoddeliteľné 

údaje (b), kde body označené ako ξ3 a ξ5 sú na nesprávnej strane rozhodovacej plochy [1].  
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Obrázok 3: Klasifikácia podporných vektorov: (a) lineárne oddeliteľné dáta, (b) lineárne 

neoddeliteľné dáta [1] 

Napriek tomu, že je zašumenie dát veľmi užitočné, nedokáže poskytnúť SVM požadované 

klasifikačné schopnosti. Vyplýva to zo skutočností, že nadroviny nie sú vždy dostatočné na 

oddelenie vstupných údajov. Existujú situácie, v ktorých by bola vhodnejšia nelineárna 

rovina. Táto konverzia, alebo mapovanie je dosiahnuté pomocou jadrovej transformácie 

(Kernel Trick). Myšlienkou je, že nelineárne oddeliteľné vstupné dáta sa môžu stať lineárne 

oddeliteľnými v inej nadrovine, v ktorej bude možné definovať nadrovinu, ktorá 

diskriminuje dané dáta. Obrázok 4 predstavuje takúto transformáciu [1]. 

 

Obrázok 4: Kernel mapping: nelineárne oddeliteľné dáta a lineárne oddeliteľné 

dáta [2] 

Rovnako ako iné klasifikátori, aj SVM má parametre, ktoré definujú jeho výkon pri určitom 

probléme. Hlavnými parametrami sú jadrová funkcia a jej vnútorné parametre. Jadrová 

funkcia môže byť polynóm, Gaussova krivka, alebo RBF a regularizačná konštanta použitá 
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na zašumenie dát. SVM sú citlivejšie na zmenu svojich parametrov, čo sa považuje za 

nedostatok metódy [1]. 

1.3 Viacvrstvové Perceptróny 

Viacvrstvové perceptróny (MLP z anglického Multi-layer Perceptron) sú sieťami s priamym 

posuvom, ktoré majú jednu, alebo viac skrytých vrstiev, obvykle zložených z neurónov 

sigmiodálnej aktivácie. Zaujímavé vlastnosti MLP sú, že s jednou skrytou vrstvou môže 

aproximovať akúkoľvek spojitú funkciu, zatiaľ čo použitie dvoch skrytých vrstiev umožňuje 

aproximáciu akejkoľvek funkcie. Obrázok 5 zobrazuje schematický pohľad na MLP sieť 

so štyrmi uzlami vo vstupnej vrstve, jednou skrytou vrstvou so štyrmi uzlami a výstupnou 

vrstvou s jedným uzlom [1]. 

 

Obrázok 5: Príklad viacvrstového perceptrónu [3] 

Spočiatku boli neurónové siete tvorené jednou vrstvou. Ich výcvik bol priamočiary, pretože 

výstup je priamo pozorovateľný, a preto sa môže použiť na nastavenie vodiacich váh. 

Faktom je, že jednovrstvové siete dokázali vyriešiť iba lineárne oddeliteľné problémy. 

Riešenie tohto obmedzenia sa objavilo s opisom algoritmu backprogpagation [1]. 

Základnou myšlienkou algoritmu je použitie zostupného gradientu na výpočet chýb skrytých 

vrstiev podľa odhadu efektu spôsobeného nimi, cez chybu výstupnej vrstvy. Takto sa 

vypočíta výstupná chyba, ktorá sa vráti späť do skrytých vrstiev, čo umožní, aby sa váhy 

aktualizovali úmerne k hodnotám spojení medzi vrstvami. Kvôli použitiu gradientu musia 
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byť aktivačné funkcie diferencovateľné. Toto opodstatňuje použitie sigmoidných funkcií, 

pretože sú diferencovateľnou aproximáciou ku krokovej funkcii. Učenie prebieha v dvoch 

fázach. V doprednej fáze je signál šírený sieťou, až kým nedosiahne výstup. Pri spätnej fáze 

sa chyba získa porovnaním výstupu siete s požadovanou odozvou. Táto výsledná chyba sa 

šíri z výstupu na vstup (smerom dozadu), vrstvu po vrstve, čo umožňuje nastavenie váh siete 

[1]. 

1.4 Konvolučné neurónové siete 

Myšlienka konvolučných sietí (CNN z angl. Convolutional Neural Network) bola vyvinutá 

skupinou neurovedcov a programátorom Yannom LeCunom [1]. CNN rovnako ako aj MLP 

patrí do skupiny neurónových sietí. Zatiaľ čo viacvrstvové perceptróny sa radia medzi plytké 

siete, konvolučné neurónové siete sa radia medzi metódy hlbokého učenia. Rovnako ako 

mozog, konvolučná sieť odovzdáva informácie cez niekoľko hierarchických vrstiev 

predbežného spracovania, kde každá vrstva vykonáva špecifickú úlohu. CNN tvoria tri 

hlavné typy vrstviev [1]. 

Obrázok číslo 6 zobrazuje konvolučnú vrstvu, ktorá je skonštruovaná tak, že graficky kóduje 

niektoré príznaky, ako napríklad prítomnosť šikmej čiary pod určitým uhlom. Ďalšia vrstva, 

vytvorená v dôsledku konvolučných operácií s váhovou maticou, ukazuje prítomnosť šikmej 

línie v ošetrovacej vrstve a jej polohu, čím vytvára tzv. príznakové mapy. Konvolučná 

neurónová sieť nemá jednu množinu takýchto váh, ale má ich celú škálu, kódujúcu všetky 

druhy čiar a oblúkov z rôznych uhlov. Takéto konvolučné jadrá nie sú nachystané dopredu, 

ale sú tvorené samostatne prostredníctvom trénovania siete klasickým spôsobom spätnej 

propagácie (backpropagation) [4]. 
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Obrázok 6: Konvolučná vrstva [4] 

Subsamplingová (pooling) vrstva vykonáva zmenšenie rozmerov vytvorených príznakových 

máp. Subsampling sa týka procesu, keď z niekoľkých susediacich neurónov príznakovej 

mapy sa vyberie ten, ktorý má maximálnu výstupnú hodnotu (max-pooling), prípadne sa 

spočíta ich priemer (average-pooling). Neskôr tvorí jeden neurón z ďalšej príznakovej mapy 

so zmenšenými rozmermi. Vďaka tejto operácii sa sieť okrem zrýchlenia ďalších výpočtov 

stáva invariantnejšou k mierke vstupného obrazu [4]. 

 

Obrázok 7: Subsamplingová (pooling) vrstva [4] 
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Posledná vrstva je obvykle plne prepojená vrstva, kde sú príznakové mapy zreťazené do 

jedného vektora a predané do vrstvy, ktorá vráti pravdepodobnosti inštancie patriacej do 

predtým trénovanej triedy. Tréning konvolučnej siete sa vykonáva pomocou algoritmu 

backpropagation. V tomto algoritme sa výsledok klasifikácie siete porovná s labelom 

príkladnej triedy. Potom sa chyba klasifikácie spätne propaguje smerom k predchádzajúcim 

vrstvám, takže sa aktualizujú ich váhy [1]. 

 

Obrázok 8: Konvolučná neurónová sieť [1] 

1.5 Bayesov naivný klasifikátor 

Bayesov naivný klasifikátor (NB z angl. Naive Bayes) je pravdepodobnostný klasifikátor, 

ktorý uplatňuje Bayesovu teorému so silným (naivným) predpokladom. Predpokladá sa, že 

vlastnosti popisujúce objekty, ktoré sa majú klasifikovať, sú navzájom štatisticky nezávislé. 

Takýto štatistický model sa v literatúre často nazýva „independent feature model“.  

Vzhľadom na priestor X, v ktorom sú klasifikované objekty reprezentované premennými 𝑓1, 

..., 𝑓𝑚, je NB založená na Bayesovej vete (1): 

 
𝑝(𝑐|𝑓1, … , 𝑓𝑚) =  

𝑝(𝑐)𝑝(𝑓1, … , 𝑓𝑚|𝑐)

𝑝(𝑓1, … , 𝑓𝑥)
 (1) 

kde c je premenná triedy. Obyčajne sa menovateľ vyššie uvedenej rovnice neberie do úvahy, 

pretože je konštantný vzhľadom na triednu premennú c. 

Podľa základného predpokladu NB, menovite štatistickej nezávislosti prvkov, možno 

uvedené rovnicu prepísať nasledujúcim spôsobom (2): 

 
𝑝(𝑐|𝑓1, … , 𝑓𝑚) =

1

𝑍
𝑝(𝑐) ∏ 𝑝(𝑓𝑖|𝑐)

𝑚

𝑖=1

 (2) 

Kde 𝑍 = 𝑝(𝑓1, … , 𝑓𝑚) je mierkový faktor nezávislý od c. Podľa odhadu maximálnej 

pravdepodobnosti sa parametre modelu odhadujú z tréningového súboru údajov (povedzme 
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D). Predchádzajúca trieda sa odhaduje takto: ak 𝑛𝑘 je počet vzoriek v D patriacich do triedy 

k a 𝑛𝐷 je celkový počet vzoriek v D, potom 𝑃(𝑐 = 𝑘) =  
𝑛𝑘

𝑛𝐷
⁄ . Pokiaľ ide o odhad 

parametrov distribúcie prvkov, je možné postupovať podľa dvoch rôznych prístupov 

v závislosti od toho, či znaky predpokladajú kontinuálne alebo diskrétne hodnoty [20], [21].  

Po odhadnutí vyššie uvedených parametrov klasifikuje NB neznámu vzorku x predstavovanú 

znakovým vektorom 𝑥 = (𝑓1, … , 𝑓𝑚) podľa rozhodovacieho pravidla maximum a posteriori 

(3): 

 
𝑒(𝑥) = arg max

𝑘
𝑝(𝑐 = 𝑘) ∏ 𝑝(𝑓𝑖|𝑐 = 𝑘)

𝑚

𝑖=1

 (3) 

Napriek skutočnosti, že predpoklady nezávislosti môžu byť v niektorých prípadoch 

nepresné, NB má niekoľko vlastností, vďaka ktorým je veľmi efektívna v praktických 

aplikáciách. Napríklad faktorizácia distribúcie podmienených znakov triedy znamená, že 

každú distribúciu je možné odhadnúť nezávisle. To pomáha predchádzať problému 

prekliatia dimenzionality, t.j. potreba veľmi veľkých súborov údajov, ktorých počet vzoriek 

sa exponenciálne prispôsobuje počtu funkcií [21]. 

1.6 Long short-term memory 

Rekurentné neurónové siete sú skupinou sietí používaných na spracovanie sekvenčných dát. 

Pre tento typ dát sú sieťové údaje zdieľané medzi rôznymi časovými obdobiami. Rekurentné 

neurónové siete by teoreticky mali dobre zvládnuť problémy so sekvenciami akejkoľvek 

veľkosti, od veľmi dlhých po najkratšie. V praxi sa to však nedeje. Tento problém musí byť 

spôsobený miznúcim gradientom [1]. 

Long short-term memory (LSTM) je model rekurentnej neurónovej siete, ktorý zavádza 

novú štruktúru nazývanú “memory cell” na riešenie problému úbytku gradientu. Pretože ide 

o rekurentnú sieť, jej architektúra je veľmi podobná ostatným modelom tejto skupiny, 

pričom sa odlišuje presne použitím štruktúry pamäťových buniek [1]. 
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Obrázok 9: Vizualizácia pamäťovej bunky [1] 

Pamäťová bunka sa skladá z prvkov, ktoré umožňujú prístup a regulujú zdieľanie informácií 

medzi neurónmi pri klasifikácii sekvencie. Sú to komponenty, vstupná brána, neurón so 

„self-recurrent“ spojením, pamäťová a výstupná brána. Self-recurrent spojenie zaisťuje, že 

sa ignoruje všetka interferencia zvonku, čo umožňuje, aby sa stav pamäťovej bunky 

udržiaval neustále medzi jedným časovým obdobím a druhým. Vstupná brána riadi 

interakcie medzi pamäťovými bunkami a prostredím a môže blokovať alebo umožniť 

vstupným signálom zmeniť stav pamäťovej bunky. Výstupná brána môže umožniť, alebo 

zabrániť, aby stav pamäťovej bunky mal vplyv na iné neuróny. Nakoniec pamäťová brána 

riadi rekurzívne retro pripojenie pamäťovej bunky, čo umožňuje bunke zapamätať si, alebo 

zabudnúť jej predchádzajúcu fázu, keď je to potrebné [1]. 
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2 PREPROCESSING 

Preprocessing je proces vylepšenia obrazu, ktorý by sa mal použiť na ďalšie spracovanie. 

Predspracovanie je hlavným krokom v systéme rozpoznávania rukopisu [5]. Cieľom 

predpracovania je zbaviť sa irelevantných informácií, ktoré môžu negatívne ovplyvniť 

rozpoznávanie [6]. 

2.1 Odstránenie šumu 

Hlavným cieľom odstraňovania šumu je odstrániť všetky nežiaduce bitové obrazce, ktoré 

nemajú na výstupe žiadny význam. Techniky redukcie hluku sú filtrovanie, morfologické 

operácie a modelovanie hluku. Filtre môžu byť navrhnuté na vyhladenie, zaostrenie, 

prahovanie, odstránenie mierne textúrovaného pozadia a procesu úpravy kontrastu. Rôzne 

morfologické operácie môžu byť navrhnuté tak, aby spájali prerušené ťahy, rozložili spojené 

ťahy, vyhladili kontúry, orezali nechcené body, zúžili znaky a vytiahli hranice [7].  

2.1.1 Lineárne filtre 

Autori v [7] preukázali, že na obrázkoch sivej úrovne najlepšie eliminuje šum izolovaného 

pixelu filter s nízkym priechodom, ako aj priemerné alebo Gaussové rozmazanie [7]. 

2.1.2 Mediánová filtrácia 

Mediánový filter sa používa ako nelineárny filter. Na odstránenie šumu izolovaného pixelu 

na obrázkoch sivej úrovne sa podľa autorov [7] ako najlepší osvedčil mediánový filter. Je to 

dolnopriepustný filter. Mediánový filter sníma oblasť obrázka (3x3, 5x5, 7x7 atď.). Vytriedi 

všetky hodnoty pixelov v tejto oblasti a nahradí stredný pixel strednou hodnotou. V prípade, 

že skúmaná oblasť obsahuje párny počet pixelov, použije sa priemer z dvoch stredných 

hodnôt pixelov. Mediánový filter je účinný pri odstraňovaní impulzného šumu, napríklad 

„salt and pepper noise“, čo je náhodný výskyt čiernobielych pixelov. Šum prítomný na 

obrázku sa odstráni použitím mediánového filtra. Mediánový filter je účinnejší ako 

konvolúcia, ak je cieľom súčasne znížiť hluk a zachovať hrany [7]. 
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Obrázok 10: Nespracovaný obrázok (vľavo) a obrázok po použití 

Mediánovej filtrácie (vpravo) [56] 

2.2 Detekcia a korekcia zošikmenia 

Z dôvodu možnosti rotácie vstupného obrazu a citlivosti mnohých metód analýzy obrazu 

dokumentu na rotáciu obrázka, by sa mala korekcia skreslenia dokumentu opraviť. Techniky 

detekcie zošikmenia (skew detection) možno rozdeliť do nasledujúcich skupín: analýza 

projekčného profilu, Houghova transformácia, pripojené komponenty a zoskupovanie a 

korelácia medzi technikami čiar. Hull a Taylor [62] skúmali dvadsaťpäť rôznych metód 

detekcie skreslenia obrazu dokumentu. Metódy zahŕňajú postupy založené na analýze 

Houghovej transformácie, projekčných profiloch, feature point distribution and orientation-

sensitive feature analysis. Prieskum dospel k záveru, že väčšina techník uviedla rozsah 0,1 

rádu presnosti, čo svedčí o silnej potrebe ďalšej práce v tejto oblasti, aby sa pomohlo 

poukázať na silné a slabé stránky jednotlivých algoritmov (Hull & Taylor, 1998) [62]. 

Okrem toho sa objavujú nové techniky pre konkrétne aplikácie, ako napríklad metóda Al-

Shatnawi a Omar, ktorá je založená na ťažisku pri spracovávaní obrázkov arabských 

dokumentov (Al-Shatnawi & Omar, 2009) [61]. Preto výber použitia techniky detekcie / 

korekcie zošikmenia závisí od aplikácie a typu použitých obrazov [8]. 
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Obrázok 11: Ručne písané slovo pred a po 

korekcii zošikmenia [57] 

2.3 Normalizácia obrazu 

Normalizácia je lineárny proces. Ak je rozsah intenzity obrazu 50 až 180 a požadovaný 

rozsah je 0 až 255, proces vyžaduje odčítanie 50 od každej z intenzity pixelu, čím sa dosiahne 

rozsah 0 až 130. Potom sa každá intenzita pixelov vynásobí 255/130, čím sa dosiahne rozsah 

0 až 255. Automatická normalizácia v softvéri na spracovanie obrazu sa zvyčajne 

normalizuje s úplným dynamickým rozsahom číselného systému špecifikovaného vo 

formáte obrazového súboru. Normalizačný proces vytvorí oblasti, ktoré majú rovnaké 

konštantné rozmery. Cieľom normalizačných metód je odstrániť všetky typy variácií počas 

zápisu a získajú sa štandardizované údaje. Napríklad normalizácia veľkosti sa používa na 

prispôsobenie veľkosti znakov určitému štandardu. Metódy rozpoznávania znakov môžu 

používať normalizáciu horizontálnej aj vertikálnej veľkosti. Šírka a výška znaku sa označujú 

pomocou W1 a H1, šírka a výška normalizovaného znaku sa označujú W2 a H2, a veľkosť 

štandardnej roviny je označená L. Veľkosť štandardnej roviny sa zvyčajne považuje za 

štvorec a jej veľkosť je medzi ostatnými zvyčajne 32 × 32 alebo 64 × 64. Pomer strán R1 (4) 

a R2 (5) pôvodného a normalizovaného charakteru je:  

 
𝑅1 =  

min (𝑊1, 𝐻1)

max (𝑊1, 𝐻1)
 (4) 

 
𝑅2 =  

min (𝑊2, 𝐻2)

max (𝑊2, 𝐻2)
 (5) 

Zvažujú sa v rozmedzí [0,1] [7]. 
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2.4 Rozmazanie a vzorkovanie 

Každá smerová rovina s rovnakou veľkosťou ako normalizovaný obraz sa musí zmenšiť, 

aby sa získali hodnoty funkcií so strednou rozmernosťou. Jednoduchým spôsobom je 

rozdeliť smerovú rovinu do niekoľkých blokových zón a celkovú, alebo priemernú hodnotu 

každej zóny považovať za hodnotu prvku. Oddelenie zón s premenlivou veľkosťou bolo 

navrhnuté na prekonanie nerovnomerného rozdelenia hustoty ťahu, ale nie je potrebné pre 

nelineárnu alebo pseudo 2D normalizáciu. Prekrývajúce sa bloky zmierňujú efekt zmeny 

polohy zdvihu na hranici blokov, avšak efektívnejší spôsob spočíva v rozdelení roviny na 

„soft“ zóny, ktoré sa riadi zásadou priestorového filtrovania a odberu vzoriek s nízkym 

priechodom. Funkcia rozmazania podľa Iijima [9] predpokladá priestorové filtrovanie bez 

odberu vzoriek. Pri implementácii rozmazania sa funkcia impulznej odozvy (IRF) 

priestorového filtra aproximuje do váženého okna, ktoré sa tiež nazýva maska rozmazania. 

IRF je často gaussovská funkcia (6): 

 
ℎ(𝑥, 𝑦) =

1

2𝜋𝜎𝑥
2

exp (−
𝑥2 + 𝑦2

2𝜎𝑥
2

). (6) 

Podľa teórie vzorkovania sa parameter rozptylu σx týka vzorkovacej frekvencie 

(recipročného intervalu vzorkovania). Pri skrátení šírky pásma gaussovského filtra bol 

uvedený empirický vzorec (7): 

 
𝜎𝑥 =

√2𝑡𝑥

𝜋
 (7) 

kde tx je interval vzorkovania. V mieste (x0, y0) obrázka f(x, y) dáva konvolúcia vzorkovanú 

hodnotu funkcie (8): 

 𝐹(𝑥0, 𝑦0) = ∑ ∑ 𝑓(𝑥, 𝑦) · ℎ(𝑥 − 𝑥0, 𝑦 − 𝑦0).

𝑦𝑥

 (8) 

[10]. 
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3 SEGMENTÁCIA TEXTU 

Všetky segmentácie textových obrázkov je možné dosiahnuť na troch úrovniach. Keď sa 

pohybujeme na rôznych úrovniach hierarchie segmentácie textu, získame špecificky 

jemnejšie detaily. Používanie všetkých troch úrovní nie je povinné. Segmentácia na 

ktorejkoľvek z týchto úrovní priamo závisí od charakteru aplikácie [11]. 

3.1 Segmentácia riadkov 

Segmentácia riadkov je prvý a primárny krok segmentácie textu. Zahŕňa horizontálne 

skenovanie obrázka, riadok po pixeli po rade zľava doprava a zhora nadol. Testuje sa 

intenzita každého pixelu. Na základe hodnôt pixelov zoskupujeme pixely do viacerých 

oblastí z celého obrázka. Rôzna oblasť označuje iný obsah v súbore obrázka. Následne je 

možné extrahovať požadovaný obsah [11]. Metódy pre segmentáciu riadkov sú napríklad: 

Script independent handwritten text line segmentation using Active contour, Language 

independent text line extraction using seam carving, alebo A Hough based algorithm for 

extracting text lines in handwritten documents [19]. 

 

Obrázok 12: Segmentácia riadkov [12] 
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3.2 Segmentácia slov 

Segmentácia slov je proces analýzy zreťazeného textu, aby sa zistilo, kde existujú zlomky 

slov. Použitím vertikálneho projekčného profilu je možné získať súčet stĺpcov. Hľadaním 

miním v horizontálnom projekčnom profile jedného riadka môžeme oddeliť jednotlivé slová 

[12]. Metódy pre segmentáciu slov sú napríklad: Pivot-based search for word spotting in 

archive documents, alebo Local gradient histogram features for word spotting in 

uncostrained handwritten document, ktoré pozostáva z dvoch odlišných systémov pre 

rozpoznávanie slov – Hidden Markov Model a Dynamic time wrapping [19]. 

3.3 Segmentácia znakov 

Považuje sa za jeden z hlavných krokov predspracovania v rukopisoch písaných kurzívou, 

ako sú arabské, urdské a ďalšie rukopisy, v ktorých sú znaky navzájom spojené. Preto 

existuje veľa techník [8], ako napríklad Multi oriented and Multi sized touching character 

segmentation using Dynamic Programming, Segmentation of Isolated and touching 

characters in offline Handwritten Gurumukhi Script recognition, Handwritten text 

segmentation using Average longest path algorithm, alebo Segmentation of off-line cursive 

Handwriting using Linear Programming [19], vyvinutých pre segmentáciu znakov a väčšina 

z nich je špecifická pre určitý rukopis a nemusí byť vhodná pre iné rukopisy. Aj v tlačených 

rukou písaných dokumentoch je segmentácia znakov potrebná kvôli dotyku znakov pri 

písaní rukou. Napríklad tlačené latinské znaky sa dajú ľahko segmentovať pomocou 

horizontálnych a vertikálnych profilov histogramu. Menšie písma a písma, ktoré obsahujú 

pätky, však môžu spôsobiť dotyk, ktorý bude potrebovať ďalšie spracovanie, aby sa vyriešil 

problém dotýkania slov [8]. 

 

Obrázok 13: Správna segmentácia slova "Buchanan" [58] 

3.3.1 Explicitná segmentácia 

Pri explicitnej segmentácii je obraz vstupného slova postupnosti znakov rozdelený na 

čiastkové obrazy jednotlivých znakov, ktoré sú potom klasifikované. Tento proces sa nazýva 

pitva. Prístup vertikálnej segmentácie spočíva v kategórii explicitnej segmentácie. Pri tomto 
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postupe sa po predbežnom spracovaní vstupného, rukou písaného slova obrázok slova 

skenuje zhora nadol. Pozície všetkých týchto stĺpcov, ktorých súčet čiernych pixelov v 

popredí je buď 0 alebo 1 sa uložia. Tieto stĺpce sa označujú ako PSC (Potential segmentation 

columns). V obrázkoch slov každý stĺpec, pre ktorý je súčet popredných pixelov 0 alebo 1 

je PSC. Použitie PSC vertikálne oreže obraz slova, ako je znázornené na obrázku číslo 5. 

Všetky PSC, ktorých vzdialenosť je menšia ako prahová hodnota, sa integrujú do jedného 

stĺpca [13]. 

Algoritmus predbežného spracovania a algoritmus segmentácie znakov segmentuje znaky 

zo slov, aby vytvoril zlomený znak, ktorý možno rozdeliť na znaky. Pozostáva z 

nasledujúcich krokov: 

1. výber rôznych vzoriek kurzívneho rukopisného skriptu zo štandardnej databázy, 

2. konverzie zhromažďovania dokumentov vo formáte PNG a ich konvertovanie do 

binárneho formátu, 

3. konverzia binárnych obrázkov do 0 a 1, aby sa naň aplikovala detekcia okrajov, 

4. po nájdení hrán sa vypracuje technika projekcie profilu histogramu, 

5. po použití techniky projekcie profilu histogramu dostaneme výrezové body znaku vo 

vzdialenosti 20 pixelov [13]. 

 

Obrázok 14: Vzorky slov po segmentácii [13] 
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3.3.2 Implicitná segmentácia 

Nazýva sa aj segmentácia založená na rozpoznávaní. V tejto metóde sa segmentácia a 

rozpoznávanie znakov dosahujú súčasne. Systém vyhľadá v obrázku súčasti, ktoré trieda 

obrázkov zobrazuje vo svojej abecede. Implicitným segmentačným postupom je rozdeliť 

slová na segmenty, ktoré by mali byť znakmi, a potom každý segment odovzdať 

klasifikátoru [13]. 

Implicitná segmentačná metóda poskytuje všetky predbežné segmenty a umožňuje 

klasifikátoru rozhodnúť sa o najlepšej hypotéze segmentácie. Pri výbere počtu segmentov 

pre slovo však existuje kompromis. Menší počet segmentov je základom efektívneho 

výpočtu, zatiaľ čo veľký počet segmentov je výpočtovo náročný. Implicitná segmentačná 

metóda je dvojstupňový proces. V prvej fáze sa na segmentáciu slov použije schéma 

segmentácie založená na heuristických pravidlách. V druhej fáze sa vykonáva overovanie 

[13]. 

 

Obrázok 15: Implicitná segmentácia [13] 

3.3.3 Holistická segmentácia 

Holistická metóda segmentácie je známa ako metóda bez segmentácie [13]. Holistický 

proces rozpoznáva celé slovo ako jednotku. Hlavnou nevýhodou tejto triedy metód je to, že 

ich použitie je zvyčajne obmedzené na vopred definovaný lexikón. Keďže sa nezaoberajú 

priamo písmenami, ale iba slovami, rozpoznávanie sa nevyhnutne obmedzuje na konkrétny 

lexikón slov. Tento bod je mimoriadne dôležitý, keď sa vyžaduje školenie o vzorkách slov. 

Fáza trénovania je preto povinná rozšíriť, alebo upraviť lexikón možných slov. Táto 

vlastnosť robí tento druh metódy vhodnejšou pre aplikácie, v ktorých je lexikón staticky 
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definovaný, napríklad pri rozpoznávaní bankových šekov. Môže sa tiež použiť na online 

rozpoznávanie na osobnom počítači, pričom rozpoznávací algoritmus sa potom vyladí na 

písanie konkrétneho používateľa, ako aj na príslušnú slovnú zásobu [14]. 

Tabuľka 1: Porovnanie rôznych metód segmentácie [19], kvôli pôvodnosti 

a dohľadateľnosti nie sú metódy preložené do slovenského jazyka 

Dokument Metóda Presnosť Data set 

Language 

independent text line 

extraction using 

seam carving 

Seam Carving 98,9% 

Arabic, Chinese and 

English historical 

documents, ICD AR2007 

Text line and word 

segmentation of 

handwritten 

documents 

Hough transform, 

Euclidean distance 

and convex hull 

metric 

Modern set – 

97,4%, 

Historical data 

– 99,1% 

Modern set- 

ICDAR2007, 

Hitorical set – 40 images 

taken from historical 

archives of university of 

Athens 

Pivot-based Search 

for Word Spotting in 

Archive Documents 

Pivot based search 

algorithm 
78% 

22 pages from a book of 

census of a medieval city 

Local gradient 

histogram features 

for word spotting in 

unconstrained 

handwritten 

document 

Hidden Markov 

models and Dynamic 

time warping 

Better performance 

than state-of-art 

630 real scanned letters 

(written in French) 

submitted to the 

customer department of a 

company 

HMM based offline 

English character 

recognition 

Multiple hidden 

markov 

model(HMM) 

98,26% 
Database of 13000 

samples from 100 writers 
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4 EXTRAKCIA PRÍZNAKOV 

Extrakcia príznakov je metóda, ktorá hodnotí jedinečnú identitu ľubovoľného objektu alebo 

vzoru. Vo fáze extrakcie príznakov je každý znak reprezentovaný ako vektor prvku, ktorý 

sa stáva jeho identitou. Hlavným cieľom extrahovania príznakov je extrahovať stanovené 

vlastnosti, ktoré maximalizujú mieru rozpoznávania s najmenším počtom prvkov [15]. 

Extrakcia prvkov je potrebná na zníženie množstva údajov do vektora prvkov. Napríklad 

akýkoľvek lekársky röntgenový obrázok vždy obsahuje milióny pixelov, ktoré sa musia 

extrahovať ako príznak. Cieľom procesu extrakcie príznakov je filtrácia informácií do 

koncentrovanejšej a zvládnuteľnejšej formy, ktorá je známa aj ako vektor príznaku obrazu. 

Nástroj, ktorý sa používa na extrakciu maximálneho príznaku abecedy, je potrebou každého 

klasifikátora na jeho efektívny tréning. V prípade ručne písaného charakteru je ťažké získať 

tieto príznaky z dôvodu divertívnej alebo kurzívnej povahy rukopisu, pretože obsahuje 

vysoký stupeň variability a nepresnosti [15]. 

Metódy extrahovania príznakov sú založené na troch typoch funkcií: 

1. štatistické, 

2. štrukturálne, 

3. globálne transformácie a momenty [15]. 

4.1 Štatistické príznaky 

Reprezentácia izolovaného obrazu znaku štatistickými distribučnými bodmi by sa mala do 

istej miery starať o zmeny štýlov [15]. Niektoré z hlavných štatistických príznakov 

používaných na reprezentáciu znakov sú:  

1. zoning, 

2. projekcie a profily, 

3. kríženia a vzdialenosti [16]. 

4.1.1 Zoning 

Znakový obrázok je rozdelený do NxM zón. Z každej zóny sú príznaky extrahované do 

podoby vektora príznakov. Cieľom Zoningu je získať lokálne charakteristiky namiesto 

globálnych charakteristík [16]. 
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Obrázok 16: Obrázok pred Zoningom a po Zoningu [17] 

4.1.2 Projekčné histogramy 

Základnou myšlienkou používania projekcií je to, že charakterové obrazy, ktoré sú 2-D 

signálmi, môžu byť reprezentované ako 1-D signál. Tieto vlastnosti, hoci sú nezávislé od 

hluku a deformácie, závisia od rotácie. Projekčné histogramy počítajú počet pixelov v 

každom stĺpci a riadku obrázka znaku. Projekčné histogramy môžu oddeliť znaky ako „m“ 

a „n“ [17]. 

 

Obrázok 17: Štatistická metóda: 

Projekčný histogram [17] 

4.1.3 Profily 

Profil počíta počet pixelov (vzdialenosť) medzi hraničným rámčekom obrázka znaku a 

okrajom znaku. Profily dobre opisujú vonkajšie tvary znakov a umožňujú rozlišovať medzi 

veľkým počtom písmen, napríklad „p“ a „q“ [17]. 
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Obrázok 18: Štatistická metóda: Profily [17] 

4.1.4 Kríženia a vzdialenosti 

Kríženia počítajú počet prechodov z pixelov pozadia na pixely znaku – popredie. Kríženia 

sa počítajú po vertikálnych a horizontálnych riadkoch obrázka.  

Vzdialenosti vypočítajú vzdialenosti prvého obrázkového pixelu detekovaného od horného 

a dolného okraja obrázka, pozdĺž vertikálnych čiar a od ľavého a pravého okraja pozdĺž 

horizontálnych čiar [17]. 

 

Obrázok 19: Kríženia a vzdialenosti [17] 

4.2 Štrukturálne príznaky 

Znaky môžu byť reprezentované štrukturálnymi príznakmi s vysokou toleranciou k 

deformáciám a variáciám štýlov [17]. Tento typ reprezentácie môže tiež zakódovať určité 

znalosti o štruktúre objektu alebo môže poskytnúť určité znalosti o tom, aké druhy 
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komponentov tvoria tento objekt. Štrukturálne príznaky sú založené na topologických a 

geometrických vlastnostiach znaku, ako sú napríklad pomer strán, priečne body, slučky, 

vetvené body, ťahy a ich smery, inflexia medzi dvoma bodmi, vodorovné krivky vrchné 

alebo spodné atď. [18]. 

 

Obrázok 20: Štrukturálna metóda [17] 

4.3 Globálne transformácie – momenty 

Vypočíta sa Fourierova transformácia obrysu obrázka. Pretože prvé n koeficienty 

transformácie sa môžu použiť na rekonštrukciu obrysu, tieto n koeficienty sa považujú za n-

rozmerný príznakový vektor, ktorý predstavuje znak. Vďaka Centrálnym a Zenrike 

momentom, je proces rozpoznávania mierky objektu, prekladu a rotácie nemenný. Pôvodný 

obrázok je možné kompletne zrekonštruovať z momentových koeficientov [18]. 
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5 POST-PROCESSING 

Post-processing je záverečná fáza, ktorá zlepšuje rozpoznávanie tým, že upresňuje 

rozhodnutia prijaté v predchádzajúcej etape a rozpoznáva slová pomocou kontextu. 

V konečnom dôsledku je post-processing zodpovedný za výstup najlepšieho riešenia a je 

často implementovaný ako súbor techník, ktoré sa spoliehajú na frekvenciu znakov, slovníky 

a ďalšie kontextové informácie [22]. 

Keďže klasifikácia niekedy vytvára možné riešenia namiesto jedinečného riešenia, následné 

spracovanie je zodpovedné za výber správneho riešenia pomocou informácií na vyššej 

úrovni, ktoré klasifikátor nemá k dispozícii. Post-processing tiež používa tieto informácie na 

vyššej úrovni na kontrolu správnosti riešení vrátených klasifikátorom. Najbežnejšie operácie 

po spracovaní sú kontrola a korekcia pravopisu. Kontrola pravopisu môže byť rovnako 

jednoduchá ako vyhľadávanie slov v slovníku [22]. 
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6 DATASETY 

Dataset je súbor dát. Inými slovami, množina údajov, ktorá zodpovedá obsahu jednej 

databázovej tabuľky alebo jednej matice štatistických údajov, pričom každý stĺpec tabuľky 

predstavuje konkrétnu premennú a každý riadok zodpovedá danému členovi príslušnej 

množiny údajov [60]. 

V projektoch strojového učenia sú potrebné tréningové sady, ktoré sa používajú na 

trénovanie modelu a testovacie sady [60]. 

Tréningová sada sa používa na trénovanie algoritmu, ako napríklad neurónové sieť, aby sa 

naučila ako klasifikovať údaje z testovacej sady. V prípade učenia s učiteľom (supervised) 

obsahuje vstupné dáta a očakávaný výstup [60]. 

Testovacia sada sa používa na vyhodnotenie toho, ako dobre bol algoritmus naučený zo 

súboru tréningovej sady [60]. 

Tabuľka 2 zobrazuje súhrnný prehľad presností, pre klasifikátory popísané v kapitole 1, 

získaných z vedeckých publikácií a zdrojov, podrobnejšie definovaných ďalej. 

Tabuľka 2: Porovnanie klasifikátorov na rôznych datasetoch 

Datasety NB k-NN SVM MLP LSTM CNN 

MNIST 
81,54% 97,33% 97,74% 98,27% 99,22% 99,48% 

EMNIST 
X 88,56% 89,51% 87,79% X 93,63% 

Arabské 

čislice 
81,10% 92,90% 95,20% 96,00% X 97,40% 

Arabské 

znaky 
X 95,30% 96,30% X X 97,70% 

Oriya 

číslice 
85,50% 91,50% 94,20% 95,20% X X 

Bengali 

číslice 
86,30 90,80% 94,30% 95,10% X 98,45% 

Bangla 

číslice 
X X 95,05% 98,20% 98,25% 97,93% 

Bangla 

znaky 
X 71,58% 80,51% 80,58% 87,41% 91,81% 

Devanagari 

znaky 
X 97,05% 98,35% X X 96,09% 

Gurmukhi 

znaky 
X 94,12% 94,29% 98,96% X 99,34% 
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6.1 MNIST 

Databáza MNIST bola vytvorená zo špeciálnej databázy NIST Special Database 3 a Special 

Database 1, ktoré obsahujú binárne obrázky rukou písaných číslic. NIST pôvodne navrhla 

SD-3 ako ich tréningovú sadu a sadu SD-1 ako testovaciu. Sada SD-3 je však omnoho 

čistejšia a ľahšie rozpoznateľná ako SD-1. Dôvodom je skutočnosť, že SD-3 sa zbierala 

medzi zamestnancami agentúry Census Bureau, zatiaľ čo SD-1 bola zozbieraná medzi 

študentami stredných škôl. Vyvodenie citlivých záverov z experimentov učenia si vyžaduje, 

aby bol výsledok nezávislý od výberu tréningovej a testu medzi kompletnou sadou vzoriek. 

Preto bolo potrebné vytvoriť novú databázu zmiešaním databáze NIST [23]. 

Trénovacia sada MNIST sa skladá z 30 000 vzorov zo sady SD-3 a 30 000 vzorov zo 

sady SD-1. 60 000 vzorových tréningových setov obsahuje príklady približne od 250 

autorov [23].  

Pre tento dataset dosiahla najlepší výsledok metóda CNN [37] s presnosťou 99,48%. Metóda 

LSTM [38] dosiahla presnosť 99,22% . Tretiu najvyššiu presnosť dosiahla metóda MLP 

[39], a to 98,27%. Presnosť 97,74% dosiahla metóda SVM [40], k-NN [40] dosiahla 

presnosť 97,33% a NB [41] 81,54%. 

 

Obrázok 21: 100 ukážkových obrázkov 

číslic z datasetu MNIST [24] 
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6.2 EMNIST 

Dataset EMNIST je sada ručne písaných znakov číslic odvodených z databázy NIST Special 

Database 19 a skonvertovaných do obrazového formátu 28 x 28 pixelov a 

datasetovej štruktúry, ktorá priamo zodpovadá datasetu MNIST. Ďalšie informácie o obsahu 

datasetu a procese prevodu sú dostupné v dokumente [26], [25]. 

Najvyššiu presnosť 93,63% pre dataset EMNIST dosiahla metóda CNN [37]. Metóda SVM 

[40] dosiahla druhú najvyššiu presnosť 89,51%. Presnosť 88,56% bola dosiahnutá metódou 

k-NN [40] a 87,79% metódou MLP [37]. 

 

Obrázok 22: Vzorky všetkých písmen a číslic v súbore údajov EMNIST [37] 

6.3 Arabské číslice 

Dataset MADbase pozostáva z 70 000 obrázkov arabských číslic napísaných 700 účastníkmi 

z rôznych oblastí práce a zázemia. Sú rozdelené do tréningovej sady, ktorá obsahuje 60 000 

obrázkov a testovacej sady, ktorá obsahuje 10 000 obrázkov [27]. Každý účastník napísal 

každú číslicu (od 0 do 9) desaťkrát. Aby sa zabezpečilo zahrnutie rôznych štýlov písania, 

databáza bola zozbieraná z rôznych inštitúcií: inžinierskych a právnych vysokých škôl, 

lekárskej fakulty, Open University (ktorej študenti majú široký vekový rozsah), vysokej 

školy a vládnej inštitúcie [28]. 

Pri porovnávaní arabských číslic dosiahla najväčšiu presnosť metóda CNN [43] 

s úspešnosťou 97,40%. Metóda MLP [42] dosiahla presnosť 96,00%. Tretiu najvyššiu 

presnosť 95,20% dosiahla metóda SVM [42]. Presnosť 92,90% dosiahla metóda k-NN [42] 

a najnižšiu presnosť dosiahla metóda NB [42] 81,10%. 
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6.4 Arabské znaky 

Dataset sa skladá zo 16 800 znakov napísaných 60 účastníkmi, vekového rozsahu od 19 do 

40 rokov a 90% účastníkov písalo pravou rukou. Každý účastník napísal každý znak (od 

„alef“ po „yeh“) desaťkrát do dvoch formulárov. Formuláre boli skenované v rozlíšení 300 

dpi. Každý blok je automaticky segmentovaný pomocou Matlab 2016a na určenie súradníc 

pre každý blok. Databáza je rozdelená na dve sady. Tréningová sada obsahuje 13 440 znakov 

a testovacia sada obsahuje 3 360 znakov. Autori tréningovej a testovacej sady sú 

divergentní. Pre zabezpečenie variability testovacej sady je usporiadanie zaradenia autorov 

do testovacej sady náhodné, aby sa zabezpečilo, že autori testovacej sady nepochádzajú 

z jednej inštitúcie [29]. 

Pre tento dataset dosiahla najlepší výsledok 97,7% metóda CNN [44]. Druhú najvyššiu 

presnosť dosiahla metóda SVM [44] 95,20% a najnižšiu presnosť 95,30% dosiahla metóda 

k-NN [44]. 

6.5 Oriya číslice 

Oriya je populárny jazyk a písmo vo východnej časti Indie. Rovnako ako ostatné písma má 

aj Oriya 10 číslic. Pre získanie predstavy o Orijských číslach a ich variabilnosti v písaní 

rukou, je na obrázku 23 znázornená jedna sada tlačených a šesť sád ručne písaných číslic. 

Štrukturálny tvar Oriya čísiel sa líši od arabských a indických písiem. Hlavnou ťažkosťou 

pri rozpoznávaní Oria čísiel je variabilita ich tvaru. Z obrázku je zrejmé, že číslica môže mať 

dve, alebo viac tvarových variácií a jedna číslica sa môže vzhľadom na ich tvarové variácie 

javiť veľmi blízko inej číslici. Napríklad posledná číslica dva a tretia číslica sedem označené 

červeným krúžkom na obrázku 23. Tvar týchto dvoch číslic je veľmi podobný a táto tvarová 

podobnosť robí rozpoznávací systém komplikovanejším [30]. 

Najvyššiu presnosť pre tento dataset dosiahla metóda MLP [42] s úspešnosťou 95,20%. 

Úspešnosť 94,20% dosiahla metóda SVM [42]. Metóda k-NN [42] dosiahla presnosť 

91,50% a metóda NB [42] dosiahla 85,50%.  
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Obrázok 23: Príklady Oriya ručne písaných číslic [30] 

6.6 Bengali Handwritten Digits Database 

Dataset BHDDB bol zozbieraný od študentov z Department of Computer Science and 

Engineering of Bangladesh University of Engineering and Technology. Študenti dostali 

formulár na zapísanie číslic. Formuláre mali pravidelnú mriežku, v ktorej boli číslice 

napísané. Formuláre sa skenovali farebne a mali vo svojich štyroch rohoch značku, ktorá sa 

použila na zarovnanie okrajov obrázka s čiarami mriežky [31]. 

Pre dataset ručne písaných Bengali číslic dosiahla najvyššiu presnosť metóda CNN [45] 

98,45%. Metóda MLP [42] dosiahla presnosť 95,10%. Presnosť 94,30% dosiahla metóda 

SVM [42]. Štvrtú najvyššiu presnosť 90,80% dosiahla metóda k-NN [42] a metóda NB [42] 

dosiahla 86,30%. 

6.7 Bangla číslice 

Napriek tomu, že je jazyk Bangla bohatým jazykom, je datasetov ručne písaných Bangla 

čísiel veľmi málo. Indian Statistical Institut, Kolkata a Jadavpur University, Kolkata 

vypracovali dva nezávislé číselné datasety. Okrem týchto datasetov bol vyvinutý ďalší 

kompletný izolovaný dataset [32]. Okrem toho sú Banglalekha a CMATER databáza open-

source datasety a obsahujú 6 000 a 19 748 izolovaných vzoriek čísiel. Na druhej strane je 

súbor údajov ISI väčší ako ostatné existujúce číselné datasety a obsahuje približne 23 299 

izolovaných vzoriek rozdelených do tréningových a testovacích sád [33]. 
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Pre tento dataset dosiahla najvyššiu presnosť metóda LSTM [46] s úspešnosťou 98,25%. 

Presnosť 98,20% dosiahla metóda MLP [46], 97,93% metóda CNN [46] a 95,05% metóda 

k-NN [46].  

6.8 Bangla znaky 

Znaková sada je rozdelená do dvoch kategórií: základné a zložené znaky. Základnými 

znakmi sú zbierky samohlások a spoluhlások. Bangla má 11 samohlások a 39 spoluhlások. 

Väčšina samohlások má jeden alebo viac kaligrafických tvarov, ktoré môžu byť pripojené 

k spoluhláskam v rôznych pozíciách. V prípade, že je samohláska pridaná k spoluhláske, 

tvar samohlásky sa zmení a zmenený znak sa nazýva modifikovaný znak, čo je vidieť na 

obrázku číslo 24 [35]. 

Najvyššiu presnosť 91,81% dosiahla metóda CNN [48]. Metóda LSTM [48] dosiahla druhú 

najvyššiu presnosť 87,41%. Metóda MLP [47] dosiahla presnosť 80,58%, SVM [63] 80,51% 

a k-NN [49] metóda dosiahla presnosť 71,58%. 

 

Obrázok 24: Modifikované znaky samohlásky [35] 

6.9 Devanagari znaky 

Bolo vygenerovaných 92 000 obrázkov pre Devanagari Handwritten Character Dataset, 

zobrazením znakov napísaných mnohými jednotlivcami, čo malo za následok veľké rozdiely 

v spôsobe, akým je každý znak napísaný. Autori naskenovali stovky ručne napísaných 

dokumentov od rôznych autorov a každý znak orezali ručne. Každý obrázok v datasete je 

jedinečný. Dataset je náhodne rozdelený do tréningovej sady (85%) a testovacej sady (15%). 

Tréningová sada sa skladá zo 78 200 obrázkov a testovacia sada pozostáva zo zostávajúcich 

13 800 obrázkov. Každý obrázok má veľkosť 32 x 32 pixelov a znak je vycentrovaný do 

veľkosti 28 x 28 pixelov. Na všetkých štyroch stranách obrázka bolo pridané vnútorné 

odsadenie dvoch pixelov s hodnotou 0 [34].  
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Pre tento dataset dosiahla najvyššiu presnosť 98,35% metóda SVM [50]. Druhú najvyššiu 

presnosť 97,05% dosiahla metóda k-NN [50] a metóda CNN [50] dosiahla presnosť 96,09%.  

6.10 Gurmukni znaky 

Jazyk Gurmukhi je jazyk používaný na písanie pandžábskeho jazyka a je odvodený od 

starého pandžábskeho výrazu „Guramukhi“, čo znamená „z úst gurua“. Gurmukhi jazyk 

pozostáva z troch samohlások, tridsiatich dvoch spoluhlások, šiestich dodatočných 

spoluhlások, deviatich modifikátorov samohlások, troch pomocných znakov a troch 

polovičných znakov. Je dvanásty najrozšírenejší jazyk na svete. Štýl písania je zhora nadol 

a zľava doprava. V jazyku Gurmukhi nie je citlivosť na veľké a malé písmená [36].  

Pri rozoznávaní znakov jazyka Gurmukni dosiahla najlepší výsledok 99,34% metóda CNN 

[54]. Metóda MLP [52] dosiahla druhý najlepší výsledok 98,96%. Presnosť 94,29% získala 

metóda SVM [53] a 94,12% metóda k-NN [51].  
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II.  PRAKTICKÁ ČASŤ 
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7 APLIKÁCIE PRE ROZPOZNÁVANIE PÍSANÉHO PÍSMA 

Na GitHube1 sa nachádza množstvo repozitárov s aplikáciami pre rozpoznávanie ručne 

písaného písma. Veľa z týchto repozitárov sú však len rozpracované projekty. Takisto sa tam 

nachádzajú projekty, ktoré používajú staršie verzie knižníc. Tieto knižnice obsahujú funkcie, 

ktoré nie sú zahrnuté v novších verziách, takže aby bola aplikácia spustiteľná, musela by sa 

prerobiť veľká časť kódu.  

Aplikácia sú napísané v jazyku Python. Aplikácie nerónových sietí sú napísané v prostredí 

Jupyter Notebook. V aplikáciách neurónových sietí sa používajú epochy a batche. Jedna 

epocha znamená, keď celý dataset prejde obomi smermi neurónovej siete práve raz. 

Batch_size je počet tréningových vzoriek prezentovaných v jednom batch-i. Keďže nie je 

možné poslať celý dataset do neurónovej siete naraz, musí byť rozdelený na tzv. batche. 

Funkčné aplikácie, boli spustené, otestované a sú popísané v nasledujúcich podkapitolách. 

Aplikácie boli spustené na zariadení s: 

• Procesor: Intel Core i7-7700HQ, 

• RAM: 16gb, 

• Grafická karta: NVIDIA GeForce GTX 1050 Ti. 

Požiadavky pre spustenie aplikácií: 

• Python 3.5+, 

• Jupyter Notebook 

• Skicit-Learn (najnovšia verzia), 

• Numpy (+ mkl pre Windows), 

• Matplotlib, 

• Keras, 

• TensorFlow, 

• Pandas. 

  

 
1 Webová služba podporujúca vývoj softwaru za pomoci verzovacieho nástroja Git 
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V tabuľke 3 sa nachádza stručný prehľad použitých a testovaných aplikácií autorom 

bakalárskej práce a dosiahnuté presnosti klasifikátorov. V kolónke autor je uvedený autor 

kódu na GitHube. V ďalších podkapitolách sú uvedené detaily k jednotlivým aplikáciám. 

Tabuľka 3: Výsledky testovaných aplikácií 

Názov aplikácie Klasifikátor Dataset Presnosť Autor 

Handwritten Digit 

Recognition using Deep 

Learning 

k-NN MNIST 96,80% 

Anuj Dutt, 

Banee Ishaque 

K [65] 

Handwritten Digit 

Recognition using Deep 

Learning 

SVM MNIST 97,86% 

Anuj Dutt, 

Banee Ishaque 

K [65] 

MLP-for-MNIST-dataset MLP MNIST 98,19%. 

Amilineni 

Roshni 

Naidu [67] 

RNN and LSTM for 

Image Classifications 
LSTM MNIST 99,07% 

Saad 

Khattak [66] 

Mnist_classification 

 
CNN MNIST 99,33%. 

Ashwin Ram 

Kumar [64] 

7.1 Handwritten Digit Recognition using Deep Learning 

Aplikácia [65] pracuje s datasetom MNIST, ktorý je pre klasifikátor k-NN a SVM potrebné 

stiahnuť z webovej stránky [23]. Táto aplikácia generuje tzv. konfúznu maticu (Confusion 

Matrix), ktorá ukazuje úspešné a neúspešné zaradenie každej číslice. Oba algoritmy boli 

spustene 5 krát a výsledky boli spriemerované. 

7.1.1 k-NN 

Klasifikátor k-NN dosiahol strednú (mediánovú) hodnotu úspešnosti na datasete MINIST 

96,80%. Tabuľka 4 znázorňuje konfúznu maticu z prvého spustenia aplikácie, kedy 

klasifikátor dosiahol presnosť 96,90%. V tabuľke je vidieť, že najčastejšie boli zamenené 

číslice 1 a 9. Číslica 1 bola zamenená za číslicu 7 v 21 prípadoch a 22 krát bola zamenená 

číslica 9 za číslicu 4. 
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Tabuľka 4: Konfúzna matica pre k-NN MNIST 

Číslo 0 1 2 3 4 5 6 7 8 9 

0 972 1 1 0 0 2 3 1 0 0 

1 0 1133 2 0 0 0 0 0 0 0 

2 11 7 991 2 0 0 2 15 4 0 

3 0 3 3 977 1 12 1 6 4 3 

4 2 8 0 0 942 0 4 3 1 22 

5 6 0 0 10 1 863 3 2 2 5 

6 5 3 0 0 3 2 945 0 0 0 

7 0 21 3 0 2 0 0 992 0 10 

8 7 4 8 13 6 11 4 6 911 4 

9 5 6 3 7 7 4 1 10 2 965 

7.1.2 Support Vector Machines 

SVM klasifikátor dosiahol strednú hodnotu presnosť 97,86%. Tabuľka 5 zobrazuje konfúznu 

maticu z druhého spustenia aplikácie, kedy klasifikátor dosiahol najvyššiu úspešnosť 

97,90%. Najčastejšie zamieňanou číslicou bola číslica 3 za číslicu 5 a to v 13 prípadoch. 

Druhými najčastejšie zamieňanými bola číslica 1 a 7, a to v 10 prípadoch. Číslica 2 bola 

zamieňaná za číslicu 7 a číslica 4 za číslicu 9. 

Tabuľka 5: Konfúzna matica pre SVM MNIST 

Číslo 0 1 2 3 4 5 6 7 8 9 

0 972 0 1 0 0 3 1 1 2 0 

1 0 1127 2 1 0 0 3 0 0 0 

2 7 1 1007 0 2 0 5 7 3 0 

3 0 2 1 990 0 5 0 4 5 3 

4 2 0 1 0 968 0 3 0 0 8 

5 2 0 1 13 1 867 4 1 2 1 

6 5 5 1 0 3 6 936 0 2 0 

7 0 10 9 2 1 0 0 1000 0 6 

8 4 1 1 4 3 4 0 5 949 3 

9 2 7 1 5 8 3 1 4 4 974 



UTB ve Zlíně, Fakulta aplikované informatiky 47 

 

7.2 MNIST_classification 

Autor tejto aplikácie [64] požíva CNN klasifikátor pre MNIST dataset importovaný z open-

source knižnice TensorFlow. Dataset obsahuje 60 000 tréningových obrázkov a 10 000 

testovacích obrázkov, ktoré majú rozmer 28 x 28 pixelov. Klasifikátor sa skladá z ôsmich 

blokov, ktoré pozostávajú z dvoch Conv2D vrstiev, dvoch Dense vrstiev, dvoch Dropout 

vrstiev, jednej Flaten vrstvy a jednej maxPooling2D vrstvy. Pôvodne používa 10 epoch. Pri 

tomto množstve dosiahol klasifikátor úspešnosť 99,16%. Po zvýšení počtu epoch na 20 

dosiahol úspešnosť 99,33%. Pôvodný kód neobsahoval spracovanie výsledkov do konfúznej 

matice, preto bolo potrebné tento kód upraviť. Obrázok 24 ukazuje graf presnosti 

klasifikátora CNN.  

 

Obrázok 25: Presnosť klasifikátora CNN 

V tabuľke 6 je možné vidieť, že najčastejšie zamieňanými číslicami boli číslice 1, 3, 7 a 9. 

Číslica 3 bola zamieňaná za číslicu 5, číslica 1 a 7 za číslicu 2 a číslica 9 za číslicu 8.  
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Tabuľka 6: Konfúzna matica pre CNN MNIST 

Číslo 0 1 2 3 4 5 6 7 8 9 

0 977 0 0 0 0 0 0 0 2 1 

1 0 1129 4 0 0 0 2 0 0 0 

2 1 0 1027 0 0 0 1 3 0 0 

3 0 0 1 1005 0 2 0 1 1 0 

4 0 0 0 0 975 0 1 0 3 3 

5 0 0 0 6 0 884 1 0 1 0 

6 2 1 0 0 1 1 952 0 1 0 

7 0 3 4 0 0 0 0 1019 1 1 

8 2 0 1 1 0 0 0 1 969 1 

9 1 0 0 1 3 0 0 3 4 996 

7.3 RNN and LSTM for Image Classifications 

Aplikácia [66] používa dataset MNIST, importovaný pomocou open-source knižnice 

TensorFlow. Klasifikátor je zložený z piatich blokov, ktoré obsahujú dve LSTM vrstvy, dve 

Dropout vrstvy a tri Dense vrstvy. Pôvodne sa v aplikácii používa 10 epoch a pri tomto 

množstve dosiahol klasifikátor LSTM presnosť 98,33% . Po zvýšení počtu epoch na 20, 

dosiahol klasfikátor úspešnosť 99,07%. Obrázok 26 predstavuje graf presnosti LSTM.  

 

Obrázok 26: Presnosť klasifikátora LSTM 
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V tabuľke 7 je vidieť, že najčastejšie zamieňanou číslicou je číslica 9 za číslicu 4. Druhou 

najviac zamieňanou číslicou je číslica 3 za číslicu 2. 

Tabuľka 7: Konfúzna matica pre LSTM MNIST 

Číslo 0 1 2 3 4 5 6 7 8 9 

0 977 0 0 0 0 0 1 1 1 0 

1 0 1129 1 0 0 1 1 2 1 0 

2 0 0 1027 0 1 0 0 3 0 0 

3 0 0 6 1001 0 1 0 0 1 1 

4 0 0 0 0 974 0 1 0 2 5 

5 0 0 1 5 0 877 5 0 1 3 

6 2 1 0 0 1 0 952 0 2 0 

7 0 2 5 0 0 0 0 1017 0 4 

8 0 0 1 0 0 1 1 0 970 1 

9 1 0 0 0 15 0 0 5 5 983 

7.4 MLP-for-MNIST-dataset 

Aplikácia [67] používa MLP klasifikátor a dataset bol stiahnutý pomocou knižnice Keras 

a taktiež obsahuje obsahuje 60 000 tréningových obrázkov a 10 000 testovacích obrázkov. 

Klasifikátor obsahuje MaxPool2D vrstvu, Flatten vrstvu a tri Dense vrstvy. Pri pôvodnom 

počte 10 epoch dosiahol klasifikátor presnosť 97,93%. Po upravení počtu epoch na 20 sa 

podarilo zvýšiť presnosť na 98,19%. Na obrázku 27 je zobrazený graf úspešnosti 

klasifikátora. 

 

Obrázok 27: Úspešnosť klasifikátora MLP 
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V tabuľke číslo 8 je vidieť, že najčastejšie zamieňanými číslicami sú číslice 4 a 9. Druhými 

najčastejšie zamieňanými sú číslice 7 a 2. 

Tabuľka 8: Konfúzna matica pre MLP MNIST 

Číslo 0 1 2 3 4 5 6 7 8 9 

0 973 1 0 1 0 0 1 1 2 1 

1 0 1130 2 0 0 1 1 0 1 0 

2 4 0 1016 2 1 0 1 4 3 1 

3 0 0 0 995 0 1 0 5 2 7 

4 3 1 2 0 958 0 4 2 1 11 

5 3 0 0 14 1 860 1 1 7 5 

6 5 2 1 1 4 2 939 0 4 0 

7 1 4 8 1 1 0 0 1004 2 7 

8 2 0 3 5 2 2 1 3 952 4 

9 2 3 0 2 5 0 0 2 2 992 

7.5 Zhodnotenie dosiahnutých výsledkov 

Každá aplikácia bola odskúšaná na datasete MNIST, ktorý obsahoval 60 000 tréningových 

vzoriek a 10 000 testovacích vzoriek. Každý obrázok bol v rozlíšení 28 x 28 pixelov. Pre 

aplikácie s klasifikátormi k-NN a SVM bolo potrebné dataset stiahnuť z webovej stránky 

[23]. Ostatné aplikácie sťahovali datasety pomocou knižníc TensorFlow, alebo Keras. Nie 

všetky aplikácie vytvárali konfúzne matice, takže niektoré aplikácie bolo potrebné upraviť. 

Časovo menej náročné aplikácie na neučenie, konkrétne k-NN a SVM, boli spustené 5 krát 

a výsledky ich dosiahnutej presnosti boli spriemerované. Klasifikátory LSTM, MLP a CNN 

boli časovo náročnejšie kvôli trénovaniu neurónovej siete. Každý z klasifikátorov 

neurónovej siete mal autormi nastavený počet epoch na 10. Po zvýšení počtu epoch na 20 sa 

zvýšila presnosť každého klasifikátora. Klasifikátor CNN dosiahol presnosť vyššiu o 0,17%, 

klasifikátor MLP zvýšil svoju presnosť o 0,26% a klasifikátor LSTM pridaním epoch zvýšil 

presnosť až o 0,74%.  

V porovnaní s úspešnosťou klasifikátorou v kapitole 6 dosiahli testované klasifikátory 

uspokojujúce výsledky. Rozdiel metód bol len v desatinách percenta. Metóda k-NN opísaná 

v kapitole 6 dosiahla presnosť 97,33%. Testovaná metóda dosiahla z piatich behov 

programu minimálnu presnosť 96,75%, maximálnu presnosť 96,90% a strednú hodnotu 

presnosti 96,80%. Testovaný SVM klasifikátor dosiahol dokonca vyššiu presnosť ako podľa 
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dokumentu [40]. Minimálna presnosť z piatich behov programu testovaného SVM bola 

97,76%, maximálna presnosť bola 97,9% a stredná hodnota bola 97,86%. Presnosť 

z dokumentu bola 97,74%. MLP klasifikátor opísaný v dokumente [39] dosiahol 98,27% 

a testovaný dosiahol 98,19%. Druhým najpresnejším klasifikátorom podľa kapitoly 6 a aj 

podľa dosiahnutých výsledkov pri testovaní aplikácie je LSTM. V dokumente [38] je 

uvedená presnosť 99,22% a pri testovaní bola dosiahnutá presnosť 99,07%. Z dosiahnutých 

výsledkov pri testovaní klasifikátorov, ale aj podľa výsledkov v kapitole 6 je z popísaných 

klasifikátorov najvhodnejšia pre dataset MNIST metóda CNN. Podľa dokumentu [37] 

dosiahla táto metóda 99,48% a testovaná metóda dosiahla 99,33%.  

Následujúci graf zobrazuje porovnanie úspešností klasifikátorov z kapitoly 6 s klasifikátormi 

z testovaných aplikácií. 

 

Obrázok 28: Graf porovnaní úspešností klasifikátorov 

Aj keď sa metóda CNN ukázala ako najúspešnejšia, jej trénovanie je časovo náročné. 

V prípade, že je potreba rýchlej klasifikácie, kedy sa nekladie dôraz na čo najpresnejší 

výsledok, je vhodné použiť aj klasifikátory k-NN a SVM.  
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ZÁVER 

Cieľom mojej bakalárskej práce bolo vykonanie rešerše existujúcich metód pre 

rozpoznávanie rukou písaného písma a uskutočnenie prieskumu dostupných aplikácií pre 

rozpoznávanie a ich následné otestovanie. Zároveň táto práca môže slúžiť aj ako 

predpríprava k budúcej diplomovej práci, ktorá by sa zaoberala tvorbou aplikácie pre 

rozpoznávanie písma kurent, ktoré sa používalo od 16. storočia do polovice 20. storočia 

napríklad v matrikách. 

V prvej kapitole teoretickej časti popisujem klasifikačné algoritmy, ktoré sa používajú na 

mapovanie vstupných údajov do konkrétnej triedy, alebo kategórie. Ďalej sú popísané 

metódy predspracovania obrazu, ktorých hlavným účelom je odstrániť z obrazu informácie, 

ktoré môžu negatívne ovplyvniť rozpoznávanie, ako napríklad šum, alebo zošikmenie. 

Ďalšie kapitoly popisujú segmentáciu textu, metódy extrakcie príznakov a post-processing. 

Segmentácia, alebo rozdelenie textu pozostáva zo segmentácie riadkov, slov a nakoniec 

písmen. Cieľom extrakcie príznakov je extrahovanie vlastností vstupného obrázka, pre 

maximalizovanie miery rozpoznávania. V poslednej kapitole teoretickej časti popisujem, 

s využitím odborných publikácií, konkrétne datasety a výsledky klasifikátorov z prvej 

kapitoly, na týchto datasetoch. 

Praktická časť mojej práce sa venuje prieskumu a testovaniu dostupných aplikácií pre 

rozpoznávanie rukou písaného písma. Aj keď sa na GitHube nachádza množstvo aplikácií, 

nie všetky sa podarilo spustiť, kvôli starším verziám knižníc, ktoré používajú. Kapitola 7 je 

zameraná na aplikácie, ktoré sa podarilo spustiť. Každá aplikácia bola spustená a testovaná 

na datasete MNIST a vytvára tzv. konfúznu maticu, ktorá ukazuje úspešné a neúspešné 

zaradenie každej číslice. Dataset MNIST obsahuje 60 000 tréningových a 10 000 testovacích 

obrázkov. Všetky testované algoritmy dosiahli veľmi uspokojivé výsledky v porovnaní 

s výsledkami z kapitoly 6. Rozdiel vo výsledkoch testovaných algoritmov a algoritmov zo 

6. kapitoly bol v desatinách percenta. Algoritmy neurónových sietí boli časovo náročnejšie 

na trénovanie, než algoritmy k-NN a SVM, avšak dosiahli lepšie výsledky. Najlepšie 

výsledky dosiahla metóda CNN. Pri autorom nastavených 10 epochách dosiahla táto metóda 

99,16%. Po zvýšení počtu epoch na 20 dosiahla metóda 99,33%. Najrýchlejšou, ale najmenej 

úspešnou metódou z testovaných aplikácií je metóda k-NN, ktorá z piatich behov programu 

dosiahla maximálnu úspešnosť 96,90%. Z dosiahnutých výsledkov vyplýva, že ak je cieľom 

rozpoznávania čo najväčšia presnosť a nekladie sa dôraz na čas rozpoznávania, 

najvhodnejšou metódou je metóda konvolučných neurónových sietí. Na druhú stranu, ak sa 
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uprednostňuje rýchlosť pred presnosťou rozpoznávania, je vhodnejšie použiť algoritmy k-

NN a SVM, nakoľko oba algoritmy dosiahli úspešnosť viac ako 96%. 
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