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ABSTRAKT

Bakalarska praca sa zaobera prevodom rdéznych suborovych formatov do vektorovej
podoby pricom hodnoti kvalitu tychto vektorov. Teoreticka Cast prace opisuje rozne
metody prevodu textu do vektorovej podoby, zatial' ¢o prakticka Cast’ obsahuje zostavenie
testovacicho datasetu, vytvorenie prototypu webovej aplikacie na generovanie
embeddingov v jazyku Python a vyhodnotenie experimentu. Experiment ukazal minimalne
rozdiely v kvalite embeddingov medzi skiimanymi stborovymi formétmi (maximalny
rozdiel 2.7 percenta) priCom format CSV bol najefektivnejsi z hl'adiska ¢asovej naro¢nosti
HTML bol najpomalsi a najviac pamétovo narocny. Praca poskytuje hodnotné poznatky

o vykonnosti roznych suborovych formétov pre embeddovanie dat.

Kli¢ova slova: embedding, velké jazykové modely, stborové formaty, sémanticka

podobnost’

ABSTRACT

The bachelor thesis deals with the conversion of various file formats into vectors while
evaluating the quality of these vectors. The theoretical part of the thesis describes multiple
methods of converting text to vector representation, while the practical part includes the
construction of a test dataset, the creation of a prototype web application for generating
embeddings in Python and the evaluation of the experiment. The experiment showed
minimal differences in the quality of embeddings between the file formats studied
(maximum difference of 2.7 percent), with the CSV format being the most efficient in
terms of time required to load the files. The TXT format achieved the lowest memory
intensity while the HTML format was the slowest and most memory intensive. The work
provides valuable insights into the performance of different file formats for data

embedding.

Keywords: embedding, large language models, file formats, semantic similarity
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UvVOD

Nedavny rapidny rozvoj v oblasti velkych jazykovych modelov zapriCinil, Ze sa
v sucasnosti vel'ké jazykové modely stavaju stale viac neoddelitelnou sucast'ou réznych
aplikécii a systémov pracujucimi s textovymi datami. Zakladnym stavebnym kameiiom
tychto modelov je efektivne prevadzanie textu do vektorovych reprezentacii, co umoziuje
pocitacom lepSie porozumiet a spracovat ludsky jazyk. Tato bakalarska praca,
"Embedding dat pre velké jazykové modely", skima rdzne spdsoby prevodu textu na

vektory a hodnotenie sémantickej podobnosti tychto vektorov.

Ciel'om tejto bakalarskej prace je prispiet’ k hlbSiemu porozumeniu a efektivnemu vyuzitiu
embeddingov dat pouzitych s velkymi jazykovymi modelmi, ¢im sa mdze otvorit’ cesta k

inovaciam a zlepSeniu spracovania textu v roznych aplikaciach a systémoch.

Teoreticka Cast’ tejto prace sa zameriava na vysvetlenie r6znych metoéd prevodu textu do
vektorov, vratane popisu vektorovych reprezentacii textu a spdsobov hodnotenia
sémantickej podobnosti vektorov. Okrem toho tito cast’ popisuje spdsob hodnotenia

korelacie medzi ¢iselnymi hodnotami, ktory je pouzity v praktickej Casti.

Cielom prakticke; casti tejto prace je zistit, ¢i1 je niektory z vybranych
suborovych formatov lepsi pre tvorbu embeddingov ako ostatné, pricom sleduje Casovu
a pamdtovu naro¢nost’ spracovania dat. Zameriava sa na zostavenie vhodného testovacieho
datasetu, vratane vyberu, spracovania a pripravy dat. TaktieZ je v tejto Casti popisana
konzolové aplikédcia vyuZzitd na upravu a rozSirenie datasetu do vhodnejSej podoby pre
vyuzitie v tejto praci. Obsahuje tiez popis réznych suborovych formatov pouzitych
v experimente a detailny popis aplikacie, ktord obsahuje dve cCasti. Prva Cast’ bola v ramci
tejto prace vyvinutd pre zjednodusenie prevodu velkého mnoZstva textu na vektorové
reprezentacie danych textov. Druhd cast’ prototypu bola vyvinutd pre jednoduché
porovnanie kvality vektorovych reprezentdcii zdat, ktoré vygenerovala prva cast

prototypu.
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I. TEORETICKA CAST
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1 TECHNICKE POJMY

1.1 Embedding

Embedding je pojem, ktory oznacuje slovo, alebo text prevedeny do vektorovej podoby so
zachovanim istej miery sémantického vyznamu daného slova alebo textu. Tento pojem sa
niekedy pouZziva prisnejSie ako nazov pre ,,dense“ vektory napriklad z metédy word2vec

a moze byt pouzity aj pre ,,sparse “ vektory napriklad z metody TF-IDF [1].

1.2 Natural Language Processing

NLP je pojem oznacujuci oblast umelej inteligencie, v ktorej pocitace uzitocne
a inteligentne analyzuju, rozumeju a ziskavaju vyznam informdcii z l'udského jazyka. Pod
tuto oblast’ spadaju témy ako automaticka sumarizécia, prekladanie, sémanticka analyza

ainé [2].

1.3 Large Language Model

LLM je algoritmus hlbokého ucenia, ktory dokaze rozpoznévat’, sumarizovat’, prekladat,
predpovedat’ a generovat’ text, alebo iné formy obsahu na zdklade vedomosti ziskanych

z obrovského poctu dat [3].

1.4 Open source

Originalne je tento pojem nazyvany ,,open source sofiware ‘. Oznaluje software, ktorého

zdrojovy kod je verejne dostupny a ktokol'vek ho moze akokol'vek upravit’ a distribuovat

[4].
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2 SEMANTICKA PODOBNOST

Tato kapitola sa zaobera sposobmi, akymi sa da jazyk reprezentovat’ podobou, ktorej
pocitace rozumeju. Zameriava sa na objasnenie, preco je taka podoba potrebna a opisuje
rozne moznosti ako takej podoby dosiahnut. Tiez sa v tejto kapitole popisuje ako sa
hodnosti velkost’ sémantickej podobnosti, medzi reprezentaciami textu, ktorej rozumeju

pocitace.
2.1 Vektorové reprezentacie textu

Jazyk sa vyvijal rokmi evolicie aludského pouzivania. Kvoli tomu st jazyky tak
komplexné, Ze je pre nas 'udi vel'mi tazké pochopit’ niektoré z ich casti. Ak je pre nas
tazké porozumiet’ niektorym castiam prirodzeného jazyka, mozeme predpokladat, ze
aktudlne technolégie s tym maju podobny problém. Ked'Zze pocitaée pracuju s Cislami,

musime v prvom rade previest’ jazyk do podoby cisel [5].

Reprezentovat’ vyznam slov pomocou vektorov je v oblasti NLP §tandard. Zéklady tohto
modelu pochadzaji z 1950 kedy sa prislo s nagpadom pouzit’ bod v trojdimenzionidlnom
priestore na reprezentaciu konotacie slova. Druhy dolezity napad bol definovat’ vyznam
slova pomocou jeho distribucii pri jeho pouzivani, teda pomocou okolitych slov alebo
gramatického prostredia dané¢ho slova. Pointa tohto ndpadu bola, Ze dve slova, ktoré sa
vyskytuju v podobnej distribacii (ich okolité slovd su podobné) moézu mat podobny

vyznam [1].

Vektory reprezentujuce slova sa volaji embeddingy. Tento pojem sa niekedy pouZziva
prisnejSie ako nazov pre ,, dense vektory ako word2vec anie ako ndzov pre ,,sparse*
vektory ako TF-IDF. Slovo , embedding” sa tu pouziva ako odvodené zjeho
matematického vyznamu, ktory vravi, ze toto slovo znamena mapovat’ z jedného priestoru,
alebo Struktury do inej. Vektory nazyvané ,,sparse® (riedke) su vektory, ktoré maju vel'a
dimenzii, ktoré sa skladaju prevazne z ntll. Vektory nazyvané , dense (husté) su vektory,
ktorych hodnoty vo vektore su prevazne nenulové, a teda moéZeme povedat’, Ze uchovavaji

viac sémantického vyznamu [1].

Pojem ,,vektor mdze byt vysvetleny ako zoznam zoradenych cisel. Prevodom slova,
alebo textu na vektor sa docieli, ze s nim bude vediet’ pracovat’ pocitac, ktory potom moze
napriklad vypocitat’ aka sémantické podobnost’ maju dve slovd, alebo kusy textu. Pocet

¢iselnych hodnot vo vektore hovori kol’ko mé dimenzii. Keby mal teda vektor 1000



UTB ve Zliné, Fakulta aplikované informatiky 13

dimenzii, znamena to, ze je v danom vektore umiestnenych 1000 hodno6t zoradenych
v uréitom poradi. Pocet dimenzii vektoru zalezi od toho, akd bola vyuzitd technika na

prevod textu do vektorovej podoby [6].

2.2 Metody prevodu textu na vektor

Tato sekcia rozobera a popisuje rozne pristupy ku prevodu slov alebo textu do podoby
¢iselnych vektorov. Cielom tejto kapitoly je priblizit' vyvoj metdod na prevod textu na

¢iselné vektory a spdsob akym tieto metody funguja.

2.2.1 Bag of Words

Najjednoduchsi sposob prevadzania textu na ¢iselné vektory sa nazyva ,,Bag of Words*
(BoW). Aby sa previedol text na vektor, musi sa najprv rozdelit’ cely text na slova, ktoré sa
nasledne upravia do ich zdkladnej formy procesom nazyvanym ,,stemming ‘. Napriklad
slovo ,, bezi* by bolo upravené na ,,beh. Dal§im krokom je spoéitat’ kolkokrat sa kazdé
slovo nachadza v danom texte. Z tychto Cisiel sa vytvori vektor ktory reprezentuje dany

text [7].

Keby sa na vektor prevadzal text ,,to be or not to be*, najprv by sa vybrali vSetky
jedinecné slova — ,,t0“, ,,be“, ,,or", , not“. Nésledne by sa vytvoril vektor kazdého slova
vo vete reprezentovaného ako jednotky a nuly. Napriklad slovo ,, be “ by bol vektor [0, 1, 0,

01, slovo ,,or “ by bolo vektor [0, 0, 1, 0], atd’. [6].

To 171000
be | O[1(0]|O0
or 0O|0|1]O0
not | 0| 0| 0|1
to 11000
be |O|10]|O0

21211

Obr. 1: Vektor vety ,, fo be or not to be“ pomocou BoW
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Ked’ze sa vektory slov z vel'kej Casti skladaji z nll, nazyvaja sa ,, sparse “. Ich dimenzia je
definovand poctom unikatnych slov v texte. Celi vetu reprezentuje vektor v ktorom je
ulozeny pocet vyskytov vsetkych unikatnych slov v danej vete ako je vidno na obrazku

Obr. 1 [6].

Tato metdda je jednoducha a neberie do tivahy sémanticky vyznam slov. To znamena Ze
vety ako ,, Dievca Studuje umelu inteligenciu” a ,,Mlada zZena sa uci AI a ML” nebudu

blizko pri sebe aj napriek tomu Ze vyznamovo su dané vety podobné [7].

2.2.2 TF-IDF

Metoda ,, Term Frequency — Inverse Document Frequency* vylepSuje metodu ,, Bag of
Words“. BoW metdda len vyhodnocuje pocet opakovania slov v texte, ¢o nie je vel'mi
deskriptivny udaj ak je cielom spravne vyhodnotit’ slovd, ktoré maju v danom texte
najvacsi sémanticky vyznam. Slova, ktoré sa Casto vyskytuju pri sebe (ako napriklad kolac
a Ceresna) su dolezitejsSie ako slova, ktoré sa objavia len raz alebo dvakrat. Na druhu stranu
slova, ktoré sa v texte objavuju prili§ Casto mozu byt nepodstatné. TF-IDF z Casti tento
problém prekonava, pomocou ,, Term Frequency‘ a ,,Inverse Document Frequency* [1].
TF-IDF vytvara vektory kazdého slova pomocou tychto dvoch metrik ktorymi sa vypocita
vaha vyznamu daného slova vzhl'adom na celu kolekciu dokumentov. [8] Vaha vyznamu

daného slova sa vypocita konkrétne vzorcom uvedenym nizZsie.
TF — IFD(t,d, D) = TF(t,d) x IDF(t, D)

., Term Frequency“ je frekvencia slova v dokumente. NajCastejSie sa vypocita ako pocet
opakovani slova vydeleny poc¢tom unikatnych slov v dokumente, no je viac spdsobov ako

tuto metriku pocitat’ [7].

ocet vyskytov slova t vdokumente d
TF(t,d) = oo VoY

pocCet unikatnych slov v dokumente d

MozZe sa pocitat’ napriklad aj ako iba pocet opakovani slov. Taktiez sa moze tato hodnota
vypocitat’ ako logaritmus so zdkladom 10 z poctu opakovani daného slova. Logaritmus sa
mdze pouzit’ pretoze ked’ sa nejaké slovo objavi stokrat v dokumente, neznamena to, Ze je
stokrat vacsia pravdepodobnost, ze je dané slovo relevantné pre vyznam daného

dokumentu [1].

., Inverse Document Frequency“ je metrika, ktord pomaha ndjst’ slova, ktoré su naprie¢

dokumentami zriedkavé a teda by mohli drzat’ velky sémanticky vyznam pre dany text.
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Zaroven tato metrika znizuje vahu hodnotdm, ktoré sa Casto opakujii naprie¢ dokumentami
¢o su vicsinou slova s mensim sémantickym vyznamom v ramci daného textu. Pocita sa
ako logaritmus so zadkladom 10 zpomeru celkového poctu dokumentov a poctu

dokumentov, ktoré obsahuju dané slovo [7].

pocet dokumentov v korpuse D

IDF(t,D) = log ( )

pocet dokumentov ktoré obsahuju slovo t

Vysoké hodnota IDF naznacuje, Ze sa slovo vyskytuje v mensom pocte dokumentov, ¢o
zvyraziiuje hodnotu sémantického vyznamu daného slova. Ked’ je naopak IDF nizke, znaci
to, ze sa dané slovo vyskytuje v mnohych dokumentoch ateda hodnota sémantického

vyznamu daného slova bude nizsia. [7].

I

Tymto spésobom je mozné dostat’ vektory kde vel'mi ¢asto pouzivané slova ako ,,a”, ,,v
a pod. budi mat’ nizke vahy zatial’ ¢o slova ktoré sa vyskytuji CastejSie v rdmci jedné¢ho
dokumentu budi mat’ vyssie vahy. Vd’aka tomu sa ziskaju lepSie vysledky, no tento sposob

stale nedokaze zachytit’ sémanticky vyznam ako taky [7].

Dimenzia (velkost’) vektorov je definovand poctom vSetkych unikatnych slov naprie¢
vSetkymi dokumentami v korpuse. To znamend Ze vystupné vektory budu velmi

neefektivne, pretoze drviva vacsina hodnot vo vektore bude nulova [7].

2.2.3 Word2Vec

Tento sposob prevodu textu na vektorovu reprezentaciu bol akousi revoliciou, nakolko
metddy ktoré su popisané vysSie v tejto praci dokédzali vyprodukovat len takzvané
,sparse‘ vektory ,, Word2Vec* dokéze produkovat’ takzvané , dense” vektory, ¢o su
vektory ktoré maji menej dimenzii priblizne v rozsahu 50-1000. Cisla v tychto vektoroch

su nenulové a mézu byt aj zaporné [1].

Tento spdsob bol vyvinuty spolo¢nostou Google vroku 2013 aje zaloZzeny na
preddefinovanej dvojvrstvovej neurdnovej sieti natrénovanej aby generovala vektorové

reprezentacie slov, vd’aka ktorym dokéaze z textu vziat’ kontextové a sémantické podobnosti
[5].

, Word2Vec ma dva algoritmy, ktoré st zalozené na ,,distributional hypothesis“. Tato
hypotéza vravi, Ze slova ktoré sa vyskytuju v podobnom alebo rovnakom kontexte maji
podobny vyznam. Tieto algoritmy su zalozené na umelej neurdnovej sieti, ktord ma 3

vrstvy. Tato neuronova siet’” dokéaze klasifikovat komponenty textu. Slova a ich kontext je
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embeddovany vo ,,dense” vektoroch. Kazdé slovo mé priradeny svoj vlastny vektor.
Vektory st potom usporiadané do vektorového priestoru tak, ze sa da vypocitat’ sémanticka
podobnost’ pomocou kosinovej vzdialenosti. Vysledkom moze byt Cislo od -1 do 1 kde

¢im vécsia hodnota, tym blizsi sémanticky vyznam. [8].

Prvy algoritmus sa nazyva ,, Continuous Bag od Words*“ (CBOW). Tato metoda sa snazi
z kontextu okolo slova predpovedat’ dané slovo. Napriklad ak by sa tato metdda pouzila na
vetu ,,Algoritmus CBOW je zaloZeny na neurdnovej sieti.” a velkost’ kontextového okna
by bola nastavend na 2, vznikli by pary ako ([Algoritmus, je], CBOW), ([CBOW,
zalozeny], je), ([je, na], zaloZzeny), ([zaloZzeny, neurénovej], na) atd’. kde prvé dve slova sa

kontext a tretie slovo je slovo, ktoré sa algoritmus snazi predpovedat’ [9].

w(t+2) w(t+1) w(t-1) w(t-2)
INPUT
PROJECTION SUM
OUTPUT w(t)

Obr. 2: Architektara metody CBOW

Druhy algoritmus sa nazyva ,,Skip-gram “. Tato metdda je opakom predoSle] — snazi sa
z jedného slova predpovedat’ kontext. Ak by sa tato metoda pouzila na vetu ,,Algoritmus
Skip-gram je zalozeny na neurdnovej sieti.“ s velkost'ou kontextového okna nastaveného
na 2, v pripade slova ,, neuronovej “, by sa model snazil predpovedat’ slova ,,na“ a ,, sieti
atd’. v zavislosti od slova. Tento model sa trénuje na dvoch typoch dat — pozitivnych
a negativnych. Pozitivne data maju podobu [(slovo, kontext), 1] — jednotkou na konci
indikujeme, ze ide o relevantny kontext pre dané slovo. Negativne data maju podobu
[(slovo, kontext), 0] — v tomto pripade su slovd v kontexte ndhodne vybrané¢ a nulou
indikujeme, Ze ide o kontext, ktory je nerelevantny pre dané slovo. Takéto trénovanie
pomaha modelu aby vedel lepSie vyhodnotit kontextovo relevantné slova a teda

vygenerovat’ podobné embeddingy pre slova s podobnym vyznamom [9].
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w(t-2) w(t-1) w(t+1) w(t+2)
QUTPUT
PROJECTION
INPUT w(t)

Obr. 3: Architektira metoédy Skip-gram

V pripade, ze je dostupnym malé mnoZstvo dat, skip-gram model je vhodnejSou volbou,
pretoze vie lepSie rozpoznat' vyznam aj menej pouzivanych slov alebo frdz. Na druhej
strane trénovanie modelu CBOW je ovel’a rychlejsie a tento model je lepsi pre slova, ktoré

sa vyskytuju v text Casto [8].

2.2.4 fastText

,fastText” je open-source software, ktory sa dd povaZovat za pokrocilejSiu verziu
Word2Vec. Bol vytvoreny spolo¢nostou Facebook v roku 2016 [8]. Word2Vec povazuje
kazdé¢ slovo v korpuse za najmenSiu jednotku, no fastText ide o nieco hlbSie a povazuje
kazdé slovo za jednotku zloZen z n-gramov. To znamend, Ze vygenerované vektory su
zalozené na sume charakterov jednotlivych n-gramov. Tento pristup je vyhodnejsi oproti
Word2Vec, nakolko morfologickd Struktira slov casto obsahuje dolezité informacie
o vyzname daného slova [5]. V niektorych jazykoch je tento pristup dolezitej$i ako
v inych, napriklad pre morfologicky bohaté jazyky ako st nem¢ina, alebo turectina prinasa
tento pristup vyznamné zlepSenia. Dalsia dolezita vlastnost’ tohto modelu je, ze dokaze
vygenerovat’ embeddingy aj pre slova, na ktorych nebol natrénovany. Word2Vec dokaze
generovat’ len embeddingy pre slova ktoré pozna, teda na ktorych bol dany model
trénovany, no vd’aka tomu, Ze fastText sa pozerd na slovéa ako na skupiny n-gramov dokaze

vygenerovat’ embeddingy aj pre slova ktoré nepozna [8].

2.2.5 GloVe

, GloVe* je skratka pre ,,Global Vectors“. Tento model dostal svoje meno, pretoze je

zaloZzeny na zachytavani globalnych Statistik z celého korpusu [1]. Jedna z kritik oboch
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architektir Word2Vec je, ze ignoruju rézny pocet vyskytov niektorych kontextovych slov
a taktiez nebert do ivahy globalny kontext, ale len lokalny kontext. GloVe je regresivny
model, ktory sa snazi prekonavat’ tieto limitacie pomocou kombindcie metod ktoré pouziva
Word2Vec a predoslé jednoduchSie pristupy. GloVe vyuziva zachytdvanie globalne;j
Statistiky, ¢o je velmi efektivne, akombinuje ju sbenefitmi ktoré pramenia
z prediktivnych modelov ako Word2Vec. Vdaka tejto elegantnej kombinacii dvoch
pristupov su reprezentacie slov vygenerované modelom GloVe kvalitnejSie ako

z predoslych modelov [8].

Spolu vyskyt slov vramci kontextovych okien moéze obsahovat cenné sémantické
informécie. Napriklad slovo ,,pevny“ mé vicsiu pravdepodobnost, ze bude pouzité pri
slove ,,I'ad* ako pri slove ,,para®“. Na druhu stranu slovo ,,plynna“ bude pravdepodobne viac
pouzité pri slove ,para®“ ako pri slove ,lad“. Takéto globalne Statistiky moézu byt

vypocitané dopredu a tym sa zvysi rychlost’ trénovanie modelu [10].

Statistika spolu vyskytov sa uklada do matice spolu vyskytov. Primarne uklada informacie

o frekvencii dvoch slov vyskytujucich sa pri sebe v ramci celého korpusu [11].

Tab. 1: Matica vyskytnosti

X Xs X3 X4
X 0 12 18 6
Xs 22 0 22 17
X3 16 32 0 24
X4 30 24 10 0

V tabul’ke Tab. 1 reprezentuju Xi, X2, X3 a X4 unikatne slovéa z korpusu. Jednotlivé Cisla
v matici hovoria ako Casto sa v korpuse vyskytuji dané dve slova pri sebe. Xj teda
reprezentuje pocet spolu vyskytov slov X; a Xj. Neurénova siet’ teda bude trénovana
smerom k tejto matici. Inak povedané, zo vstupu daného slova sa bude model snazit

predpovedat’ tiito maticu [11].

2.2.6 ELMo

Vsetky spdsoby prevodu textu na vektory, ktoré boli doteraz v tejto praci popisané maju

spolo¢nu jednu vec — generuju statické vektory pre kazdé slovo. Inak povedané, pre kazdé
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slovo v korpuse vytvoria konkrétnu vektorova reprezentaciu, ktord sa nezmeni ak je
rovnaké slovo pouzité¢ v dvoch rozdielnych kontextoch ato moze byt problematické.
LELMo*“ je skratka pre ,, Embeddings from Language Models*. Tento pristup ku
embeddovaniu dokaze vytvorit’ lepSie embeddingy, prave vdaka tomu, ze je schopny
podla kontextu slova vytvorit’ pre dané slovo ro6zne embeddingy. Kazdé slovo v korpuse
teda nebude mat’ jeden staticky vektor, ale kazdé instancia slova v texte bude mat’ iny
vektor, pretoze sa berie do uvahy embeddingu daného slova jeho kontext. Tento algoritmus
je taktiez zalozeny na jednotlivych znakoch, ¢o ma za nasledok, Ze dokaZe uspeSne

embeddovat’ aj slova, ktoré su mimo Standardnu slovnu zésobu [8].

ELMo pouziva na generovanie kontextovo zavislych embeddingov obojsmerna LSTM
(,, Long-Short-Term Memory“) siet. To znamend, ze dané slovo nie je zavislé len od
predoslych slov, ale beru sa do uvahy aj slova, ktoré su nasledujuce. Tento spOsob
spracovania pomaha modelu lepSie rozumiet’ vyznamu daného slova v ramci vécSicho
kontextu ako keby bola pouzitd iba jednosmernd LSTM siet. ELMo taktiez dokaze
jednoducho rozpoznat' Struktaru slov vd’aka tomu, Ze vstup do modelu je zaloZeny na
znakoch anie na celych slovach. To znamena Ze dokadZe postrehnut’ rozdiel napriklad
medzi slovom ,,beauty* a slovom ,,beautiful” dokonca aj bez kontextu. Pri testovani tohto
modelu na réznych ulohach vysli vysledky vSetkych tloh podobne, alebo lepSie ako pri

testovani predoSlych metdd na rovnakych tlohach [12].

2.277 BERT

,BERT* je skratka pre ,, Bidirectional Encoder Representations from Transformers‘ a je
to model reprezentacie jazyka od spolocnosti Google [13]. Sklada sa z hlbSej neurénove;j
siete ako ELMo a obsahuje omnoho viac parametrov, vd’aka comu ma lepsi zmysel pre
reprezentaciu textu. BERT dokézal produkovat jedny znajlepSich vysledkov ato
s potrebou len minimdlneho dolad’ovania po prvotnom natrénovani. TaktieZ je velkou
vyhodou to, ze BERT mdze byt’ pouzity na mnoho inych tloh v ramci oblasti NLP, nie len
na poskytovanie vektorovej reprezentdcie slov. BERT poskytol zéklad pre d’al$i rychly
vyvoj v podobe modelov ako RoBERTa, Distillbert, alebo Google TransformerXL. Nova
architektiira nazyvana ,, Transformer priniesla novy mechanizmus nazyvany ,,Self-
attention* ktory sa snazi vytvorit' spojenia medzi réznymi poziciami v sekvencii, aby

lepsie zachytil reprezentaciu danej sekvencie [8].
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Architektura Transformer je postavena na mechanizme nazyvanom ,, self-attention ““. Tento
mechanizmus pomaha vytvorit’ spojenia medzi slovami v ramci jednej vety. Napriklad vo

¢

vete ,, I washed the dishes until they were clean* by sa zachytilo spojenie slova ,,dishes *

aslova ,,they*, pretoze slovo ,,they” sa v ramci tejto vety odkazuje na slovo ,,dishes"

[14].

Jazykové modely zvycCajne vytvarame trénovanim na nesuvisiacich tlohach, no na takych
tilohach, ktoré pomahajii vyvinut kontextové chapanie slov v modeli. Castokrat su to
ulohy, ktoré obsahuju predikciu nasledujiiceho slova alebo slov v blizkosti pri sebe.
Problém je, Ze takéto trénovanie sa neda pouzit’ pri obojstrannych modeloch, pretoze by
modelu umoznilo nepriamo vidiet' slovo, ktoré ma predpovedat. V takejto situacii by
model dokazal trividlne predpovedat spravne slovo, no aj keby model prebehol
kompletnym trénovanim, nebolo by zarucené, Ze sa naucil kontextovo spravne sémantické

vyznamy slov miesto toho aby sa naucil len optimalizovat’ trividlne predikcie slov [13].

BERT sa trénuje na dvoch tzv. , unsupervised” (to znamena, ze model nepotrebuje
explicitne zadané spravne odpovede) tlohach. Prva tloha sa volad ,,Masked Language
Model“ (MLM). V tejto ulohe model dostane vstup, v ktorom je nejaké percento slov
(tokenov) ndhodne nahradenych maskou a model sa snazi predpovedat tieto zamaskované
slova (tokeny) na zdklade zvys$ného kontextu vstupu. Pre lepSie fungovanie s dolad’ovanim
pred trénovaného modelu sa 80 percent nahodne vybranych slov (tokenov) na
zamaskovanie zmeni na masku, 10 percent sa zmeni na ndhodné slova (tokeny) a zvySnych
10 percent sa vybrané slovo nezamaskuje vobec. Druhd uloha sa vold ,Next Sentence
Prediction” (NSP) kde je model trénovany na sérii dvojic viet, kde v 50 percentach
pripadov druha veta spravne nasleduje prva vetu a v 50 percentach pripadov je druhé veta
vybranad nahodne z korpusu. Tato Uloha sa snazi model trénovat aby spravne rozumel
vztahom medzi dvomi vetami, ¢o je ddlezitd vlastnost v mnohych NLP tulohdch ako

napriklad odpovedanie na otazky [13].

2.3 Hodnotenie sémantickej podobnosti

Tato kapitola rozobera moznosti hodnotenia sémantickej podobnosti dvoch textov. Ked'ze
vysledkom embeddingu st vektory, mozeme vypocitat vzdialenost’ v priestore medzi
danymi dvomi vektormi. Cim bude mensia vzdialenost’ medzi dvomi vektormi tym bude

vicsia ich sémantickd podobnost’ [7].
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2.3.1 Euklidovska vzdialenost’

Euklidovska vzdialenost, tiez zndma ako L2 je najviac Standardnd metdda na vypocet
vzdialenosti dvoch vektorov. Pocita priamu vzdialenost dvoch bodov v priestore. Je
najviac vyuzivana v beznom zivote, napriklad na vypocet vzdialenosti dvoch miest

vzdu$nou ¢iarou [7].

2.3.2 Manhattanska vzdialenost’

Dalsia bezne pouzivana metrika vzdialenosti je Manhattanska vzdialenost’, tiez znama ako
L1. Tato metdda bola nazvand podla ostrovu Manhattan, ktory mé svoje ulice usporiadané
do Stvorcov. NajkratSia cesta medzi dvomi bodmi na tomto ostrove by sa dala vypocitat’

prave pomocou Manhattanskej vzdialenosti [7].

n
L1= ) |x; = ¥
i=1

2.3.3 Skalarny sidin

Dalsou moznostou na vypodet vzdialenosti dvoch vektorov je vypoéitat' ich skalarny
stcin. Tato metrika sa trochu zloZito interpretuje. Ukazuje, ¢i dané dva vektory smeruju do
rovnakého smeru, no vysledky s z velkej Casti zavislé od velkosti vektorov [7]. Ak by
sme porovnavali vektory smerujuce do opacného smeru, v pripade, Ze by vektory neboli
rovnaké, vysledkom by bolo zaporné Cislo. V pripade, ze su vektory orientované do
podobného smeru, vysledkom by bolo kladné ¢&islo. Cim mensia vzdialenost (teda
vysledok bliz$i nule) medzi dvomi vektormi, tym su dané vektory sémanticky podobnejSie

[15].

n
x'}’:inX}’i
i=1

2.3.4 Kosinova podobnost’

Kosinova podobnost je pouzivana pomerne casto. Tato metrika je skalarny suacin

normalizovany podla velkosti vektorov. To odstrani komplikacie samotného skalarneho
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stcinu [7]. Tato metrika meria uhol medzi smerom ktorym ukazuja dva vektory v mnoho-
dimenziondlnom priestore. Stoji na domnienke, Zze vektory s podobnym sémantickym
vyznamom budu smerovat’ podobnym smerom. To je vyhodné, pretoze ak st dva vektory
podla Euklidovskej vzdialenosti d’aleko od seba, je stile mozné, ze budi smerovat
podobnym smerom. Napriklad ak sa slovo ,, ovocie “ vyskytne v jednom dokumente 30-krat
a v druhom dokumente sa rovnaké slovo vyskytne 10-krat, je to jednoznacny rozdiel vo
vel'kosti, no tieto dokumenty stadle mézu mat’ podobny sémanticky vyznam ak sa vezme do
Givahy iba uhol medzi vektormi reprezentujucimi dané dokumenty. Cim mensi je uhol
medzi nimi, tym je podobnejsi sémanticky vyznam [15].

Kosinova podobnost = —————
X1 >[Iyl

2.4 Hodnotenie korelacie medzi dvomi ¢islami

Na vyhodnotenie vysledkov v experimente spracovanom v praktickej Casti, je potrebny
sposob hodnotenia korelacie medzi dvomi Cislami. Na toto vyhodnotenie je pouzity
Pearsonov korelacny koeficient. Pouziva sa na odmeranie sily korelacie medzi dvomi

listami hodnot [16].

i LG =D =)
Y GG 02 I, O - 9)?

Vysledkom tohto vypoctu je skore sily korelacie, s hodnotami od -1 do 1, kde -1 znamena
uplné korelacia, ktora je nepriamo imerna, 0 znamena Ziadna korelacia a 1 znamena tuplna

korel4cia, ktord je priamo imerna [16].
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II. PRAKTICKA CAST
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3 ZHOTOVENIE TESTOVACIEHO DATASETU

Tato kapitola sa zaobera procesom vyberu, popisu, spracovania a rozvinutia datasetu.
Popisuje dataset, ktory bol pre tato pracu vybrany, popisuje tiez ako bol tento dataset
upraveny, aby bol vhodnejsi pre pouzitie v tejto praci a taktiez popisuje aplikaciu, ktora

bola vytvorena pre zjednoduSenie danych Gprav pouzitého datasetu.

3.1 Vyber dat a popis ich charakteristik

Dataset pouzity v tejto praci je z github repozitaru ,,STS: Semantic Textual Similarity*
pouzivatela ,, nttuyenx* [17]. Dataset v danom github repozitdre obsahuje vyber dat
datasetov z rocnikov 2012-2016 akcie SemEval [18]. Tento dataset je vo formate CSV, ma
viac ako 5500 riadkov a obsahuje vSetky potrebné data k relevantnému testu na
vyhodnotenie kvality embeddingov vytvorenych z roznych stiborovych formatov. V tejto
praci budu pouzité data z troch stipcov v tomto datasete. Prvy stipec, ktory bude pouzity
obsahuje ¢islo hodnotiace sémantickiit podobnost dvoch viet, ktoré sa nachadzaji
v druhom atrefom stipci pouzitom v tejto praci. Cislo, ktoré hodnoti sémantickl
podobnost’ danych dvoch viet je stanovené na Skéale od 0 (ziadna sémantickd podobnost’)
do 5 (vety su sémanticky identické). Tieto hodnotenia boli uréené¢ 'ud'mi [18], preto sa
mdzu povazovat' za zlaty Standard, sktorym sa potom bude porovnavat hodnota

sémantickej podobnosti, ktorad sa vypocita vybranou metodou.

3.2 Spracovanie a priprava datasetu

Dataset o ktorom sa piSe v predoslej kapitole je pevny zdklad pre porovndvanie kvality
embeddingov suborov réznych formatov. Téato praca sa ale zameriava na kvalitu
embeddingov pre velké jazykové modely. V snahe porovnat vysledky embeddingov
s menej syntetickymi datami je potrebné dataset pre pouzitie v tejto praci trochu upravit
ato tak, ze jedna z viet bude rozSirend do paragrafu, ktory bude sémanticky podobny
zakladnej vete a bude v sebe obsahovat’ nepozmenent originalnu vetu. Ked’ze s v datasete
dve vety s 'ud'mi urenymi hodnotami ich sémantickej podobnosti, bolo by nevhodné vo
velkej miere upravovat’ sémanticky vyznam danych viet. Pri takto rozsiahlom datasete
nepripadd do tvahy rozsirovat' kazdu vetu do paragrafu ru¢ne ¢lovekom. Preto bol na
rozsirenie datasetu pouzity jazykovy model ,, GPT-3.5 Turbo “. Tento jazykovy model je
vo vacsine pripadov dostato¢ne dobry na pochopenie kontextu vety a na zéklade danej vety

vygenerovat’ paragraf s kontextom, ktory je ve'mi podobny danej vete [19]. Vyuzitie
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jazykového modelu na rozsirenie dat je vyrazne rychlejSie ako rozSirovanie dat rucne.
Povodna veta je ponechand v paragrafe v origindlnom zneni, takze vygenerovany paragraf
do istej miery potlaca syntetickost’ dat. Tym budu dosiahnuté vysledky blizsie realite, ako
keby boli pouzité syntetické data ako len dve vety. Bohuzial' jazykovy model ,, GPT-3.5
Turbo “ nie je dokonaly [19] a teda sa moze stat’ Ze do datasetu zanesie v nizkej miere Sum
v podobe nespravne identifikovaného kontextu, alebo ndhodného znaku, ktory sa nehodi
do danej vety. Manualnou upravou by bolo mozné tento Sum odstranit’, no znovu by bola
problémom ¢asova naro¢nost’. No Sum nemusi jednozna¢ne znamenat nieco zI¢. V realite
st data malokedy dokonalé, mdézeme preto nad Sumom pridanym jazykovym modelom
v istom zmysle uvazovat’ ako nad viac realite zodpovedajiicimi datami [20]. Niektoré vety
nevedel jazykovy model spracovat’ spolahlivo, preto bolo zopar riadkov z rozsireného
datasetu manuélne zmazanych, aby sa v datasete nenachadzali ziadne jednoznacne chybné
data. Novy dataset sa skladd zo $tyroch stipcov. V prvom stipci sa nachddza hodnota
podobnosti pévodnych dvoch viet. V druhom stipci sa nachadza prva veta z dvojice
v nezmenenom zneni. V trefom stipci sa nachadza nadpis pre paragraf vygenerovany
jazykovym modelom spominanym vysSie. Nadpis pre paragraf je vygenerovany tieZ a bol
pridany do datasetu z dovodu priblizenia sa lepSej reprezentacie redlnych dat. V Stvrtom,
teda poslednom, stipci sa nachadza vy$§ie spominany paragraf textu vygenerovany
jazykovym modelom, ktory v sebe obsahuje druhu vetu z dvojice v po6vodnom zneni, alebo

ako sucast’ dlhsej vety, no tiez v povodnom zneni.

3.2.1 Aplikacia na spracovanie datasetu

Pre rychlejsie a efektivnejSie spracovania datasetu bola v ramci tejto prace vytvorena mala
aplikécia bez grafického rozhrania, ktord rozsiri dataset potrebny pre tuto pracu. Aplikacia
je napisana v jazyku Python.

3.2.1.1 Pouiité kniZnice

Zdroj. kod 1: Kniznice pouZité v aplikécii na spracovanie datasetu

import sys

import os

import csv

import json

from openai import OpenAl

vi p W N BR

o sys

Tato kniznica je sucastou Standardnej kniznice jazyka Python [21]. V tejto aplikécii
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je pouzita na ziskanie informadcii z prikazového riadku, odkial’ sa aplikécia spusta.
Taktiez je pouzitd na skontrolovanie spravneho pocétu argumentov zadanych
v prikazovom riadku pri spusteni aplikacie.

os

Tato kniznica poskytuje moznost’ pouzivat’ funkcionality opera¢ného systému [22].
V tejto aplikacii bola tato kniZnica pouzita na kontrolovanie existencie suborov a na
manipulaciu s cestami.

csv

Tato kniznica poskytuje funkcionalitu na pracu so subormi formatu CSV [23].
V tejto aplikacii bola tato kniznica pouzita na Citanie datasetu, ktory je vo formate
CSV ana zapisovanie nového, rozSirené¢ho, datasetu, ktory je ulozeny taktieZ vo
formate CSV.

json

Tato kniznica poskytuje funkcionalitu na prevod forméatu JSON na Python slovnik.
Taktiez poskytuje funkcionalitu na zapisovanie a ¢itanie suborov formatu JSON
[24]. V tejto aplikacii je tato kniznica vyuzitd na zapisovanie dat o spotrebe
tokenov pri pouzivani openai API do stiboru formatu JSON.

openai

Tato kniznica je oficidlnou Python kniZnicou pre openai API [25]. Téato kniZnica
bola pouzita na posielanie Ziadosti na openai API, pre rozSirenie jednej vety do

paragrafu s nadpisom.

3.2.1.2 Konstanty

Nasledujtci zdrojovy kod ma viackrat rovnakeé Cislo riadku, ¢o sa moéze zdat’ ako chyba, no

je to tak spravené z dovodu, aby bolo jasne vidiet' ktoré riadky su zalomené kvoli

maximalnej Sirke tohto dokumentu. VSetky riadky srovnakym c¢islom pod sebou

znamenaju, ze vsetky tieto riadky boli v origindlnom zdrojovom kdde len jeden riadok.

Zdroj. kod 2: Konstanty v aplikacii na spracovanie datasetu

PROMPT = """

You will generate a paragraph that will contain a standalone sentence
"{sentence}" in the middle with two short sentences before it and two
short sentences after it.

The sentences you generate should provide context and should highlight
the main sentence.

Your response should be a JSON with the following structure:
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12
13
14
15
16
17
18

H

"title': Title for the paragraph comes here,
"text': The paragraph comes here,

)

DATASET_OUTPUT_PATH = 'transformed dataset/dataset.csv'
OPENAI_MODEL = 'gpt-3.5-turbo-0125"'

Konstanta PROMPT obsahuje predlohu textu, ktory bude poslany ako dotaz modelu, ktory
je definovany v konsStante OPENAI MODEL. V konstante DATASET OUTPUT PATH je

uloZena cesta kam sa ma zapisat’ upraveny dataset.

3.2.1.3 Funkcie

process_csv_file

Zdroj. kéd 3: funkcia process csv_file

77
78
79
80
81
82
83
84
85
86
87
88
89
90
91
92
93
94
95
96
97
98

def process_csv_file(file_ path):
batch_size = 10
rows_batch = []

with open(file path, 'r', encoding='utf-8') as file:
client = OpenAI()
for i, line in enumerate(file):
row = line.strip().split('\t")

print(i)
title, text = expand_sentence(row[6], client)

rows_batch.append([row[4], row[5], title, text])

if (len(rows_batch) == batch_size):
print(rows_batch)
append_rows_to_csv(DATASET_OUTPUT_PATH, rows_batch)
rows_batch = []
print(f"Saved {batch_size} rows to file.")

print(f"Saved {len(rows_batch)} rows to file.")
append_rows_to_csv(DATASET_OUTPUT_PATH, rows_batch)

Tato funkcia prijima cestu k CSV suboru. Vytvori objekt pre pracu s openai
kniznicou, aby sa tento objekt nemusel inicializovat’ kazdi iteraciu. Subor otvori
a ¢ita ho riadok po riadku. Kazdy riadok rozdeli podla znaku tabulatoru, vyberie
druht vetu z dvojice viet atu necha rozsirit’ na nadpis a paragraf. Ked' je veta

rozsirena, ulozi si do bufferu riadok pre novy dataset, teda skore sémanticke;j
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podobnosti, prva veta, nadpis pre paragraf a paragraf. Sleduje pocet viet v bufferi
aked dosiahne definovanej hodnoty, zapiSe vsetky riadky v bufferi do suboru
pomocou funkcie append rows to csv, aby program nestratil vSetky data v pripade
neocakavaného ukoncenia. Tato funkcia taktiez vytla¢i pri spracovani riadku
prikazového riadku na ktorej iteracii sa teraz nachadza aby pouzivatel videl
rychlost’ spracovania.

is_csv_file

Zdroj. kod 4: Funkcia is_csv_file

72 | def is_csv_file(file_path):

73 _, file_extension = os.path.splitext(file path)

74 return file extension.lower() == ".csv"
Tato funkcia prijima cestu k suboru. Ak je subor typu CSV, vrati hodnotu 7True a ak
typu CSV nie je tak vrati hodnotu False. PouZiva sa pri kontrole argumentov
poskytnutych z prikazového riadku.

e expand_sentence
Zdroj. kéd 5: Funkcia expand _sentence

50 | def expand_sentence(sentence, openai_client):

51 response = openai_client.chat.completions.create(

52 model=0PENAI_MODEL,

53 temperature=0.12,

54 response_format={"type': 'json object'},

55 messages=[

56 {

57 'role': ‘'user',

58 "content': PROMPT.format(sentence=sentence)

59 b

60 ]

61 )

62

63 token_usage logger(response.usage.prompt_tokens,

64 response.usage.completion_tokens)

65 if response.choices[@].finish_reason == "content_filter":

66 return "Title", "CONTENT_FILTER"

67

68 response_dict = json.loads(response.choices[@].message.content)

69 return response_dict['title'], response dict['text']

Tato funkcia prijima vetu na rozSirenie a klienta na pouzitie openai kniznice, ktory

bol vytvoreny vo funkcii process csv_file. Funkcia poSle poziadavku na API
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spolo¢nosti OpenAl pomocou openai kniznice a spracuje vysledok. Pomocou
funkcie token _usage logger zapiSe do JSON suboru kol'ko tokenov bolo pouzitych
pri spracovani poziadavky. Skontroluje, ¢i nebolo generovanie rozSirenia vety
prerusené¢ z dovodu filtracie obsahu na strane API, v pripade, Zze bolo, nahradi
nazov a paragraf za definované hodnoty, aby bolo jednoduché tieto hodnoty najst’
azmazat vo vyslednom datasete. Nakoniec vyuzije JSON kniznicu na ziskanie
hodnot paragrafu a jeho nazvu a tie z funkcie vrati.

append_rows _to_csv

Zdroj. kod 6: Funkcia append rows to_csv

38 | def append_rows_to_csv(file_path, rows):

39 if not os.path.exists(file path):

40 with open(file path, 'w', newline='") as file:

41 writer = csv.writer(file)

42 writer.writerows(rows)

43 return

44

45 with open(file _path, 'a', newline='") as file:

46 writer = csv.writer(file)

47 writer.writerows(rows)
Tato funkcia prijima cestu k stiboru a riadky, ktoré treba zapisat’ do daného suboru.
Najprv funkcia skontroluje, ¢i subor v danej ceste existuje a ak nie, vytvori ho.
Nasledne pripiSe do dané¢ho suboru dané riadky.

e foken usage logger
Zdroj. kéd 7: Funkcia token _usage logger

20 | def token_usage logger(prompt_tokens, completion_tokens):

21 usage file = 'usage.json'

22

23 if not os.path.exists(usage_file):

24 with open(usage file, 'w') as file:

25 data = {'prompt_tokens': @, 'completion_tokens': 0}

26 json.dump(data, file)

27

28 with open(usage_file, 'r') as file:

29 data = json.load(file)

30

31 data[ 'prompt_tokens'] += prompt_tokens

32 data[ 'completion_tokens'] += completion_tokens

33

34 with open(usage file, 'w') as file:
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35 json.dump(data, file)

Tato funkcia prijima dve hodnoty — pocet tokenov v prompte a pocet
vygenerovanych tokenov. Ma na starosti zapisovanie pouzitych tokenov do JSON

suboru pre jednoduché sledovanie poctu pouzitych tokenov.

3.3 Popis formatov suborov

V tejto kapitole st popisané sposoby vytvorenia siborov a Struktiry tychto suborov pre
pouzitie na embeddovanie. Kazdy subor bude obsahovat’ nadpis a paragraf. Tieto data boli
vygenerované pomocou aplikécie popisanej v predoslej kapitole. Generovanie suborov je

sucast’ou prototypu hlavnej webovej aplikacie pre tuto pracu.

3.3.1 PDF

Na vytvorenie suboru PDF, ktory obsahuje jeden nadpis ajeden paragraf bola pouzitd
Python kniznica nazyvana ,, FPDF “. Tato kniZnica podporuje jednoduché vytvorenie PDF
stiboru a naformatovanie obsahu tohto stiboru [26]. Bola pouzitd na vytvorenie PDF
suboru, ktory mé vzdy jednu stranu, na ktorej sa nachddza nadpis a paragraf. Nadpis aj
paragraf pouzivaji rovnaky font pisma — , Arial“. Nadpis ma velkost’ pisma 24 aje
hrubym pismom. Pod nadpisom je pridand medzera a pod medzerou sa nachddza paragraf.
Paragraf ma velkost pisma nastaveni na 12. Vygenerovany subor sa vzdy vola

data.pdf*.

This is a test title

This is a test paragraph, that was crated just for this demonstration of how these files generated by
the prototype look. This paragraph has only one purpouse and when this purpouse will be fullfiled, it
will have no purpouse.

Obr. 4: Vygenerovany PDF stubor

3.3.2 HTML

Na vytvorenie suboru HTML nebola pouzitd ziadna Specialna kniznica. PouZziva sa tu
jednoduché predloha HTML stranky ktora obsahuje zékladné tagy ako head, title, style,
nav, main, footer ainé. V tagu main sa nachadzaju tagy hl ap. V tychto tagoch sa
nachadza nadpis a paragraf. Nadpis paragrafu sa taktiez nachadza v tagu fitle.

Vygenerovany subor sa vzdy vola ,, data.html “.
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Home About Contact

This is a test title

This is a test paragraph, that was crated just for this demonstration of how
these files generated by the prototype look. This paragraph has only one
purpouse and when this purpouse will be fullfiled, it will have no purpouse.

© 2024 My Web Page

Obr. 5 Vygenerovany HTML subor

333 CSV

Na vytvorenie suboru CSV bola pouzitd kniZznica csv. Tato kniZnica poskytuje

zjednoduSenie prace so subormi CSV [23]. CSV stbor ma na prvom riadku vzdy nazvy

“«

stipcov. Prvy stipec ma nazov ,,title a druhy stipec ma nazov ,, text“. Po tom ako sa

vytvori tento riadok s nazvami, prida sa druhy riadok, ktory obsahuje nadpis a paragraf.

¢

Ako rozdelovaci znak bola pouzitd ciarka ,,,“. Vygenerovany subor sa vzdy vola

L data.csv®.
Zdroj. koéd 8: Obsah vygenerovaného CSV suboru
1 title,text
2 | This is a test title,"This is a test paragraph, that was crated just for
2 | this demonstration of how these files generated by the prototype look.
2 | This paragraph has only one purpouse and when this purpouse will be
2 | fullfiled, it will have no purpouse."

334 TXT

Vytvorenie tohto suboru nepotrebovalo Ziadne Specidlne kniznice. Do suboru sa data
zapiSu do jedného riadku v jednoduchej Struktire: ,, Nadpis - paragraf*. Vygenerovany

subor sa vzdy vola ,, data.txt “.

Zdroj. kod 9: Obsah vygenerovaného TXT suboru

This is a test title - This is a test paragraph, that was crated just
for this demonstration of how these files generated by the prototype
look. This paragraph has only one purpouse and when this purpouse will
be fullfiled, it will have no purpouse.

B R R R
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4 PROTOTYP WEBOVEJ APLIKACIE

Tato kapitola popisuje prototyp webovej aplikacie, ktora vznikla v ramci tejto prace. Od
vyberu technoldgii, kniznic a nastrojov na vyvoj az po konkrétne implementécie Casti
koédu. Taktiez st v tejto kapitole popisané dovody, preo boli dané technoldgie, kniznice

a nastroje vybrané.

4.1 Technologie

Na implementaciu prototypu webovej aplikacie bol pouzity programovaci jazyk Python.
Toto rozhodnutie bolo spravené kvoli tomu, Ze Python podporuje rozsiahly vyber balickov
(kniznic), nakol’ko ma velki komunitu vyvojarov. Vdaka tomuto faktu nebol Ziadny
problém najst’ vietky potrebné balicky pre tto pracu. Dalsim dévodom na vyber jazyka
Python je jeho jednoduchost arychlost prace s nim, vd’aka ¢omu sa daju prototypy
v tomto jazyku implementovat’ pomerne rychlo, nakol’ko ma jednoduch$iu syntax ako

mnoho inych programovacich jazykov [27].

4.1.1 PouZité kniZnice

Tato kapitola sa zameriava na popis vSetkych kniznic, ktoré boli v rdmci prototypu
webovej aplikacie vyuzité. Ma za Glohu vysvetlit’ preco a ako boli dané kniZnice pouZité.
4.1.1.1 streamlit

Vdaka tejto kniznici bolo vyvijanie grafického prostredia webového prototypu vel'mi
jednoduché. Tato kniznica podporuje budovanie web aplikacii priamo v jazyku Python,
bez separatnych suborov ktoré by sa museli vyvijat’ len pre grafické prostredie [28]. To je
dovod preco bola tato kniZnica vybrana v tejto praci.

4.1.1.2 csv

KniZnica je popisana v kapitole 3.2.1.1.
4.1.1.3 json

Kniznica je popisana v kapitole 3.2.1.1.

4.1.1.4 langchain_community

Tato kniznica obsahuje integracie tretich stran, ktoré implementuji zakladné triedy

definované v LangChain Core kniznici [29]. Tato kniZnica sa v prototype pouziva na
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nacitanie potrebnych informacii z vygenerovanych suborov formatov PDF, HTML, CSV a
TXT.
4.1.1.5 langchain core

Tato kniznica obsahuje zakladné abstrakcie na ktorych je postaveny zvySok ekosystému
LangChain kniznic. Tieto abstrakcie su navrhnuté aby boli ¢o najviac modularne [30]. V
prototype sa kniznica pouziva pri nacitani textu z TXT suboru, kvoli Standardizacii

navratovych hodnoét zo vsetkych funkeii v triede.

4.1.1.6 langchain_openai

Tato kniznica integruje OpenAl do LangChain prostredia [31]. V prototype bola tato
kniznica pouzitd na generovanie embeddingov stiborov za pomoci OpenAl APIL

4.1.1.7 os

KniZnica je popisana v kapitole 3.2.1.1.

4.1.1.8 copy

Tato kniznica poskytuje moznost plytkého a hlbokého kopirovania objektov v jazyku
Python. Niekedy je tito kniZnicu potrebné pouzit', ked’ze Python pri prirad'ovani nevytvara
kopie, ale len odkazy na objekt [32]. V prototype bola tito kniZnica pouZzitd na

zjednodusSenie a skratenie kodu v miestach, kde bolo vhodné ju pouzit.

4.1.1.9 numpy

Tato kniZnica poskytuje podporu pre multifunkéné objekty n-dimenzionalnych poli, r6zne
pomocné funkcie s linedrnou algebrou, ndhodnymi ¢islami a iné [33]. V prototype bola

pouzita pri vypoctoch sémantickej podobnosti.

4.1.1.10 fpdf

Tato kniZnica poskytuje rozhranie na pracu PDF stibormi prostrednictvom jazyka Python
[26]. V prototype bola tito kniZnica pouzitd na generovanie PDF suboru, ktory bol

nasledne embeddovany.
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4.1.1.11 time

Tato kniznica poskytuje rozne funkcie spojené s casom [34]. V prototype bola tato
kniznica vyuzitd na presné meranie casovej ndarocnosti embedovania jednotlivych

suborovych formatov.

4.1.1.12 tracemalloc

Tato kniznica poskytuje nastroje na stopovanie pamitovych blokov, ktoré boli alokované
Pythonom [35]. V prototype bola tato kniznica pouzitd na meranie pamétovej narocnosti

embeddovania jednotlivych suborovych formatov.

4.1.1.13 pandas

Tato kniznica poskytuje rychle, ohybné a expresivne datové Struktury, navrhnuté tak, aby
boli kompatibilné s relaénymi alebo oznaCkovanymi datami a aby praca snimi bola
jednoduché a intuitivna [36]. V prototype bola tato kniznica pouzitd na uloZenie dat

kompatibilnym spdsobom, aby kniZnica streamlit mohla z tychto dat vykreslit’ graf.

4.1.2 Nastroje

Tato kapitola sa venuje popisu nastrojom ktoré boli pouzité pri vytvarani prototypu
popisovanej aplikacie. Cielom tejto kapitoly je vysvetlit’ preco a ako boli dané nastroje

pouzité.
4.1.2.1 Visual Studio Code

Visual Studio Code je vykonny editor zdrojového kodu. Bol vybrany na vyvoj prototypu
kvoli jeho Sirokej podpore, velkej komunite, ktord v pripade problémov moze pomoct’,
kvoli vysvecovaniu zdrojového kodu a inteligentnému dokoncovaniu koédu. Taktiez
poskytuje vstavané nastroje pre ladenie kodu, ¢o umoznuje pri vyvijani zdrojového kddu
efektivne identifikovat’ a opravit’ chyby v kode. Nakoniec bol tento editor vybrany kvoli
jeho rozsiritenosti. Ma mnoho rozsireni, ktorymi sa da editor v mnohych smeroch upravit’

a teda si ho kazdy vyvojar moze upravit’ presne pre svoje potreby [37].

4.1.2.2 Pipeny

Pipenv je néstroj na spravu virtualnych prostredi pre Python. Tento nastroj automaticky
vytvori aspravuje virtudlne prostredie pre projekty v ktorych je pouzity. Taktiez

vygeneruje dva subory, ktoré obsahuji zoznam balickov, ktoré¢ boli nainstalované v danom
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projekte ateda poskytuje jednoduchy sposob ako oddelit poziadavky balickov pre
jednotlivé projekty. Taktiez tym poskytuje jednoduchy sposob ako ziskat’ potrebné balicky
v pripade, Ze je potrebné dany projekt spustit’ na inom prostredi [38]. Tento nastroj bol
pouzity prave kvoli tomu, Ze poskytuje jednoduchy spdsob ako zhrnut’ vSetky balickové

poziadavky projektu na jedno miesto.

4.2 Struktira

~ EMBEDDER
v streamlit

[T] config.toml

v w lib
@ embedder.py
@ evaluator.py
@ file_generator.py
@ helper.py
@ html_template.py
@ |oader.py
@ monitor.py
v @ temp
~ embeddings
v generated_files
~ monitor
v upload
LB env
@ app.py
FF Pipfile
F'F Pipfile.lock

Obr. 6: Adresarova Struktara prototypu webovej aplikacie

Adresar, v ktorom sa cely prototyp nachadza obsahuje adresar /ib, temp a sibory .env,
app.py, Pipfile a Pipfile.lock. Prototyp sa spista pomocou suboru app.py, v ktorom je
vd’aka kniznici streamlit vytvorené jednoduché uzivatel'ské prostredie a vtom istom
subore je aj zdrojovy kod na spracovanie vsSetkych interakcii s prvkami, ktoré su
interaktivne. V zlozke .streamlit je subor config.toml, ktory obsahuje nastavenie
maximalnej velkosti siboru, ktory je mozné nahrat’ do prototypu. V stibore .env je ulozeny
klI'a¢ na OpenAl API. Subory Pipfile obsahuju balicky potrebné pre fungovanie tohto
prototypu.
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V zlozke /ib sa nachddza hlbSia logika, ktord bola oddelend zo suboru app.py kvoli
prehl’'adnejSiemu zdrojovému kodu. Tato hlbsia logika je rozdelena do viacerych kniznic

v tejto zlozke (funkcionalita tychto kniznic je popisana v nasledujtcej kapitole).

V zlozke temp sa nachddzaji dalSie 4 zlozky — embeddings, generated files, monitor
aupload. Tieto zlozky slizia ku docasnému uchovavaniu dat potrebnych pre beh
prototypu. Do zlozky upload sa ulozi subor, ktory pouzivatel nahrd do prototypu, aby
knemu mal prototyp pristup ked bude sdanym sOborom pracovat. V zlozke
generated_files sa budi pocas embeddovania postupne vymiefat’ subory, vygenerované
z kazdého riadku poskytnutého datasetu. Z tychto suborov sa budi nasledne generovat
embeddingy. V zlozke embeddings bude po ukonceni embeddovania vygenerovany JSON
subor s vygenerovanymi embeddingmi ainymi datami potrebnymi na vyhodnotenie
vysledkov experimentu. V zlozke monitor sa bude po skonc¢eni embeddovania nachadzat’
JSON stubor, vktorom buda udaje o c¢asove] apamdtovej narocnosti procesu

embeddovania.

4.3 Funkcionalita

Tato kapitola popisuje a vysvetluje vSetku funkcionalitu naprogramovana v prototype
aplikacie. Prechadza kazdy subor, ktory aplikacia obsahuje a popisuje zdrojovy kod, ktory
sa v nich nachadza. Cielom je pribliZit’, ako prototyp funguje vo svojom jadre.

4.3.1 helper.py

Tento subor obsahuje pomocné funkcie, ktoré logicky nespadaji priamo pod Zziadnu
z kniznic.

4.3.1.1 save _uploaded_file

Zdroj. kod 10: Funkcia save_uploaded_file

def save_uploaded_file(file, output_dir_path):
local path = os.path.join(output dir path, file.name)
with open(local path, "wb") as f:
f.write(file.getbuffer())
return local_path

O 00 N O U

Tato funkcia sluzi na ulozenie suboru, ktory pouzivatel' nahra do prototypu webovej
aplikacie. Funkcia ulozi subor do zlozky, ktord je Specifikovana a nasledne vrati cestu

k uloZzenému suboru.
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4.3.1.2 get csv_row_count

Zdroj. kod 11: Funkcia get csv_row_count

12 | def get_csv_row_count(file path, has_header=False):

13 with open(file path, "r", encoding="utf-8") as file:
14 csv_reader = csv.reader(file)

15 row_count = len(list(csv_reader))

16 return row_count - 1 if has header else row_count

Tato funkcia sluzi na ziskanie poctu riadkov v subore formatu CSV. Funkcia otvori subor
v danej ceste a podla Specifikicie vrati pocet riadkov bud’ s odpocitanym riadkom na

ktorom st nazvy stipcom, alebo bez odpo¢itania tohto riadku.

4.3.2 app.py

V tomto subore ndjdeme celi ¢ast’ aplikacie, ktord je priamo dostupna uzivatel'ovi cez
webové rozhranie. Vd’aka kniznici streamlit je v jednom stibore obsah stranky a zarovei
zdrojovy koéd zodpovedny za spracovanie interakcii so strankou. Tento stbor nema

jednotlivé funkcie, no su tu dve Casti zdrojového kédu, ktoré by mali byt’ ukazane.

4.3.2.1 Spracovanie embeddovania

Zdroj. kéd 12: Cast aplikacie zodpovedna za spracovanie kliknutia na tla¢idlo, ktoré spusti

generovanie embeddingov

34 | if generate_embeddings:

35 if uploaded_dataset is None:

36 first_section_container.write(

37 "You have to upload a csv dataset first."
38 )

39 st.stop()

40

41 uploaded data file path = save uploaded file(

42 uploaded_dataset, UPLOAD_FOLDER_PATH

43 )

44 Embedder.create_embeddings_json(uploaded_data_file_path)
45 os.remove(uploaded_data_file path)

46

47 first section_container.info(

48 f'Embeddings saved to:

48 | "{os.path.abspath(Embedder.EMBEDDINGS_OUTPUT_PATH)}"'
49 )

Tento zdrojovy kod ukazuje ako sa aplikacia sprava, ked’ pouzivatel’ klikne na tlac¢idlo na

generovanie embeddingov. Aplikécia v prvom rade skontroluje, ¢i je vo formuldri nahrany
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CSV subor. Ak je vo formulari nahrany CSV subor, aplikacia tento subor ulozi lokalne do
zlozky definovanej v konsStante UPLOAD FOLDER PATH. Nasledne sa zavola trieda
Embedder, ktora vytvori JSON subor s pozadovanymi datami. Nasledne sa lokalne ulozeny
CSV stubor vymaze a v grafickom prostredi sa vypise hlaska o uspesnom vytvoreni suboru

s embeddingami.

4.3.2.2 Spracovanie reportu

Zdroj. kod 13: Cast aplikacie zodpovedna za spracovanie kliknutia na tla¢idlo, ktoré spusti

vyhodnocovanie poskytnutych embeddingov.

51 | if generate_report:

52 if uploaded_embeddings is None:

53 st.write(

54 "You have to upload the JSON file containing the generated
54 | embeddings first."

55 )

56 st.stop()

57

58 uploaded_embeddings_file path = save_uploaded file(
59 uploaded_embeddings, UPLOAD_FOLDER_PATH

60 )

61 pearson_scores = Evaluator.evaluate_all(

62 uploaded embeddings file path,

63 )

64 os.remove(uploaded_embeddings_file_ path)

65

66 bottom_container.info(

66 "The embeddings have been evaluated using the Pearson
67 | correlation coefficient."

68 )

69 bottom coll.json(pearson_scores)

70 download pearson_scores = bottom _coll.download button(
71 "Download JSON",

72 data=json.dumps(pearson_scores),

73 file name="pearson_scores.json",

74 mime="text/csv",

75 )

76 chart_data = pd.DataFrame.from_dict(

77 pearson_scores,

78 orient="index",

79 )

80 bottom_col2.bar_chart(chart_data)

Tento zdrojovy kod ukazuje, ¢o aplikéacia spravi, ked pouzivatel' stlaci tlacidlo, ktoré

vygeneruje report o podobnosti vektorov. V prvom rade aplikacia skontroluje, ¢i je vo




UTB ve Zliné, Fakulta aplikované informatiky 39

formuléri nahrany JSON subor. Ak je, aplikacia ho ulozi lokalne pre neobmedzeny pristup.
Nasledne pomocou triedy Evaluator vyhodnoti dita z daného JSON suboru. Lokalne
ulozeny JSON subor sa zmaze, vypiSe sa hlaska o ispeSnom dokonceni vyhodnotenia, na
stranke sa ukaze blok s vyslednymi hodnotami vo formate JSON a vedl'a neho sa ukaze

graf s rovnakymi hodnotami pre lepSiu vizualizaciu.

4.3.3 html_template.py

Tento subor obsahuje iba predlohu HTML stranky do ktorej sa vkladaji udaje nazov

stranky, nadpis a paragraf. Ndzov a nadpis je vzdy rovnaky.

Zdroj. kod 14: Predloha obsahu generovaného HTML suboru

1 html _template = """

2 <IDOCTYPE html>

3 | <html lang="en">

4 | <head>

5 <meta charset="UTF-8">

6 <meta name="viewport" content="width=device-width, initial-
6 | scale=1.0">

7 <title>{title}</title>

8 <style>

9 body {{font-family: Arial, sans-serif;}}
10 nav {{background-color: #f8f9fa; padding: 10px;}}
11 main {{margin: 15px;}}

12 footer {{background-color: #f8f9fa; text-align: center; padding:
12 | 10px; margin-top: 20px;}}

13 </style>

14 | </head>

15 | <body>

16 <nav>

17 <a href="#home" >Home</a>

18 <a href="#about">About</a>

19 <a href="#contact">Contact</a>

20 </nav>

21 <main>

22 <h1>{heading}</h1>

23 <p>{text}</p>

24 </main>

25 <footer>

26 &copy; 2024 My Web Page

27 </footer>

28 | </body>

29 | </html>

30 | """




UTB ve Zliné, Fakulta aplikované informatiky

40

4.3.4 file_generator.py

Tento subor obsahuje triedu FileGenerator. Tato trieda obsahuje niekol’ko funkcii a dve

konstanty — OUTPUT FOLDER PATH a SUPPORTED FORMATS.

Zdroj. koéd 15: Trieda FileGenerator a jej atributy

8

9

10
11
12
13
14
15

class FileGenerator:
OUTPUT_FOLDER_PATH = "temp/generated_files/"
SUPPORTED_FORMATS = [
"pdf",
"html",
"csv",
"txt",

4.3.4.1 generate_all

Zdroj. kod 16: Metdda generate_all

17
18
19
20
21
22

@classmethod

def generate_all(cls, title, text, output_ folder=OUTPUT_FOLDER_PATH):
cls._generate_pdf(title, text, output_folder)
cls._generate_html(title, text, output folder)
cls._generate_csv(title, text, output_folder)
cls._generate_plaintext(title, text, output folder)

Tato metdda spaja takmer vsetky ostatné metody v tejto triede. Vygeneruje vsetky stbory

podporované touto triedou na zaklade zadaného nadpisu a textu. Tieto stbory ulozi do

zadanej zlozky, alebo do OUTPUT FOLDER PATH, ak Ziadna Specifickd zloZzka nebola

zadana.

4.3.4.2 generate pdf

Zdroj. kod 17: Metdda generate pdf

36
37
38
39
40
41
42
43
44
45
46

@staticmethod

def _generate_pdf(title, text, output folder):
pdf = FPDF()
pdf.add _page()

# Title

pdf.set_font("Arial", size=24, style="B")
pdf.multi cell(@, 12, txt=title)
pdf.1n(4)

# Text
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47 pdf.set_font("Arial", size=12)

48 pdf.multi_cell(@, 6.5, txt=text)

49

50 pdf.output(f"{output_folder}data.pdf")

Tato metoda je sikromna v ramci triedy FileGenerator. Je zodpovedna za generaciu siboru
PDF podla poskytnutého nadpisu a textu. Nadpis je naformatovany tak, aby bol vacsi
(velkost’ pisma 24) a zaroven hruby. Po nadpise sa prida medzera a po medzere nasleduje
paragraf textu, ktory je mensi ako nadpis (velkost’ pisma 12) a nie je hruby. PDF subor je
teda naformatovany tak, aby bol ¢itate'ny pre ¢loveka. Nasledne sa PDF stubor ulozi do

zlozky, ktorej cesta je poskytnuta metode.

4.3.4.3 generate_html

Zdroj. kod 18: Metdda generate _html

52 | @staticmethod
53 | def _generate_html(title, text, output_folder):

54 with open(f"{output_folder}data.html”, "w", encoding="utf-8") as f:
55 f.write(

56 html_template.format(title=title, heading=title, text=text)
57 )

Tato metdoda je tiez stkromnd. Ma na starosti generovanie HTML suboru podla
poskytnutého nadpisu a textu. V tomto pripade nie je metoda rozsiahla, nakol’ko sa pouziva
HTML predloha zo stboru html template.py, do ktorej sa jednoducho doplnia texty
poskytnuté metode a vysledny HTML subor sa zapiSe do poskytnutej zloZky.

4.3.4.4 generate csv

Zdroj. kéd 19: Metdda generate csv

59 | @staticmethod

60 | def _generate_csv(title, text, output_folder):

61 with open(f"{output folder}data.csv", "w", newline="",
61 | encoding="utf-8") as f:

62 writer = csv.writer(f)

63 writer.writerow(["title", "text"])

64 writer.writerow([title, text])

Tato metoda je sukromnd, rovnako ako predoslé dve. Je urCena na generovanie CSV
suboru podla poskytnutého nadpisu a textu. Funguje tak, ze vytvori novy CSV subor
v poskytnutej zlozke, do prvého riadku zapise nazvy stipcov a do druhého riadku zapise

poskytnuty nadpis a text.
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4.3.4.5 generate plaintext

Zdroj. kod 20: Metdda generate plaintext

66 | @staticmethod

67 def _generate_plaintext(title, text, output_folder):

68 with open(f"{output folder}data.txt", "w", encoding="utf-8") as
68 | f:

69 f.write(f"{title} - {text}")

Tato metdda je v tejto triede poslednd a je taktiez sikromna. Funguje tak, ze vytvori TXT
subor v poskytnutej zlozke a do tohto stboru zapiSe riadok, vo formate ,, Nadpis -

Paragraf™.

4.3.5 loader.py

Tento subor obsahuje triedu Loader. Tato trieda ma jednu konStantu a niekol'ko metdd.
Zodpovednost’ tejto triedy je nalitavat’ textovy obsah suborov, ktory bude nasledne
embedovany. Na implementiciu metéd vtejto triede bola pouzitd kniZznica
langchain_community popisana v sekcii 4.1.1. KonStanta vtejto triede sa nazyva
SUPPORTED FILETYPES aje to zoznam podporovanych suborov, kde prva polozka je
nazov funkcie po prefixe , load “ adruhd polozka je pripona stboru, ktory bude

spracovany.

Zdroj. kéd 21: Trieda Loader a jej atributy

9 class Loader:

10 SUPPORTED_FILETYPES = [
11 ("pdf", "pdf"),

12 ("html", "html"),

13 ("csv", "csv"),

14 ("plaintext", "txt"),
15 ]

4.3.5.1 load all

Zdroj. kod 22: Metdda load _all

17 | @classmethod
18 | def load all(cls, folder path):

19 monitor = Monitor()

20 texts = []

21 for filetype, file extension in cls.SUPPORTED FILETYPES:
22 func = getattr(cls, f"load {filetype}")

23 doc = monitor.run(
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24
25
26
27
28
29
30
31

"text_loading",

filetype,

func,

f"{folder path}data.{file_extension}",

)
texts.append(doc.page_content)

return texts

Tato metodda nacita texty zo vSetkych podporovanych suborov v poskytnutej zlozke a vrati

ich ako list usporiadany v rovnakom poradi, aké je poradie typov suborov v konStante

SUPPORTED_ FILETYPES. Pomocou tejto konsStanty tato metdda postupne prejde kazdu

metodu v triede na nacitanie textu zo suboru (ktord ma spravny format nazvu) a posle tito

metddu aj s potrebnymi argumentami do triedy Monitor (bude popisana neskor), ktora

monitoruje Casovll a pamédtovl narocnost’ nacitania textov kazdého typu stiboru.

4.3.5.2 load pdf

Zdroj. kod 23: Metoda load _pdf

33 | @staticmethod
34 | def load_pdf(file_path):

35
36
37

loader = PyPDFLoader(file path)
document = loader.load_and_split()[@]
return document

Metoda zodpovedand za nacitanie textového obsahu PDF suboru. Pouziva PyPDFLoader

z kniZnice langchain_community.

4.3.5.3 laod_html

Zdroj. kod 24: Metdda load _html

39 | @staticmethod
40 | def load_html(file_path):

41 loader = UnstructuredHTMLLoader(file path)

42 document = loader.load()[@]

43 return document

Metoda zodpovednd za nacitanie textového obsahu HTML stboru. Pouziva

UnstructuredHTMLLoader z kniznice langchain_community.
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4.3.5.4 load csv

Zdroj. kod 25: Metoda load csv

45 | @staticmethod
46 | def load_csv(file path):

47 loader = CSVLoader(file path)
48 document = loader.load()[@]
49 return document

Metdda zodpovedna za nacitanie textového obsahu CSV stboru. Pouziva CSVLoader

z kniznice langchain_community.

4.3.5.5 load plaintext

Zdroj. kod 26: Metdda load _plaintext

51 | @staticmethod
52 | def load_plaintext(file_ path):

53 with open(file path, "r", encoding="utf-8") as file:
54 text = file.read()
55 return Document(page_content=text, metadata={"source": file path})

Metoda zodpovedna za nacitanie obsahu textového stiboru. T4to metdda jednoducho nacita
cely obsah suboru anaformétuje ho to Document objektu, nakolko tento objekt je
navratovym typom vSetkych ostatnych funkcii v tejto triede, ktoré nacitavajii obsah suboru
ateda pre zachovanie konzistentnosti je aj v tejto metdde navratova hodnota objekt typu

Document.

4.3.6 embedder.py

Tento subor obsahuje triedu Embedder. Téato trieda je zodpovednd za ziskavanie
vektorovych reprezentacii textov jednotlivych suborov, ktoré boli ziskané pomocou triedy
Loader. Vektorové reprezentacie sa generuju vyuzitim OpenAl API aich modelu na
generovanie embeddingov. Této trieda obsahuje dve konstanty a tri metédy. Prvéa konStanta
sa nazyva EMBEDDINGS OUTPUT PATH aje v nej ulozend cesta k suboru, do ktorého
sa vygenerované¢ embeddingy majui ulozit. Druh4 konStanta sa volda OPENAI API KEY.
V tejto konstante je ulozeny API kI'u€.

Zdroj. kéd 27: Trieda Embedder a jej atributy

13 | class Embedder:
14 EMBEDDINGS OUTPUT_PATH = "temp/embeddings/embeddings.json"
15 OPENAI_API_KEY = os.environ["OPENAI API_KEY"]
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4.3.6.1 create_embeddings json

Zdroj. kod 28: Metdda create_embeddings json

17 | @classmethod

18 | def create_embeddings_json(

19 cls, data file path, output path=EMBEDDINGS_OUTPUT_PATH
20 | ):

21 all embeddings = cls._generate_embeddings(data file path)
22

23 with open(data file path, "r", encoding="utf-8") as file:
24 csv_reader = csv.reader(file)

25

26 embeddings_json = []

27 for i, row in enumerate(csv_reader):

28 similarity_score = row[0]

29

30 embeddings _json row = {}

31 embeddings_json_row["expected_similarity"] =

31 | similarity score

32 embeddings_json_row["files"] = {}

33

34 for filetype, embeddings in all embeddings.items():
35 if filetype == "search_sentences":

36 embeddings_json_row["search_term_embedding"] = (
37 embeddings[i]

38 )

39 else:

40 embeddings _json_row["files"][filetype] =
40 | embeddings[i]

41

42 embeddings_json.append(embeddings_json_row)

43

44 with open(output path, "w+") as file:

45 json.dump(embeddings_json, file)

46

47 return embeddings json

Tato metdda mé& na starosti generovanie findlneho JSON suboru so spravne
naformatovanymi datami. Na zaliatku zavold metodu generate embeddings, ta vrati
vSetky embeddingy, s ktorymi nésledne tdto metdda pracuje. Po nacitani vSetkych
embeddingov, metdéda sparuje kazdy riadok v origindlnom datasete, ktory je nacitany
z poskytnutej cesty, sembeddingom kazdého typu stboru azapiSe tieto data do

pomocného listu, ktory reprezentuje finalny JSON stbor v Pythone. Nasledne sa do tohto
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listu este prida pre kazdy zdznam predpokladand miera podobnosti z origindlneho datasetu.

Nasledne sa dany list ulozi ako JSON stbor do cesty, ktord bola poskytnuta.

4.3.6.2 generate embeddings

Zdroj. kéd 29: Medoda generate embeddings

49 | @classmethod

50 | def _generate_embeddings(cls, data_file path, batch_size=10):

51 rows_count = get_csv_row_count(data_file path, has_header=False)
52

53 with open(data_file path, "r", encoding="utf-8") as file:

54 csv_reader = csv.reader(file)

55

56 embeddings = {

57 filetype: []

58 for filetype, file_extension in Loader.SUPPORTED_FILETYPES
59 }

60 embeddings["search_sentences"] = []

61

62 batches = copy.deepcopy(embeddings)

63 for i, row in enumerate(csv_reader):

64 print(i)

65

66 search_sentence = row[1]

67 text_title = row[2]

68 text = row[3]

69

70 FileGenerator.generate_all(text_title, text)

71 texts = Loader.load_all(FileGenerator.OUTPUT_FOLDER_PATH)
72 FileGenerator.delete_all()

73 to_embed = texts + [search_sentence]

74

75 for text, type in zip(to_embed, batches.keys()):

76 batches[type].append(text)

77

78 if ((i + 1) % batch_size == 0) or (i + 1 == rows_count):
79 for type, batch in batches.items():

80 if type == "search_sentences":

81 new_embeddings = cls._embed(batch)

82 else:

83 monitor = Monitor()

84 new_embeddings = monitor.run(

85 "embedding", type, cls. embed, batch
86 )

87

88 embeddings[type].extend(new_embeddings)

89 batches[type] = []
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920
91 return embeddings

Tato metdda je stkromnd a je jadrom celej triedy. Prijima cestu CSV suboru a velkost’
jednej varky. Najprv si metdda ziska pocet riadkov, ktory obsahuje CSV subor v prijatej
ceste. Nasledne sa tento subor otvori, pripravia sa potrebné Struktiry na ukladanie dat a
zacne sa prechadzat’ jednotlivymi riadkami v danom CSV subore. Pri tomto prechadzani sa
vzdy vypise ¢islo iteracie, na ktorej sa program nachadza, aby bolo vidiet’ rychlost’ akou
program napreduje, alebo ¢i program nenarazil na nejaky problém, ktory by ho zasekol. Pri
prechddzani kazdého riadku daného CSV suboru sa pre kazdy riadok vygeneruju vSetky
podporované typy suborov pomocou triedy FileGenerator, nasledne sa z nich nacitaja
texty pomocou triedy Loader a hned po nacitani sa tieto sibory zmazu, aby sa mohli
v nasledujucej iteracii vygenerovat’ nové pre data na nasledujicom riadku. Déta nacitané
z vygenerovanych stborov pri kazdej iteracii sa ukladaju do pomocnej premennej
(aktualna vérka). Pri kazdej iteracii sa tiez sleduje, ¢i bol dosiahnuty limit pre velkost
jednej varky. V pripade, ze bol tento limit dosiahnuty, spusti sa samostatne pre kazdy typ
suboru a potom samostatne pre typ ,,search_sentences“ (prva veta z dvojice, na ktorej sa
bude neskor robit’ vypocet vzdialenosti vektorov) metdda embed, ktord vrati vygenerované
embeddingy pre jednotlivé varky, rozdelené podl'a typu suboru. Tato metdda sa spusti cez
metodu run z triedy Monitor, aby bola zaznamenand pamitova a casova naro¢nost’ tohto
spracovania. Po spracovani vSetkych riadkov sa z tejto metody vratia vSetky vygenerované

embeddingy.

4.3.6.3 Embed

Zdroj. kéd 30: Medoda embed

106 | @classmethod
107 | def _embed(cls, batch):

108 embeddings _model = OpenAIEmbeddings(

109 model="text-embedding-3-large", api_ key=cls.OPENAI_API_KEY
110 )

111 return embeddings_model.embed documents(batch)

Tato metdda je sukromnd aje zodpovednd za ziskavanie vektorovych reprezentacii
prijatého textu pomocou OpenAl API. Na generovanie embeddingov sa pouziva model
,, text-embedding-3-large ““. Tato metdda prijima list textov a vracia list vektorov, ktoré¢ st

v rovhakom poradi ako boli dané texty.
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4.3.7 evaluator.py

Tento subor obsahuje triedu Evaluator, ktord obsahuje 3 funkcie. Tato trieda je
zodpovedana za spracovanie dat v JSON subore, ktory bol vygenerovany triedou
Embedder a poskytovanie vysledkov porovnania predpokladanej sémantickej podobnosti

a skutocne vypocitanej sémantickej podobnosti na zaklade tychto dat.

4.3.7.1 openai_cosine_similarity

Zdroj. kod 31: Metdda openai_cosine_similarity

6 | @staticmethod

7 | def _openai_cosine_similarity(vec_1, vec_2):
8 vec_1 = np.array(vec_1)

9 vec_2 = np.array(vec_2)

10 dot_product = np.dot(vec_1, vec_ 2)

11 return dot_product

Tato metdda je zodpovednd za pocitanie sémantickej podobnosti pomocou ,,cosine
similarity“. Podl'a dokumentacie od spolo¢nosti OpenAl [39] sa pre zjednoduSenie tato
metrika moze vypocitat’ ako bodovy stucin dvoch vektorov.

4.3.7.2 pearson_correlation

Zdroj. kod 32: Metoda pearson_correlation

13 | @staticmethod
14 | def _pearson_correlation(list_1, list 2):

15 list 1 = np.array(list_1)

16 list 2 = np.array(list 2)

17

18 diffs_ 1 = list 1 - np.mean(list 1)

19 diffs 2 = list 2 - np.mean(list_2)

20

21 numerator = np.sum(diffs_1 * diffs_2)

22 denominator = np.sqrt(np.sum(diffs_1**2) * np.sum(diffs_2**2))
23

24 return numerator / denominator

Tato metdda je zodpovednd za pocitanie Pearsonovho korelaéného koeficientu medzi
dvomi listami hodnét. V prototype sa pomocou tejto metddy pocita vyslednd metrika podla

ktorej sa porovnavaju kvality embeddingov jednotlivych suborov.
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4.3.7.3 evaluate_all

Zdroj. kod 33: Metoda evaluate all

26 | @classmethod

27 | def evaluate_all(cls, embeddings file path):

28 with open(embeddings file path) as file:

29 data = json.load(file)

30

31 cosine_similarities = {

32 filetype: [] for filetype in data[@]["files"].keys()
33 }

34 for item in data:

35 for filetype, vector in item["files"].items():

36 cosine_similarities[filetype].append(

37 cls._openai_cosine_similarity(

38 item["search_term_embedding"], vector

39 )

40 )

41

42 expected_similarities = [

43 float(item["expected_similarity"]) for item in data
44 ]

45 pearson_scores = {

46 filetype: @ for filetype in cosine_similarities.keys()
47 }

48 for filetype, cos_similarity scores in cosine_similarities.items():
49 pearson_scores[filetype] = cls._pearson_correlation(
50 expected similarities, cos_similarity scores

51 )

52

53 return pearson_scores

Tato metdoda ma za Glohu vyhodnotit’ kvalitu embeddingov jednotlivych typov stborov.
Prebieha to tak, Ze sa najskor vypocitaju ,, cosine similarity “ metriky, pre vektor zo suboru
v porovnani s neupravenou vetou z datasetu. VSetky tieto metriky sa ulozia do rdéznych
listov pre kazdy typ suboru. Nasledne sa pomocou Pearsonovho korelaéného koeficientu
pre kazdy typ suboru separatne vypocita sila korelacie medzi vSetkymi hodnotami
predpokladanej sémantickej podobnosti a vSetkymi hodnotami podobnosti vypocitanymi
pomocou ,,cosine similarity” metriky. Tak sa =ziskaji koncové hodnoty kvality

embeddinov pre kazdy typ suboru.
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4.3.8 monitor.py

Tento subor obsahuje triedu Monitor, ktord je zodpovedna za monitorovanie
a zaznamenavanie Casovej a pamétovej narocnosti istych usekov zdrojového kodu. Tato
trieda vyuziva navrhovy vzor nazyvany ,,Singleton“. Na zaznamenavanie dat sa pouziva
JSON subor rozdeleny na kategdrie (Cas a pamét) a v rdmci danych kategorii sa deli na

jednotlivé typy suborov.

Zdroj. kod 34: Trieda Monitor a jej atribut

7 class Monitor:
8 _instance = None

4.3.81 _ _new _

Zdroj. kod 35: Specilna metéda __nmew

10 | def __new_ (cls):

11 if cls._instance is None:

12 cls._instance = super().__new_ (cls)

13 cls._instance.OUTPUT_FILE_PATH = (

14 f"temp/monitor/monitor-{int(time.time())}.json"
15 )

16 return cls._instance

Téato metoda je Specidlna, pretoZe sa vykonava pri vytvoreni novej instancie tejto triedy.
Ak ziadna inStancia neexistuje, vytvori sa nova, kde sa nastavi OUTPUT FILE PATH
konStanta na Specificka cestu s Casom v nazve pre rozoznanie réznych dat z monitorovania.
Nésledne sa tato inStancia ulozi do sukromnej triednej premennej _instance. V pripade Ze
sa pri pokuse o vytvorenie novej inStancie zisti, Ze uz je v premennej _instance nejaka
inStancia ulozend, metoda vrati instancia ulozenu v danej premennej. Vd’aka tomu sa trieda

sprava ako Singleton.

4.3.8.2 run

Zdroj. kod 36: Metoda run

18 | def run(self, category, filetype, func, *args, **kwargs):
19 func_return = self. monitor_ time(

20 category,

21 filetype,

22 self._monitor_memory,

23 category,

24 filetype,
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25 func,

26 *args,

27 **kwargs,

28 )

29 return func_return

Tato metdda je len obal'ovacia metdda, ktord sluzi na spustenie monitorovania ¢asovej aj

pamit'ovej narocnosti naraz.

4.3.8.3 monitor_memory

Zdroj. kod 37: Metdda monitor _memory

31 | def monitor memory(self, category, filetype, func, *args, **kwargs):
32 tracemalloc.start()

33 func_return = func(*args, *kwargs)

34 current, peak = tracemalloc.get_traced_memory()

35 tracemalloc.stop()

36

37 self._update_monitoring_json(category, "memory", filetype, peak)
38

39 return func_return

Tato metdoda je zodpovednd za sledovanie pamétovej narocnosti v ur€itom useku
zdrojového kodu. Metoda prijima kategoriu a typ suboru pre zépis dat do JSON suboru.
Taktiez metdda prijima funkciu, ktorej vykonavanie ma monitorovat’ s argumentami
a pomenovanymi argumentami. Na zaciatku spusti monitorovanie pamite a zavola funkciu,
ktora méa byt monitorovand, s potrebnymi argumentami. Po dokoneni vykonavania danej
funkcie tadto metdda ziska aktudlne vyuzitie a maximdalne vyuZzitie pamidte v rdmci
vykonavania danej funkcie. Hned’ po tom sa sledovanie pamite zastavi a do JSON suboru
sa zapiSe maximalna hodnota pouZivania paméte. Na koniec metdda vrati hodnotu, ktora

vratila monitorovana funkcia.
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4.3.8.4 monitor_time

Zdroj. kod 38: Metoda monitor_time

41 | def _monitor_time(self, category, filetype, func, *args, **kwargs):
42 start_time = time.perf_counter()

43 func_return = func(*args, **kwargs)
44 end_time = time.perf_counter()

45

46 elapsed time = end_time - start_time
47 self. update_monitoring json(

48 category,

49 "time",

50 filetype,

51 elapsed time,

52 )

53

54 return func_return

Tato metoda je zodpovednd za meranie Casu, ktory je potrebny na dokoncenie spracovania
danej funkcie. Funkcia prijima kategoriu a suborovy typ na zapis dat do JSON suboru.
Okrem toho metoda prijima funkciu, ktort ma sledovat’ a vSetky jej argumenty. Metdda si
najskor ulozi aktudlny cas, spusti funkciu na sledovanie a pocka kym sa dokonc¢i. Akonéhle
sa dand funkcia dokonc¢i, metdda sa znovu pozrie na aktudlny cas. Rozdiel ¢asu pred
spustenim funkcie a po dokonceni funkcie sa zapiSe do JSON stuboru pod dant kategoriu

a typ suboru. Na koniec metdda vrati hodnotu, ktoru vratila monitorovana funkcia.

4.3.8.5 update_monitoring_json

Zdroj. kod 39: Metdda update _monitoring json

56 | def _update _monitoring json(

57 self,

58 category,

59 monitor_type,

60 filetype,

61 value,

62 | ):

63 if not os.path.exists(self.OUTPUT_FILE PATH):
64 with open(self.OUTPUT_FILE PATH, "w") as file:
65 data = {}

66 json.dump(data, file)

67

68 with open(self.OUTPUT_FILE_PATH, "r") as file:
69 data = json.load(file)

70
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71 if category not in list(data.keys()):

72 data[category] = {"time": {}, "memory": {}}

73

74 if filetype not in list(data[category][monitor type].keys()):
75 data[category][monitor type][filetype] = []

76

77 data[category][monitor_type][filetype].append(value)

78

79 with open(self.OUTPUT_FILE_PATH, "w") as file:

80 json.dump(data, file)

Tato metdda je zodpovedna za zapisovanie potrebnych udajov z monitorovania do JSON
stiboru. Prijima kategdriu, typ monitoru, typ stiboru a hodnotu. V pripade, Ze dany JSON
subor eSte neexistuje, vytvori ho a zapiSe prvé data. V pripade, ze uz dany stbor existuje
subor sa otvori, nacitaji sa zneho data aprebehnu kontroly ¢i uz existuju kl'uce
pozadované na zapisanie danej hodnoty. V pripade Ze neexistuju, vytvoria sa. Pozadovana
hodnota sa zapiSe do nacitanych dat a vSetky data sa nasledne uloZia do daného JSON

suboru.

4.4 Grafické prostredie

Grafické prostredie prototypu tejto webovej aplikécie je rozdelené na dve cCasti. V prvom
rade je potrebny formuldr na spracovanie datasetu z CSV suboru. V druhom rade je

potrebny formulér na spracovanie vektorov vygenerovanych v prvej sekcii.

4.4.1 Dataset embedding

Dataset embedding

This will generate embeddings of multiple file formats from your dataset.

Choose a csv dataset in supported format.

@ Drag and drop file here
Limit 4GB per file « CSV

Browse files

Generate embeddings

Obr. 7: Prva Cast’ aplikacie, ktora slizi na generovanie embeddingov

Tato sekcia obsahuje nadpis, podnadpis, vstup na nahratie suboru a tlacidlo na spustenie

generovania embeddingov. V pripade, ze pouzivatel’ na tlac¢idlo klikne bez toho aby bol
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v prototype nahrany CSV subor, vypise sa chybova hlaska. V pripade, ze je v prototype
nahrany subor typu CSV a pouzivatel' klikne na tlacidlo, spusti sa proces generovania
embeddingov, ¢o moze zabrat' niekolko jednotiek az desiatok minut. V grafickom
prostredi nie je ziaden indikator toho, kol’ko uz prototyp spracoval dat, no je vidiet, Ze
stale pracuje. To znamena, Ze pouzivatel’ bude vidiet, Ze sa nie¢o deje. Tento prototyp je
taktiez uréeny na lokalne pouzivanie, takze pouzivatel' bude mat pristup k prikazovému
riadku z ktorého prototyp spustil. V tomto prikazovom riadku sa postupne ukazuja Cisla

riadkov, ktoré uz prototyp spracoval. Po speSnom dokonceni generovania sa v grafickom

prostredi ukaze hlaska o ulozeni embeddingov.

Embeddings saved to: "D:\Project\temp\embeddings\embeddings.json"

Obr. 8: Hlaska o tispesnom dokonceni generovanie embeddingov

4.4.2 Vector similarity evaluation

Vector similarity evaluation

This will evaluate the vector similarities using the embeddings generated in the previous step.

Choose a JSON file containing generated embeddings

Browse files

@) Drag and drop file here
Limit 4GB per file » JSON

Evaluate embeddings

Obr. 9: Druha cast’ aplikacie, ktora sluzi na vyhodnotenie embeddingov

Tato sekcia ma rovnaké interakéné prvky ako predosla sekcia, no v tejto sekcii je potrebné
do prototypu nahrat subor typu JSON, ktory bol vygenerovany v predoslej sekcii. Ak
v prototype nie je nahrany potrebny subor a pouZzivatel' klikne na tlacidlo ,, Evaluate
embeddings “, pod tlacidlom sa zobrazi chybova hlaSka. V pripade, ze je v prototype
nahrany potrebny subor, kliknutim na tlacidlo, sa spusti vypocet podobnosti vektorov
v danom JSON subore. Po uspeSnom vyhodnoteni vysledkov sa pod touto sekciou zobrazi

hlaska informujica o tom, Ze proces bol uspesny. Taktiez sa zobrazia vysledné data vo
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formate JSON a vedl'a sa zobrazi stipcovy graf ukazujuci rovnaké data. Pod datami vo

formate JSON je taktiez tlacidlo na stiahnutie danych dat do JSON suboru.

The embeddings have been evaluated using the Pearson correlation coefficient.

M

"pdf" : 0.783247470206565 -
"html" : 0.7919135773042888 -
"csv" : 0.8030371440341163 -
"plaintext" : 0.7816146227197323 !
Download JSON '

_—
a0

o

plaintext

Obr. 10: HlaSka o uspesnom dokonceni vyhodnotenia a vysledné data
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5 EXPERIMENT A VYSLEDKY

Tato kapitola popisuje, ako prebiehal experiment pre tuto pracu krok po kroku. Taktiez je
zamerana na popis a zhodnotenie vysledkov podla dat, ziskanych v rdmci vykondvania

daného experimentu.

5.1 Proces experimentu

Popis ziskania a spracovania povodného datasetu bol popisany v kapitole 3. V tejto

kapitole sa teda pocita s hotovym a pripravenym datasetom na embedding.

V prvom rade je potrebné otvorit’ prototyp webovej aplikacie, ktory je v tejto préci
popisany. Do prvej Casti prototypu je potrebné nahrat’ dataset vo forméate CSV. Dataset
pouzity v tejto praci ma 5726 riadkov. Po uspeSnom nahrani datasetu do prototypu je
potrebné kliknit' na tlacidlo s textom ,, Generate embeddings . V pravom hornom rohu
aplikacie sa zobrazi text ,, RUNNING...“ s meniacimi sa ikonkami. Dizka tohto kroku
zalezi od velkosti datasetu. Embedovanie celého datasetu pre tito pracu aj
s monitorovanim ¢asovej a pamétovej narocnosti trvalo 1 hodinu a 15 minuat. Po uspesSnom
dokonceni tohto kroku bude vygenerovany subor typu JSON so vSetkymi embeddovanymi
datami, ktoré su potrebné pre nasledujuci krok. Tento subor ma velkost takmer 2
gigabajty. Taktiez bude vygenerovany stbor typu JSON, ktory obsahuje vSetky data

o Casovej a pamit'ovej narocnosti jednotlivych typov suborov.

Druhy krok vyZaduje nahranie suboru vygenerovaného v predoslom kroku do prototypu.
Nahranie suboru moZze trvat zopar sekind, nakol’ko modze byt tento siibor pomerne
rozsiahly. Po UspeSnom nahrani daného JSON suboru, je potrebné kliknit' na tlacidlo
s textom ,, Evaluate embeddings*. Po kliknuti na toto tlacidlo sa zacne vykondvat
vyhodnocovanie vysledkov. To bude sprevadzané rovnakym textom ,, RUNNING..."
v pravom hornom rohu ako v predoSlom kroku. Tento krok zaberie jednozna¢ne menej
Casu, ako ten predosly, no ked’ze prototyp pracuje s velkym objemom dat, vysledky
nebudi vypocitané ihned’. S datasetom pouzitym v tejto praci trvalo vyhodnotenie
vysledkov 1 minttu. Na konci tohto kroku sa v grafickom prostredi zobrazia vysledné

hodnoty Pearsonovho korelacného koeficientu.

5.2 Zhodnotenie vysledkov

Tato sekcia rozobera data ziskané z experimentu popisan¢ho v predoslej kapitole. Taktiez

st v tejto kapitole utvorené zavery na zaklade tychto dat.
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5.2.1 Casova narocnost’

Casovéa narocnost’ bola merand na dvoch miestach — pri nacitani obsahu stiboru a pri
embeddovani obsahov stboru. Z oboch miest boli zaznamenané data, z ktorych bol

nasledne vytvoreny graf.

5.2.1.1 Nacitanie obsahu suborov

Najlepsi vysledok casovej naro¢nosti dosiahol suborovy format CSV. V pripade, Ze by sa
o priemernom case nacitania textu tohto stborového formétu uvazovalo ako o 100
percentach, ostatné hodnoty by mohli byt porovnané v percentualnej podobe. Jednoznacne
najhorsi priemerny ¢as na nacitanie textu zo suboru mal suborovy typ HTML, ktory mal
045 percent vyssi priemer ako suborovy format CSV. Hned po fiom je najpomalsi
suborovy typ PDF s priemernym ¢asom nacitania textového obsahu o 18 percent vysSim
ako suborovy format CSV. Suborovy format TXT mal vel'mi podobnl priemernit hodnotu
Casu nacitania textového obsahu, ked’ze bol len 0 0.6 percenta pomalsi ako stborovy

format CSV.

Nacitanie textu - Priemerny cCas
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Obr. 11: Graf priemerného €asu nacitania textu jednotlivych suborovych formatov
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5.2.1.2 Embeddovanie

Monitorovanie ¢asovej ndrocnosti pri embeddovani malo iné¢ vysledky. Embeddovanie
bolo robené v poziadavkach na OpenAl API kazdych 500 riadkov datasetu. To je dovod,
preco su priemerné ¢asy embeddingu tak vysoké. Najkratsi priemerny ¢as na embedding
mali data zo stiborového formatu HTML. Priemerny ¢as na embeddovanie 500 zdznamov
textov nacitanych zo suboru HTML bude povazovany za 100 percent pre porovnavanie
voCi ostatnym formatom. Najhor$i priemerny ¢as embeddovania mali data nacitané zo
siborového formatu TXT. Tieto data boli embeddované v priemere o 2.5 percenta
pomalSie. Hned’ po formate TXT nasledovali data zo suborového formatu PDF, ktoré sa
v priemere embeddovali o0 2.3 percenta pomalSie. Data zo suborového formatu CSV sa

v priemer embeddovali o 1.5 percenta pomalSie.

Embedding - Priemerny Cas

20.12 19 66 19.96 20.16

20.0 -

17.5 A

= = =

o g v

o v o
1 1 1

Priemerny ¢as [s]

~
w
1

el
(=]
1

2.5 1
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Obr. 12: Graf priemerného Casu generovania embeddingov pre jednotlivé suborvé formaty

5.2.2 Pamitova narocnost’

Pamét'ova narocnost’ bola (rovnako ako ¢asova naro¢nost’) merana na dvoch miestach — pri

nacitani obsahu suborov a pri embeddovani obsahov danych suborov.
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5.2.2.1 Nacitanie obsahu suborov

Najlepsiu, a teda najnizsiu, pamit'ovi naro¢nost’ pri nacitani obsahu suborov mal stiborovy
typ TXT. Pre porovnanie s ostatnymi suborovymi typmi bude priemernd hodnota
pamét'ove] narocnosti siborového typu TXT povazovand za 100 percent. Stiborovy typ,
ktory mal druht najlepSiu priemernii pamitova narocnost’ pri nacitani obsahu zo stiboru
bol typ CSV. Narast v pamétovej naro¢nosti suborového typu CVS oproti typu TXT bol
24.5 percenta. Treti bol suborovy typ PDF, ktory mal priemerni pamétovi naro¢nost’ o 62
percent vicSiu ako format TXT. NajhorSiu pamétovi narocnost’ mal siborovy format

HTML, ktory dosiahol priemeru o 70.5 percenta vysSiecho ako suborovy format TXT.

Nacitanie textu - Priemerna pamat
143892.4

14000041 137017.9

120000 +

105152.4
100000 +

84402.8
80000 -

60000 -

Priemerna pamat [B]

40000 -

20000 -

pdf html csv plaintext
Typ stboru

Obr. 13: Graf priemernej velkosti pouZitej pamite pri nacitani textu z jednotlivych

suborovych formatov

5.2.2.2 Embedding

Pamitova narocnost’ pri embeddingu bola merand na kazdych 500 zdznamov. Preto su
priemerné hodnoty tejto pamétovej narocnosti tak vysoké. Z tychto dat je viditelné, ze
pamdtovu narocnost’ mal suborovy typ PDF. Rozdiel medzi suborovymi typmi HTML

a PDF a teda medzi najvysSou a najniz§ou pamét'ovou narocnostou v tychto datach je 0.7
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percenta. Priemerné pamitové naro¢nosti suborovych typov CSV a TXT sa nachadzaju

medzi vysSie spominanymi typmi HTML a PDF.
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Obr. 14: Graf priemernej velkosti pouzitej pamite pri generovani embeddingov

jednotlivych stiborovych formatov

5.2.3 Kbvalita embeddingov

Kvalita embeddingov bola pocitana pomocou metriky ,, cosine similarity. Této metrika
bola pouzita, pretoze OpenAl ju odporiaca pre porovnavanie vzdialenosti dvoch vektorov
generovanych ich modelmi [39]. Tato metrika bola vypocitana pre kazdy par (povodna
veta — text zo siboru) vektorov. Tym boli ziskané hodnoty sémantickej podobnosti danych
parov vramci kazdého typu stboru. So ziskanymi hodnotami sémantickej podobnosti
vygenerovanych vektorov je mozné ich porovnat s pdvodnymi ,,golden standard*
hodnotami sémantickej podobnosti. Na porovnanie korelacie medzi danymi dvomi
hodnotami bol pouzity Pearsonov korela¢ny koeficient, ktorého zékladné vysvetlenie je

popisané v kapitole 2.4.



UTB ve Zliné, Fakulta aplikované informatiky 61

Kvalita embeddingov
0.7326

0.7286

0.7129
0.7 1

0.6 -

0.5~

0.4 -

0.3 1

0.2 1

Pearsonov korela¢ny koeficient

0.1 -~

0.0 -

pdf html csv plaintext
Typ stboru

Obr. 15: Kvalita embeddingov jednotlivych siborovych formatov vyhodnotena
pomocou Pearsonovho korelaéného koeficientu
Data, ktoré su vystupom prototypu webovej aplikacie vytvorenej v ramci tejto prace
naznacuju, ze ziadny z testovanych stborovych formatov nema vyrazne lepsiu korelaciu
vypocitanej sémantickej podobnosti s povodnymi hodnotami sémantickej podobnosti.
Najhorsiu korelaciu mal stiborovy typ CSV. Najlepsiu koreldciu mal suborovy typ HTML.
Rozdiel medzi tymito dvomi hodnotami je 2.7 percenta. Oba suborové formaty PDF a TXT
maji vel'mi podobné hodnoty s rozdielom len 1 percento. Tieto data naznacuju zaveru, ze
ziaden z testovanych suborovych formatov nie je vyrazne lepsi ako ostatné pre embedding

obsahu suborov daného formatu.
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ZAVER

Experiment uskutocneny v ramci tejto bakalarskej prace priniesol cenné udaje o kvalite a
efektivite réznych suborovych formatov pre tvorbu embeddingov dat vo velkych
jazykovych modeloch. Z vysledkov je zrejmé, ze rozdiel v kvalite vygenerovanych
embeddingov medzi skiimanymi suborovymi formatmi je velmi maly, len 2.7 percenta
medzi najlepsim a najhorSim variantom. Tento maly rozdiel naznacuje, ze z hladiska
kvality embeddingov nie je nutné uprednostiiovat’ konkrétny stiborovy format spomedzi

skimanych forméatov.

Pri nacitani obsahu stiborov boli zistené znac¢né rozdiely v Casovej a pamitovej naro¢nosti.
Suborovy format CSV preukazal najlepSiu Casovl efektivitu, pricom bol jednoznacne
rychlej$i ako ostatné formaty. Na druhej strane, najhor$i casovy vysledok dosiahol
suborovy format HTML, ktory bol o 45 percent pomal$i v porovnani s formatom CSV.
Pokial’ ide o pamét'ovu naro¢nost’, najlepsie obstal suborovy format TXT, zatial’ ¢o format

HTML bol z hl'adiska paméat'ovej naro¢nosti najhorsi.

Pri embeddovani dat pomocou OpenAl API sa ukazalo, Ze Casové aj pamit'ova narocnost’
bola podobnd pre vSetky suborové formaty, bez vyraznych rozdielov. Tieto zistenia
naznacuju, ze pre potreby embeddovania je mozné vyuzivat' rozne formaty bez vyraznej

straty efektivity v tomto kroku.
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SEZNAM POUZITYCH SYMBOLU A ZKRATEK

TF-IDF Term Frequency - Inverse Document Frequency
NLP Natural Language Processing

LLM Large Language Model

BoW Bag of Words

CBOW  Continuous Bag of Words

GLoVe Global Vectors

ELMo Embeddings from Language Models

LSTM  Long-Short-Term Memory

BERT  Bidirectional Encoder Representations from Transformers
MLM  Masked Language Model

NSP Next Sentence Prediction

STS Semantic Textual Similarity

API Application Programming Interface
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